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Oz

Kanser diinyada ve iilkemizde gbzlenme siklig1 giderek artan saglik sorunlarinin baginda gelmekte ve her yil
milyonlarca insan kanser nedeniyle hayatini1 kaybetmektedir. Histopatolojik tani, kanser tiiriiniin teshisinde ve
tedavi stratejisinin belirlenmesinde 6nemli bir rol oynamaktadir. Bu ¢aligmada akciger histopatoloji goriintiileri
kullanilarak derin 6grenme ydntemlerine dayali bir otomatik model gelistirilmesi amaglanmistir. Gelistirilen
modelde oOncelikle DenseNet201, MobileNetV2, VGG16, NASNetLarge, Xception, InceptionV3, VGG19,
EfficientNetB7 ve ResNetl52 gibi dnceden egitilmis derin 6grenme mimarileri kullanilarak 6zellik ¢ikarimi
gerceklestirilmis ve daha sonra Adaboost, Cok katmanli algilayici, Rastgele orman ve Destek vektér makinesi gibi
makine o6grenmesi yontemleri ile siniflandirilmistir. Ardindan siniflandiricilardan elde edilen degerlendirme
sonuglarma goére en iyi performansa sahip ilk (¢ derin Oznitelik birlestirilerek makine &grenmesi
smiflandiricilarina girdi olarak kullanilmigtir. Deneysel sonuglar en iyi Ozniteliklerin birlikte kullanilmasinin
simiflandirma basarisina olumlu yonde katki sagladigini gostermistir. Test veri setinden elde edilen sonuglar,
onerilen hibrit yaklagimin %97.22 ortalama siniflandirma basarisi ile akciger histopatoloji goriintiilerinden
adenokarsinom, skuaméz hiicreli karsinom ve normal dokularin otomatik siniflandirmasinda etkili oldugunu
gostermistir.

Anahtar kelimeler: Akciger kanseri tespiti, Siniflandirma, Derin 6grenme, Makine 6grenmesi.

Lung Cancer Detection with Machine Learning Classifiers using Deep
Features Extracted from Lung Histopathology Images

Abstract

Cancer is one of the health problems with an increasing incidence in the world and in our country, and millions of
people die every year due to cancer. Histopathological diagnosis plays an important role in diagnosing the type of
cancer and determining the treatment strategy. In this study, it is aimed to develop an automatic model based on
deep learning methods using lung histopathology images. In the developed model, firstly feature extraction was
performed using pre-trained deep learning architectures such as DenseNet201, MobileNetV2, VGG16,
NASNetLarge, Xception, InceptionV3, VGG19, EfficientNetB7 and ResNet152, and then classified with machine
learning methods such as Adaboost, Multi-layer perceptron, Random forest and Support vector machines.
Afterwards, according to the evaluation results obtained from the classifiers, the first three deep features with the
best performance were combined and used as input to the machine learning classifiers. Experimental results
showed that using the best features together contributes positively to the classification success. Results from the
test dataset showed that the proposed hybrid approach was effective in automatic classification of adenocarcinoma,
squamous cell carcinoma and benign tissues from lung histopathology images, with an average classification
accuracy of 97.22%.
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1. Giris

Akciger kanseri, hem iilkemizde hem de diinyada en ¢ok O6liime neden olan hastaliklar arasinda ilk
siralarda yer almaktadir. Kanser nedeni ile gergceklesen Oliimlere bakildiginda; akciger kanseri
erkeklerde birinci sirada yer alirken kadinlarda ise meme kanserinden sonra 2. sirada yer almaktadir [1].
Diinyada 6liim orani yiiksek olan akciger kanserlerinin yaklasik %80°1 kiiciik hiicreli dis1 akciger kanseri
(KHDAK)'dir. KHDAK ’ler, adenokarsinom, skuamdz (yasst) hiicreli kanser, biiyiik hiicreli kanser ve
karma tip olmak {izere dort alt tipe sahiptir. Adenokarsinomlar ve skuamdéz karsinomlar tiim
KHDAK ’lerin yaklasik %50’sini temsil eder [2, 3]. Akciger kanserinin heniiz tam olarak bir tedavisi
bulunmadigindan hastaligin erken asamada teshis edilmesi tedavi agisindan oldukca biiyiik 6nem arz
etmektedir.

Derin 6grenme yontemlerinin kullanim alanlari son yillarda saglik sektdriinde olduk¢a artmigtir.
Ozellikle tibbi gériintii isleme alaninda oldukca iyi sonuclar vermektedir [4]. Histopatolojik goriintii,
kanser tanisinin altin standardi olarak goriilmektedir ve derin 6grenme histopatolojik goriintii analizi
zorluklar1 ig¢in de umut verici ¢6ziimler sunmaktadir [5]. Bu calismada akciger histopatoloji
goriintiilerinden adenokarsinom, skuamoz hiicreli karsinom ve normal dokularin siniflandirilmasi igin
onceden egitilmis derin 6grenme yontemleri ve klasik makine 6grenmesi yontemleri birlikte kullanilarak
hibrit bir yaklasim sunulmustur. Onerilen yaklasimda oncelikle derin dzellikleri ¢ikarmak icin birgok
onceden egitilmis konvoliisyonel sinir ag1 modeli kullanilmig ardindan makine 6grenmesi yontemleri
ile stiflandirma islemi gerceklestirilmistir. Ozetle 6nerilen yaklasimin katkilar1 sunlardir:

. Akciger histopatoloji goriintiilerinden tiimor tipinin etkili bir sekilde siiflandirilmasi igin
derin 6zellik ¢ikarmaya dayali otomatik bir model tasarlanmistir.

. Cikarilan derin 6zelliklerden en iyi performansa sahip ilk ii¢ derin 6zellik makine 6grenmesi
teknikleri ile siniflandirilmig ve yiiksek bir dogruluk performansi elde edilmistir.

Bu calismanin geri kalani su sekilde diizenlenmistir. Boliim 2’de mevcut alanda daha once
gergeklestirilen caligsmalardan bahsedilmistir. Boliim 3°te ¢alismada kullanilan veri seti ve Onerilen derin
O0grenme modelinin detaylar1 sunulmustur. Deneysel analizler ve elde edilen sonuglar Boliim 4’te
paylasilmistir. Bolim 5’te ¢aligmada elde edilen sonuglarin literatiirde daha once gerceklestirilen
caligmalarla kiyaslandigi bir tartisma bolimi sunulmustur. Son olarak ¢alisma Bolim 6°da
sonug¢landirilmistir.

2. Literatiir Taramasi

Literatiirde akciger kanserinin tespiti igin Onerilen g¢esitli ¢alismalar bulunmaktadir [6]. Bazi
arastirmacilar geleneksel makine 6grenmesi yontemlerini kullanarak akciger kanserini tespit etmeye ve
simiflandirmaya g¢aligmiglardir. Dandil ve digerleri akciger kanseri teshisi i¢in yapay sinir aglar
yontemiyle iyi huylu ve kétii huylu nodiilleri siniflandirdiklar: ¢alismalarinda modelin %90.63 dogruluk
elde ettigini bildirmislerdir [7]. Chauhan ve Jaiswal temel bilesenler analizi ve lineer diskriminant
analizi yontemlerini kullanarak akciger kanserini tespit etmeye ¢alismislar ve dnerilen modelin %97.97
gibi yiiksek bir dogruluk elde ettigini bildirmislerdir [8]. Faisal ve digerleri akciger kanseri tanisi i¢in
halka agik bir veri seti iizerinde destek vektdr makinesi (DVM), ¢ok katmanl algilayici, Naive Bayes,
karar agaci, Rastgele Orman (RO) ve gradient boosting gibi birgok yontem kullanmistir. Gradient
boosting algoritmasinin %90 kesinlik saglayarak en iyi sonucu verdigini bildirmislerdir [9]. Nasser ve
Abu-Naser akciger kanserini teshis etmek igin yapay sinir aglarin1 (YSA) kullanmislardir. Hastalara ait
cinsiyet, yas gibi degiskenlerin yan1 sira akciger kanserinin tespitinde kullanilan bazi semptomlar1 da
YSA igin girdi degiskenleri olarak kullandiklari ¢aligmalarinda modelin %96.67 dogruluga eristigini
bildirmislerdir [10]. Thallam ve digerleri ¢alismalarinda akciger kanserini erken bir asamada tespit
edebilmek i¢cin DVM, k en yakin komsu, RO, YSA ve hibrit bir model kullanarak modellerin dogruluk
performanslarmi karsilagtirmiglardir [11].

Bazi1 aragtirmacilar ise akciger kanseri tespiti i¢in derin 6grenme yontemlerini kullanmistir.
Shen ve digerleri akciger nodiillerini siniflandirmak igin ¢ok 6lgekli konvoliisyonel sinir aglarini igin
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kullandiklar1 ¢alismada %86.84 basari elde ettiklerini bildirmislerdir [12]. Rao ve digerleri akciger
goriintiilerinde goriilen tiimorleri iyi huylu ve koti huylu olarak siniflandirdiklart ¢alismada
konvoliisyonel sinir aglarina dayali yeni bir model 6nermislerdir ve 6nerilen modelin hem geleneksel
sinir aglarindan hem de goriintii sniflandirma amaglart i¢in olusturulmus mevcut CNN'lerden daha iyi
performans gosterdigini bildirmislerdir [13]. Alakwaa ve digerleri akciger kanseri tespiti igin sirasiyla
segmentasyon, nodiil tespiti ve siniflandirma siireglerini i¢ceren bir model 6nermislerdir. Siniflandirma
asamasinda kullanilan 3D konvoliisyonel sinir ag1 modeli test veri seti lizerinde %86.6'lik bir dogruluk
elde etmistir [14]. Bir baska ¢alismada Song ve digerleri akcigerde bulunan nodiilleri iyi huylu ve koti
huylu olarak tespit edebilmek i¢in konvoliisyonel sinir ag1, derin sinir ag1 ve yigin oto kodlayici sinir
ag1 olmak tizere li¢ farkli derin sinir ag1 tasarlamiglardir. Tasarlanan modellerin performansini test
ettiklerinde en basarili modelin %84.15 dogruluk ile konvoliisyonel sinir ag1 oldugunu bildirmislerdir
[15]. Shakeel ve digerleri akciger kanseri tespiti probleminin ¢oziimii igin dncelikle gériintii iyilestirme
ardindan derin 6grenme modelleri kullanarak siiflandirma igeren bir yaklasim dnermislerdir. Onerilen
modelin %98.42 dogruluga eristigini bildirmislerdir [16]. Abbas ve digerleri akciger histopatolojik
goriintiilerinden adenokarsinom, skuaméz hiicreli karsinom ve normal dokularin tespiti igin oncelikle
yatay-dikey dondiirme, yakinlastirma ve aydinlatma yontemlerini kullanarak veri artirimi
gerceklestirmis daha sonra altt farkli derin O0grenme mimarisinden yararlanarak goriintiileri
siniflandirmistir. Onerilen yéntemlerin %97 {izerinde dogruluk oranina ulastigini bildirmislerdir [17].
Masud ve digerleri akciger ve kolon kanseri teshisi i¢in histopatolojik goriintiileri analiz ederek
siniflandiran derin grenme temelli yeni bir yaklagim 6nermislerdir. Deneysel ¢aligmalar sonucunda
onerilen yaklasimin en yiiksek %96.33 smiflandirma dogruluguna ulastigini bildirmislerdir [18]. Garg
ve Garg histopatolojik goriintiilerden akciger ve kolon kanseri tanisi i¢in oncelikle ¢esitli veri artirrm
teknikleri aracilifiyla yeni veriler {iretmis daha sonra VGG16, NASNetMobile, InceptionV3,
InceptionResNetV2, ResNet50, Xception, MobileNet, ve DenseNetl69 gibi Onceden egitilmis
konvoliisyonel sinir ag1 modellerini kullanarak siniflandirma yapmiglardir. Siniflandirmada kullanilan
modellerin %96 ila %100 arasinda dogruluk degeri elde ettiklerini bildirmislerdir [19]. Bir baska
caligmada Hatuwal ve Thapa akciger kanseri siniflandirma gorevi igin histopatolojik goriintiilerde
oncelikle yatay-dikey dondiirme ve yakinlastirma yontemlerini kullanarak veri artirim
gergeklestirmistir. Daha sonra konvoliisyonel sinir ag1 modelini kullanarak siniflandirdiklari calismada
%97.2 dogruluk degeri elde ettiklerini bildirmiglerdir [20].

Son yillarda akciger kanseri tanisinda derin 6grenme mimarilerinin kullaniminda bir artig
oldugu ancak yeni modeller ve deneysel calismalarla ilgili literatiirde hala bazi1 bosluklar oldugu
gozlemlenmistir. Bu nedenle bu ¢alismada onerilen derin 6zellik ¢ikarmaya dayali hibrit yaklagimin
yiiksek dogruluk orani ile mevcut literatiire gecerli bir katki saglayacagi diistiniilmektedir.

3. Materyal ve Metot
3.1. Veri Seti

Bu calismada Borkowski ve digerleri tarafindan olusturulan akciger ve kolon kanseri histopatolojik
goriintii veri seti (LC25000) kullanilmistir [21]. Veri seti igerisinde 25000 adet goriintii bulunmaktadir
ancak bu calismada akciger kanseri teshisi amaclandigindan sadece akciger histopatolojik
goriintiilerinden adenokarsinom, skuamoz hiicreli karsinom ve normal dokularn her birine ait 5000
goriintli dahil edilmistir. Toplamda 15000 goriintiiden olugan veri seti 768x768 ¢oziiniirliige sahip jpeg
formatindadir. Sekil 1°de her bir sinifa ait 6rnek goriintiiler sunulmaktadir.
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a) Adenokarsinom b) Skuaméz hiicreli karsinom ¢) Normal doku
Sekil 1. Adenokarsinom, skuamoz hiicreli karsinom ve normal dokulara ait 6rnek goriintiiler

3.2. Onerilen Yontem

Akciger histopatoloji goriintiilerinden adenokarsinom, skuaméz hiicreli karsinom ve normal dokularin
tespiti i¢in gelistirilen yontemde Oncelikle goriintiller ¢aligmada kullanilan Onceden egitilmis
konvoliisyonel sinir ag1 modellerinin giris boyutlarma uygun olarak yeniden boyutlandirilmustir. ikinci
asamada DenseNet201, MobileNetV2, VGG16, NASNetLarge, Xception, InceptionV3, VGGI19,
EfficientNetB7 ve ResNet152 mimarileri kullanilarak 6znitelikler ¢ikarilmig ve Adaboost, Cok katmanl
algilayici, Rastgele orman ve Destek vektor makinesi gibi makine Ogrenmesi yontemleri ile
siiflandirilmigtir. Ardindan simiflandiricilardan elde edilen degerlendirme sonuglarina goére en iyi
performansa sahip ilk {i¢ derin 6znitelik topluluk modiiliinde birlestirilmis ve nihai ¢iktiy1 tahmin etmek
icin makine 6grenmesi siniflandiricilarina girdi olarak kullanilmigtir. Calismada Onerilen yontemin
mimarisi Sekil 2°de gosterilmektedir.

| DenseNet201

]
i
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8 |
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. . | Birlegtirilmis
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ResNet152 ilk iig derin |
dnitelik |
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Derin i
dznitelikler |
______________________________________________________________ i

Sekil 2. Onerilen model mimarisi

3.3. Onceden Egitilmis Konvoliisyonel Sinir A1 Modelleri ile Ozellik Cikarim

Derin 6grenme, 6zellik ¢ikarma ve doniistiirme i¢in derin konvoliisyonel sinir aglar1 kullanan makine
O0grenmesi yaklasimidir. Konvoliisyonel sinir aglari, giiniimiizde siniflandirma ve nesne tanima
problemlerinin ¢6ziimiinde olduk¢a basarili sonuglar elde etmektedir. Konvoliisyonel sinir aglar
ozellikle biiylik veri setlerinde daha iyi performansa sahiptir. Transfer 6grenmede genellikle biiyiik veri
kiimeleri tizerinde 6nceden egitilmis model farkli bir gorev igin 6zellik ¢ikarici olarak kullanilabilir [22].
Transfer 6grenimi sayesinde derin 6grenme modellerini sifirdan egitmek i¢in normalde gerekli olan
uzun egitim siiresi azaltilir ve ayn1 zamanda egitim modeli i¢in biiyiik bir veri kiimesine sahip olma
gereksinimi ortadan kalkar [23, 24].

Bu ¢alismada transfer 6grenme yaklagimi kullanilarak derin 6grenme tabanli bir 6zellik gikarici
olarak dnceden egitilmis konvoliisyonel sinir ag1 modelleri kullanilmistir. Ozellik ¢ikarma agamasinda
DenseNet201, MobileNetV2, VGG16, NASNetLarge, Xception, InceptionV3, VGG19, EfficientNetB7
ve ResNet152 derin 6grenme mimarilerinden yararlanilmisgtir.
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3.4. Makine Ogrenmesi Simflandiricilar

Onceden egitilmis konvoliisyonel sinir ag1 modellerinden ¢ikarilan derin &zellikler daha sonra ¢ikist
tahmin etmek i¢in, Adaboost, Cok katmanli algilayici, Rastgele orman ve Destek vektér makinesi gibi
geleneksel makine 6grenmesi siniflandiricilarinin girdisi olarak kullanilmistir.

Adaboost topluluk siniflandirict yontemi ilk olarak Freund ve Schapire tarafindan 6nerilmistir.
Bu yontem zayif siniflandiricilart bir araya getirerek giiclii bir siniflandirici olusturur. Her bir
iterasyonda temel Ogrenici adi verilen bir 6grenme algoritmasi ¢agirilarak siniflandirict olusturulur.
Ardindan bu smiflandiriciya agirlik katsayisi atanir. Son siniflandirma karari ise zay1f siniflandiricilarin
agirlik katsayilarina bagli olarak agirlikli oylama sonucunda elde edilir [25].

Cok katmanli algilayici yapay sinir ag1 algoritmalar1 arasinda en ¢ok tercih edilen yontemler
arasinda olup cesitli hastaliklarin teshisinde yaygin olarak kullanilmaktadir. Genellikle ¢alismalarda
giris katmani, gizli katman ve ¢ikis katmanindan olusan ii¢ katmanli yap1 kullanilmaktadir. Bu yapida
katmanlar birbirine baglayan ag agirliklari, hata geri yayilim 6grenme yontemi kullanilarak giincellenir.
Daha sonra hesaplanan ag c¢ikisi ile gercek cikis arasindaki ortalama kare hatasi elde edilir ve bu hata
degeri ag agirliklarini giincellemek i¢in kullanilir. Bu rutin ortalama kare hatasi belirli bir esik degerine
diisiiriilene kadar tekrarlanir [26].

Rastgele orman, ilk olarak 1996 yilinda Breiman tarafindan ortaya atilmis olup karar agaclarinin
birlesiminden olusan bir algoritmadir. Bu yontemde kullanilan her bir aga¢ veri setindeki 6zelliklere
gore dallanmaktadir ve her bir agag giris vektoriinii siniflandirmak i¢in birim oyu verir. Rastgele orman
algoritmasinda asir1 6grenme sorununu agmak icin 6znitelik setinden rassal olarak birgok alt set segilir.
Secilen alt setlerin iirettigi sonuclar arasinda en fazla birim oyunu alan deger, Rastgele orman
algoritmasinin sonucunu olusturur [27].

Destek vektor makineleri ilk olarak Vapnik tarafindan gelistirilmis ve bugiinkii standart halini
Cortes ve Vapnik’in birlikte gelistirmesiyle almistir [28]. DVM, siniflandirma problemlerinin ¢6ziimii
icin ilk olarak verileri lineer olarak ayrilabilecegi yiiksek bir boyuta aktarmaktadir. Sonrasinda da bunlar
arasindaki maksimum simirm bulunmasini saglamaktadir. DVM, bir¢ok siniflandirma probleminin
¢Oziimiinde basariyla uygulanmis ve yliksek genelleme performansi ile 6n plana ¢ikmis bir makine
Ogrenmesi algoritmasidir.

3.5. Performans Olgiitleri

Bu ¢alismada 6nerilen yaklagimin siniflandirma basarisinin 6l¢iimii igin karmagiklik matrisi kullanilmig
ve dogruluk, duyarlilik, kesinlik, 6zgiilliik ve F1 61¢iitii olmak tizere toplamda 5 farkli performans 6lgiitii
kullanilmistir. Dogruluk; dogru olarak siniflandirilan 6rnek sayisinin toplam 6rnek sayisina orani olarak
hesaplanmaktadir. Duyarlilik; gercek pozitif degerler i¢inde dogru siniflandirilmis 6rnek sayisinin, tiim
gercek pozitif drnek sayisina orani olarak hesaplanmaktadir. Kesinlik; dogru tahmin edilen pozitif 6rnek
sayisinin toplam pozitif drnek sayisina orani olarak hesaplanmaktadir. Ozgiilliik; gercek negatif degerler
icinde dogru smiflandirilmig 6rnek sayisinin, tim gercek negatif Ornek sayisina orami olarak
hesaplanmaktadir. F 6l¢iitii kesinlik ve duyarlilik degerlerinin harmonik ortalamasini ifade etmektedir.
Olgiitlere ait formiiller asagidaki esitliklerde verilmistir.

Dogruluk = (DPDN) D
(DP+YP+DN+YN)

Duyarlilik = DP]?-I;'N (2)

Ozgiilliik = DNTYP 3)

Kesinlik = D}i I;P (4)
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Kesinlik x Duyarlilik
Kesinlik + Duyarlilik

F, 6lgiitii = 2 x

®)

4. Deneysel Analizler ve Sonuglar

Bu ¢aligmada deneysel ¢alismalar Google Colaboratory ortaminda Python programlama dili ve Keras
Kiitiiphanesi kullanilarak gerceklestirilmistir. Egitim ve test verileri belirlenirken k kath capraz
dogrulama teknigi kullanilmis ve k sayis1 5 olarak belirlenmistir. Calismada kullanilan veri seti her bir
katta %80 egitim ve %20 test olarak boliinmiistiir. Ayrica ¢cok katmanli algilayici smiflandiricisinda
egitim veri setinin %10°u dogrulama i¢in kullanilmistir.

Calismada o6zellik c¢ikarimi i¢cin DenseNet201, MobileNetV2, VGG16, NASNetLarge,
Xception, InceptionV3, VGG19, EfficientNetB7 ve ResNet152 olmak tizere 9 farkli 6n-egitimli ag
kullanilmistir. Ozellik ¢ikarimi asamasinda oncelikle giris goriintiileri her bir dn-egitimli ag mimarisi
girisine uygun olarak yeniden boyutlandirilmistir. Girig goriintii boyutlart DenseNet201, MobileNetV2,
VGG16, VGG19 ve ResNetl52 modelleri icin 224%224; Xception ve InceptionV3 modelleri igin
299x299; NASNetLarge modeli igin 331x331; EfficientNetB7 modeli i¢in ise 600x600 olarak
ayarlanmustir.

Derin Ozellikler ¢ikarildiktan sonra siniflandiricilara giris olarak verilmeden 6nce Z-skor
normalizasyon teknigi kullanilarak normalize edilmistir. Smiflandirma asamasinda ¢ok katmanli
algilayict siniflandiricisinda 2 adet gizli katman kullanilmistir. Gizli katman ndron sayilari sirasiyla
1024 ve 512°dir. Aktivasyon fonksiyonu olarak ReLU (Rectified Linear Unit) se¢ilmistir. Asiri
o0grenmeyi engellemek icin son gizli katman ile ¢ikig katmani arasina bir birakma(dropout) katmani
eklenmistir. Birakma katmani degeri 0.2, batch size 32 ve dgrenme oran1 0.0001 olarak ayarlanmustir.
Optimizasyon i¢in Adam optimizasyon algoritmasi ve kayip fonksiyon icin ise kategorik ¢capraz entropi
kullanilmigtir. Cok katmanli algilayict modelin egitim agsamasinda erken durdurma teknigi kullanilmis
ve eger dogrulama kaybi 50 devir boyunca diigmiiyorsa egitim otomatik durdurulmustur. Adaboost
yonteminde temel siniflandirici olarak karar agaci seg¢ilmis ve tahmin edici(estimator) degeri 300 olarak
uygulanmistir. Rastgele orman yonteminde tahmin edici(estimator) degeri 1000 olarak uygulanmistir.
Son olarak destek vektdr makineleri yonteminde lineer ¢ekirdek fonksiyonu kullanilmistir.

Bu caligmada akciger histopatoloji goriintillerinden tiimér tipinin etkili bir sekilde
siniflandirilmast i¢in ilk olarak 9 farkli on-egitimli ag aracilifiyla 6z nitelikler ¢ikarilmis ve bu
Oznitelikler kullanilarak Adaboost, Cok katmanli algilayici, Rastgele orman ve Destek vektor makinesi
gibi geleneksel makine Ogrenmesi yontemleri ile simmiflandirma yapilmistir. Ayrica bu asamada
siniflandiricilardan elde edilen ortalama basarilar da hesaplanmistir. Ik asamaya ait analiz sonuglar
Tablo 1°de gosterilmistir. Tablo 1’den goriilebilecegi iizere en yliksek ortalama siniflandirma basarisi
0.96223 ile VGG16 modelinden ¢ikarilan 6z-nitelikler ile elde edilirken en diisiik ortalama siniflandirma
basarisi 0.80428 ile ResNet152 modelinden ¢ikarilan 6z-nitelikler ile elde edilmistir.

Tablo 1. On-egitimli ag 6znitelikleri ile makine 6grenmesi smiflandirict dogruluklart
Sumiflandirict dogruluklari

szll;l?jazlfg“k Adaboost Cok katmanh Rastgele Destek _Vek_tiir O]rgt;a;:ra
Algilayic Orman Makinesi
VGG16 0.90520 0.98647 0.97333 0.98393 0.96223
MobileNetV2 0.86807 0.98980 0.97360 0.98213 0.95340
Xception 0.87040 0.98340 0.97067 0.98000 0.95112
VGG19 0.87333 0.98267 0.95867 0.97793 0.94815
NASNetLarge 0.83973 0.97973 0.97180 0.98420 0.94387
DenseNet201 0.83907 0.97793 0.97587 0.97400 0.94172
InceptionV3 0.84140 0.97413 0.96707 0.96920 0.93795
EfficientNetB7 0.75547 0.88300 0.83427 0.90600 0.84468
ResNet152 0.74347 0.85120 0.76387 0.85860 0.80428

Ikinci asamada en iyi ortalama basar1 performansina sahip ii¢c modele ait 6z nitelikler segilerek
bu 6z-niteliklerin ikili ve {iglii kombinasyonlar: ile simiflandirma gergeklestirilmis ve oz-nitelik
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se¢iminin siniflandirma basarisina etkisi arastirilmistir (Tablo 2). Tablo 1’den goriilebilecegi lizere en
iyi ortalama siniflandirma basarilart sirasiyla VGG16, MobileNetV2 ve Xception modellerinden
cikarilan 6z-nitelikler kullanilarak elde edilmistir. Tablo 2’den goriilebilecegi lizere 6z-niteliklerin
birlikte kullanilmasi siniflandirma basarisini olumlu yonde etkilemis ve en yiiksek ortalama
siniflandirma basaris1 0.97217 olarak elde edilmistir.

Tablo 2. Oz-niteliklerin birlesimi ile elde edilen makine 6grenmesi siniflandirici dogruluklari
Smiflandirici dogruluklar:

Derin 6z-nitelik ¢ikarilan ag Adaboost Cok katmanh  Rastgele  Destek Vektor O]I;talama

R asarl
Algilayici Orman Makinesi

VGG16 + Xception 0.92433 0.99487 0.97920 0.98867 0.97177

VGG16 + MobileNetV2 0.90213 0.99413 0.98113 0.99020 0.96690

Xception + MobileNetV2 0.88287 0.99393 0.97767 0.99100 0.96137

VGG16 + MobileNetV2 +

Xception 0.91687 0.99613 0.98120 0.99447 0.97217

En yiiksek ortalama siniflandirma basarisina sahip 6z-niteliklerin birlikte kullanildigi durum
icin her bir modelin test veri setinde elde etmis oldugu dogruluk, duyarlilik, 6zgiilliik, kesinlik, ve F;
0l¢iitli degerleri Tablo 3’te sunulmustur.

Tablo 3. Oz-niteliklerin birlesimi sonucunda simiflandiricilara ait sonuclar
Model Smiflandiria Kat  Dogruluk  Duyarlihk  Ozgiillik  Kesinlik  F1 dlciitii

T 094133 091200 _ 095100 093020 _ 0.91200
2 094422 091633 097400 095883  0.91633

Adaboost 3 095000 0092500 097350  0.96007  0.92500

4 094556 0091833 097967 096647  0.91833

5 004178 091267 095750 093808  0.91267

1 099822 099733 099833 099767  0.99733

2 099622 099433 099617 099467  0.99433

acl‘;ll‘l;‘;té?anh 3 009844 099767 099700 099600  0.99767

4 099800 0099700 099750  0.99667  0.99700

\l\//leoglle?\’l'etv2+ 5 099622 0099433 099650  0.99533  0.99433
Xoeption 1 098711 098067 098933 098556  0.98067
2 099022 098533 099100 098763  0.98533

Ef;?:le 3 098511 097767 098500  0.97958  0.97767

4 098844 098267 099217 098889  0.98267

5 098644 0097967 098933 098487  0.97967

1 0099644 099467  0.99500  0.99335  0.99467

2 099600 099400  0.99650  0.99532  0.99400

Elzls(tﬁ]l;;ektor 3 0.99733 0.99600 0.99650  0.99534  0.99600

4 099644 009467 099683 099566  0.99467

5 099533 009300 099550  0.99399  0.99300

Calismada makine Ogrenmesi siniflandirict performanslarii degerlendirmek amaciyla en
yiiksek ortalama smiflandirma basarisina sahip Oz-niteliklerin birlikte kullanildigr duruma ait
karmasiklik matrisleri (confusion matrix) elde edilmistir. Her bir simiflandiriciya ait karmasiklik
matrisleri Sekil 3’te sunulmustur. Sekil 3’ten goriilebilecegi iizere normal dokularin siniflandirilmasinda
en iyi performansi saglayan siniflandirici destek vektor makinesi olurken adenokarsinom ve skuaméz
hiicreli karsinom dokularin siniflandirilmasinda en iyi performansi saglayan siniflandirici ¢ok katmanl
algilayict olmustur. Adaboost yontemi ise en diisiik performansi sergileyen siniflandirici olmustur.
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Adaboost Cok katmanh algilayici
Ad Karsi 83.5% 0.0% 16.4% Ad Karsi 99.5% 0.0% 0.5%
v enokarsinom EFEEE 2) (821) iV, enokarsinom gyl (0) (27)
g W 0% 97.1%  0.0% ot | 01% 99.9% 0.0%
5 RN (144)  (4856) (0) 5 Normal e (4997) ()
O skuamoz hiicreli JEEREE 0.0%  94.4% O skuaméz hiicreli JEERA 0.0%  99.4%
karsinom (280) (0) (4720) karsinom (28) (0) (4972)
. Q(‘:\ ((\3\ X 6\.\ a0 e ok G.\.\
00\1.’6‘5‘0 wot ﬁ\'b‘f—“;l‘:’\ Ov_a‘s‘“ wo'® ‘.(\'(')’L“‘:’\
poe 5¥°ama‘é\n poe” 5“\)3@(‘—;‘“0
Tahmin Tahmin
Rastgele orman Destek vektdér makinesi
) 96.4% 0.3% 3.3% Ad Karsi 99.1% 0.0% 0.9%
v Adenokarsinom EErSE TS (163) v enokarsinom Lyl ()] (43)
ot N 0.1%  99.9%  0.0% ot W 0.0% 100.0% 0.0%
5 M (4 (4996)  (0) 5 i (1) (4999)  (0)
O skuaméz hiicreli [PASH 0.0%  98.0% O skuaméz hiicreli VKA 0.0%  99.2%
karsinom (100) (0) (4900) karsinom (39) (0) (4961)
Ot e\ g . .
d RO dbl‘o\):‘f " A
P‘de“ 9\"013(‘-;\00 P'Ge“ 9\‘-\}6 a(c-’“\o
Tahmin Tahmin

Sekil 3. Siniflandiricilara ait karmasiklik matrisleri

Bu ¢alismada makine 6grenmesi siniflandirict performanslart ayrica AUC — ROC (Area Under
The Curve - Receiver Operating Characteristics) egrileri ile de degerlendirilmistir. Her bir durumda
siiflandiricilara ait ROC egrileri ve AUC degerleri Sekil 4’te verilmistir.

Adenokarsinom Skuamdz hicreli karsinom

= - 1.00
c G
x ~ 0.75
= =
S L H L~
g 0.50 Adaboost (AUC = 0.896) S 0.50 —— Adaboost (AUC = 0.931)
2 Cok katmanl algilayici (AUC = 0.977) o — Cok katmanl algilayici (AUC = 0.982)
E=y Rastgele orman (AUC = 0.994) =y —— Rastgele orman (AUC = 0.994)
8 0.25 4 e T 20.25 y nan AL = oo
=) PR Destek vektor makinesi (AUC = 0.996) (=] o — Destek vektdor makinesi (AUC = 0.996)
- -
0.0 0.2 0.4 0.6 0.8 1.0 0.0 0.2 0.4 0.6 0.8 1.0
Yanlis pozitiflik orani Yanhs pozitiflik orani
Normal

- 1.00 —

i e

o ’d

~ 0.75 e

2 0.50 ——— Adaboost (AUC = 0.986)

k. Cok katmanl algilayici (AUC = 0.999)

o | Rastgele orman (AUC = 1.000)

§0.25 L Destek vektsr makinesi (AUC = 1.000)

- - -
0.0 0.2 0.4 0.6 0.8 1.0
Yanlis pozitiflik orani
Sekil 4. Siniflandiricilara ait ROC egrisi ve AUC degerleri
5. Tartisma

Tablo 4’te akciger kanseri teshisi i¢in gelistirilen modeller ve literatiirde kullanilan veri setleri
iizerindeki performanslart sunulmustur. Tablo 4’ten goriilecegi lizere arastirmacilar akciger kanseri
tanisinda hem geleneksel makine O6grenmesi yontemlerini hem de derin 0grenme yOntemlerini
kullanmiglardir. Geleneksel makine 6grenmesi yontemleri ile en yiiksek basar1 %97.97 ile Chauhan ve
Jaiswal tarafindan gergeklestirilen ¢alismada elde edilirken, derin 6grenme yontemleri ile en yiiksek
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basar1 %100 ile Garg ve Garg [19] tarafindan gergeklestirilen ¢alismada kullanilan dnceden egitilmis
derin 6grenme modelleri ile elde edilmistir. Bu ¢alismada Onerilen yaklagim ise literatiirde ayni veri
setini kullanan modellerle karsilastirildiginda; modelin siniflandirma basarisinin %97.22 dogruluk
degeri ile iist noktalara yakin oldugu goriilmektedir. Ote yandan diger bircok ¢alismada [17, 19, 20]
siniflandirma islemi orijinal veri seti iizerinde degil veri artirimi yapilmis bir veri setinde
gergeklestirilmistir. Caligmada Onerilen model orijinal veri setini kullanan Masud ve dig., [18]
tarafindan Onerilen model ile karsilastirildiginda bu g¢aligmada Onerilen yaklagimin daha yiiksek
dogruluk degeri elde ettigi goriilmektedir.

Tablo 4. Literatiirde onerilen yaklasimlarin sonuglariin karsilagtirilmasi

Yazar Yontem Veri Seti Performans

Dandil ve dig. [7] Yapay sinir aglar Ozel veri seti (128)  Dogruluk: %90.63

Chauhan ve Jaiswal Temel bilesenler analizi ve lineer Ozel veri seti (120)  Dogruluk: %97.97

[8] diskriminant analizi

Shen ve dig. [12] Cok odlgekli konvoliisyonel sinir LIDC-IDRI (1375) Dogruluk: %86.84
aglari

Rao ve dig. [13] Konvoliisyonel sinir aglari LIDC-IDRI (1000)  Dogruluk: %76

Alakwaa ve dig. [14] 3D konvoliisyonel sinir ag1 modeli Kaggle veri seti Dogruluk: %86.60

(1397)

Song ve dig. [15] Konvoliisyonel sinir aglari LIDC-IDRI (5024)  Dogruluk: %84.15

Shakeel ve dig. [16] Onceden egitilmis derin grenme LIDC-IDRI (5043)  Dogruluk: %98.42
modeli

Abbas ve dig. [17] ResNet-101 LC25000(15000) Dogruluk: %99.80

Masud ve dig. [18] Konvoliisyonel sinir aglari LC25000(25000) Dogruluk: %96.33

Garg ve Garg [19] InceptionV3, InceptionResNetV2, LC25000(15000) Dogruluk: %100
Xception, MobileNet, DenseNet169

Hatuwal ve Thapa [20] Konvoliisyonel sinir aglart LC25000(15000) Dogruluk: %97.20

Bu ¢alismada VGG16+ MobileNetV2 + Xception  LC25000(15000) Dogruluk: %97.22

onerilen yaklasim

6. Sonuc¢

Bu calismada onceden egitilmis derin 6grenme yontemleri ve klasik makine 6grenmesi yontemleri
birlikte kullanilarak akciger histopatoloji goriintiilerinden adenokarsinom, skuamoz hiicreli karsinom ve
normal dokularin smiflandirilmasi gergeklestirilmistir. 9 farkli 6nceden egitilmis derin &grenme
mimarisi kullanilarak ¢ikarilan 6zellikler 4 farkli makine 6grenmesi yontemi ile siniflandirilmistir.
Deneysel sonuglar ¢aligmada 6nerilen hibrit modelin %97.22 ortalama siniflandirma basarisi ile akciger
kanserinin erken teshisi igin faydali oldugunu gostermektedir.

Arastirma ve Yayin Etigi Beyam

Yapilan ¢calismada arastirma ve yayin etiine uyulmustur.
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