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Oz

Meme kanseri, diinyada kadinlar arasinda 6liime neden olabilen kanser tiplerinin en
sik goriilenlerinden biridir. Giinlimiizde meme kanseri teshisinde farkli goriintiileme
yontemleri kullanilmakla birlikte bu yontemler zaman zaman gereksiz biyopsiye
yonlendirebilmektedir. Bu ¢alismada, makine o&grenmesi tekniklerinden, karar
agaclar1 ve yapay sinir aglar1 yontemleri kullanilarak mamografik kitlenin sinifi,
hastaya ve kitleye ait ozelliklerin degerinden tespit edilmistir. Karar agaglarinda,
GINI algoritmasi kullanilmis ve RapidMiner programindan yararlanilmistir. Yapay
sinir aglarinda, ileri beslemeli geri yayilimli ag modeli MATLAB’de yazilan
program araciligi ile kullanilmistir. Bu g¢alismada kullanilan veri seti, Erlangen-
Nuremberg Universitesi, Radyoloji Enstitiisii, Jinekolojik Radyoloji bdliimiinden
elde edilen 961 6rnekten olugmaktadir. Her 6rnek i¢in 5 adet 6zellik mevcuttur. Bu
ozellikler, BI-RADS (meme goriintileme raporlama ve veri sistemleri)
degerlendirmesi, yas, kitle sekli, kitlenin kenar boglugu ve kitlenin yogunlugu
bilgilerini icermektedir. Yaklasimimiz, mamografide tespit edilen kitleleri iyi huylu
ve koti huylu olmak iizere iki farkli sinifa ayirmaktadir. Her iki yontemin
performanslarmin karsilastirilmasi, dogruluk, duyarlilik, kesinlik, segicilik, F-skor
ve AUC (egri altindaki alan) degerlerine bakilarak yapilmustir.

Detection of Mammographic Mass Class with Machine Learning

Techniques
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Abstract

Breast cancer is one the most common types of cancers among the women in the
world. Today different scanning techniques have been used to diagnose breast
cancers but these methods are sometimes directed to unnecessary biopsy. In this
study, the class of the mammographic mass was determined from the values of the
characteristics of the patient and the mass by using decision trees and artificial neural
networks methods, which are machine learning techniques. GINI algorithm is used
in decision trees and RapidMiner program was used. In artificial neural networks,
feed forward back propagation network model is used through the program written
in MATLAB. The data set used in this study is consisted of 961 samples obtained at
Erlangen-Nuremberg  University, Intstitute of Radiology, Department of
Ginecological Radiology. There are 5 attributes in each sample. These attributes
contain BI-RADS (breast imaging reporting and data systems) value, age, mass
shape, mass margin and information about mass density. Our approach distinguished
the masses contained at mammography into two different groups as benign and
malign masses. Comparison of the performances of both methods was made by
looking at the values of accuracy, sensitivity, precision, selectivity, F-score and AUC
(area under the curve).
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1. Giris

Meme kanseri, memenin siit iireten bezlerindeki
anormal hiicrelerin kontrolsiiz biiylimesi ile
karakterizedir. Gelismis ilkelerin ¢ogunda
kadinlar arasinda en sik goriilen tiimor tipidir.
Farkli meme tiimorleri sistematik bir sekilde
tedaviye yanit verirler. Bu sebeple meme
kanserinin dogru siniflandirilmas1 ve erken
teshisi onemlidir. Kanserin erken teshisi hayatta
kalma oranii artirabilir, ancak erken evrede
kanseri tespit etmek zordur [1].

Gilinlimiizde meme kanseri taramasinda
standart inceleme yoOntemi mamografidir.
Bununla birlikte, mamogram yorumunun diisiik
pozitif Ongdrii degeri nedeniyle, iyi huylu
sonuglanan yaklasik %70 oraninda gereksiz
biyopsiye yol acmaktadir. Gereksiz sayida
meme biyopsisini azaltmak i¢in, son yillarda
birkac bilgisayar destekli tan1 (CAD) sistemi
onerilmistir.  Bu  sistemler,  doktorlara,
mamografide goriilen siipheli bir kitlede meme
biyopsisi yapma veya bunun yerine kisa siireli
takip muayenesi yapma kararlarinda yardimci
olur [2].

Meme kanserlerinin tanisinda,
ultrasonografi  (US), manyetik rezonans
goriintileme (MRG) ve niikleer tip gibi
alternatif goriintiileme yontemlerinin
kullanilabilecegi de bildirilmektedir [3].

Radyolojik yontemlerin
yorumlanmasinda disiplinler arasi
standardizasyon saglanabilmesi i¢in BI-RADS
siniflandirmasi kullanilmaya baglanmistir. Buna
gore kanser olgulari, iyi huylu (benign) veya

koti  huylu  (malign) kitleler  olarak
siniflandirilmaktadir [4].
Fondon ve ark. (2018), histolojik

goriintiilerin  islenmesine dayanarak meme
dokusu  Orneklerinin  otomatik  malignite
degerlendirmesi igin CAD sistemi

onermislerdir. Sistemin ¢iktis1 olarak dort diizey
sunmaktalar: normal, iyi huylu, noninvasive
(yayilma egilimi olmayan) ve invasive (yayilma
egilimi olan). Yontem, g¢ekirdege, renk
bolgelerine ve dokulara iliskin ti¢ 0Ozellik
kiimesinin yerel 6zellikleri ve kiiresel goriintii
Ozelliklerini dikkate alarak hesaplanmasina
dayanir. Yerlesik goriintii isleme tekniklerinden
yararlanarak, her goriintii i¢in ikinci dereceden
bir ¢ekirdege sahip bir destek vektdr makinesi
(SVM) siniflandiricisina girdi gérevi goren bir
ozellik vektorii olusturulmustur. Deneysel
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sonuglar, Onerilen yontemin, dort diizeyi yiiksek
dogrulukla ayirt edebildigini gostermistir [5].

Helwan ve ark. (2017), iki makine 6grenme
teknigini kullanarak meme dokusunun otomatik
siniflandirmasin1  sunmaktadirlar:  Geri yayilma
O0grenme algoritmasi (back propagation neural
network - BPNN) ve radyal temelli fonksiyon agi
(radial basis function network - RBFN). Meme
dokusu smiflandirmast i¢in en iyi modeli
tanimlamay1 amaclamiglardir. Veri toplamada
elektriksel empedans spektroskopisi yontemi
kullanilirken, BPNN ve RBFN smiflandirma
gorevinin  yerine  getirilmesinde  kullanilan
modellerdir. Yaklasim o6zellik ¢ikarma, o6zellik
secimi ve siniflandirma adimlarindan olugsmaktadir.
Iki algoritmanm performans &l¢iimii, BPNN ve
RBFN modellerinin dogruluklarina bakilarak
yapilmustir. RBFN, meme  dokusunun
siniflandirilmasindaki dogruluk, minimum karesel
hata (MSE) ve 6grenme siiresi agisindan BPNN'den
daha iyi performans goOsterdigini  ortaya
koymuslardir [6].

Vo ve ark. (2019), meme kanseri
siniflamasinda en kullanigli gorsel o6zellikleri
¢ikarmak i¢in evrigimli katmanlar1 olan derin
O0grenme modelini (deep convolutional neural
network) kullanan bir yaklagim Onermislerdir.
Sistem hematoksilen ve eozin lekeli meme biyopsi
gorilintiilerini iki ana gruba (karsinom ve karsinom
olmayan) ve dort sinifa (normal dokular, iyi huylu
lezyonlar, in situ Kkarsinomlar ve invaziv
karsinomlar) ayirmak i¢in kullanilir. Elde ettikleri
sonuclara gore, meme kanseri siniflandiricisinin,
derin 6grenme modeli ile gelismis teknolojilerden
daha iyi performans goOsterdigini  ortaya
koymuslardir [7].

Bu calismada, karar agaclar1 ve yapay sinir
aglar1 yontemleri kullanmilarak dogru tedaviyi
mimkiin oldugunca erken tanimlamak igin,
mamografik kitle verilerinden yararlanarak meme
kitlelerini iyi huylu ve kot huylu olarak yiiksek
dogruluk, duyarlilik ve segicilik ile siniflandirilmasi
amacglanmistir. Calismada meme  kitlelerinin
siiflandirildig: birey sayis1 961°dir. Siniflandirmak
icin kullanilan o6zelikler; BI-RADS, yas, kitlenin
bigimi, kitlenin kenar1 ve kitlenin yogunlugu olmak
tizere 5 adettir. Kullanilan veri setinde BI-RADS
icin 2, yas icin 5, kitlenin bi¢imi i¢in 31, kitlenin
kenar1 i¢in 48 ve Kkitlenin yogunlugu igin 76 adet
eksik veri bulunmaktadir.
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2. Materyal ve Metot
2.1. Verilerin Toplanmasi
Uygulamada kullanilacak olan mamografik kitle

veri seti “uci machine learning repository”
sitesinden alinmistir. Veri kiimesinin orijinal

Wendtland tarafindan elde edilmistir. Veri
setinde eksik veriler bulunmakla birlikte toplam
961 adet 6rnek bulunmaktadir. Her bir 6rnege ait
5 adet nitelik verisiyle birlikte toplam 4805
verinin 162 adedi eksiktir. Nitelik degerleri,
mamografik goriintiilemeden elde edilmistir. 961
ornekten, 516’s1 benign kitle iken, 445’1 malign

degerleri  Erlangen-Nuremberg  Universitesi, kitledir. Veri setinde bulunan nitelikler ve deger
Radyoloji Enstitiisii, Jinekolojik Radyoloji araliklar1 Tablo 1°de, bu niteliklerin sinifi ve
boliminden Prof. Dr. Riidiger Schulz- deger araliklar1 Tablo 2’de verilmistir.
Tablo 1. Mamografik kitle veri setindeki 6zellikler ve deger araliklari
Ozellikler Sembol Degerler Aciklama
BI-RADS degerleri Bi-rads 1-5 1-5 arasinda tamsay1 degerleri
Yas Age 18-96 Minimum 18, maksimum 96 arasinda tamsay1 degerleri
Kitlenin Bi¢imi Shape 1-4 Yuvarlak (Round) =1
Oval (oval) =2
Lobiiler (Lobular) =3
Sekilsiz (irregular) = 4
Kitlenin Kenar1 Margin 1-5 Keskin Sinirli (circumscribed) = 1
Mikrolobiiler (microlobulated) = 2
Cevre doku tarafindan gizlenmis (obscured) = 3
Sinirlart Belirsiz (ill-defined) = 4
Spikiile (spiculated) = 5
Kitlenin Yogunlugu Density 1-4 Yiiksek Yogunluklu (High) = 1

Izodens — Parankimle es (iso) = 2
Diisiik Yogunluklu (low) =3
Yag Yogunluklu (fat-containing) = 4

Tablo 2. Mamografik kitle veri setindeki 6zelliklerin sinifi ve deger araliklari

Ozellikler Sembol

Degerler

Agiklama

Sif Severity

0-1

Iyi Huylu kitle (Benign) = 0
Kotii Huylu kitle (Malign) = 1

2.2. Eksik Verilerin Tamamlanmasi

Eksik verilerin tamamlanmasinda k-en yakin
komsu (kNN) algoritmasi kullanilmistir. Bu
algoritma, daha onceden degeri bilinen k adet
veriyi kullanarak degeri bilinmeyen veriyi tahmin
eden bir algoritmadir. k adet veri, degeri tahmin
edilecek veriye en yakin veri grubundan segilir.
Cesitli makine 6grenme algoritmalar1 arasinda
kNN, uygulamasmin basit ve hizli olmasi,
nispeten yiiksek dogruluga sahip olmasi,
giiriiltiilii verilere karsi da dayanikli olup basarili
sonuclar elde edebilmesi nedeniyle eksik
verilerin tamamlanmasinda tercih edilmistir
[8,9].

Iki veri arasindaki yakinlik, 6klid mesafe
hesaplama ile esitlik 1 kullanilarak belirlenmistir.
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Oklid mesafesi, 2 boyutlu ¢dziim kiimesi
orneginde x diizlemindeki dogrusal uzaklik xi’ye
ve y diizlemindeki dogrusal uzaklik yi’ye bagh
olarak bulunabilir [10].

Oklid Mesafesi = f K (xi—yi)?

Komguluk degeri k i¢in farkli degerler
kullanilarak, en iyi sonucu k=5 degerinin verdigi
belirlenmistir.

Veri setinin bir kesitine ait, Tablo 3’te
orijinal ekran goriintiisii ve Tablo 4’te eksik
verilerin ~ tamamlandigi  ekran  goriintiisii
verilmistir.

)
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Tablo 3. Orijinal veri setinden bir kesit

BI-RADS Yas Kitlenin Kitlenin Kitlenin Kitlenin
Bicimi Kenari Yogunlugu Sinifi
5 67 3 5 3 Koéti Huylu
4 43 1 1 Kétii Huylu
5 58 4 5 3 Koéti Huylu
4 28 1 1 3 Iyi Huylu
5 74 1 5 Kéti Huylu
4 65 1 3 Iyi Huylu
4 70 3 Iyi Huylu
5 42 1 3 Iyi Huylu
5 57 1 5 3 Koéti Huylu
5 60 5 1 Koéti Huylu
5 76 1 4 3 Koéti Huylu
3 42 2 1 3 Kéti Huylu
4 64 1 3 Iyi Huylu
4 36 3 1 2 Iyi Huylu
Tablo 4. Eksik verileri tamamlanmus veri setinden bir kesit
BI-RADS Yas Kitlenin Kitlenin Kitlenin Kitlenin
Bi¢imi Kenar1 Yogunlugu Smifi
5 67 3 5 3 Kéti Huylu
4 43 1 1 2.63 Kotii Huylu
5 58 4 5 3 Kéti Huylu
4 28 1 1 3 Iyi Huylu
5 74 1 5 3 Kotii Huylu
4 65 1 1 3 Iyi Huylu
4 70 2.75 1.57 3 Iyi Huylu
5 42 1 1 3 Iyi Huylu
5 57 1 5 3 Kéti Huylu
5 60 3.8 5 1 Kotii Huylu
5 76 1 4 3 Kéti Huylu
3 42 2 1 3 Kéti Huylu
4 64 1 1 3 Iyi Huylu
4 36 3 1 2 Iyi Huylu
2.3. Min-Max Normalizasyonu il = GimminG) @

Veriler tamamlandiktan sonra farkli minimum-
maksimum araliklarinda bulunduklari i¢in “min-
max normalizasyonu” yontemi ile veriler esitlik 2
kullanilarak, Tablo5’te gorildugi gibi 0-1
arasina normalize edilmistir.
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- (max(x)—min(x))

Xi’ = 0-1 arasia normalize edilmis veri

xi = Orijinal veri

min(x) = Orijinal verideki minimum deger
max(x) = Orijinal verideki maksimum deger
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Tablo 5. Normalize edilmis veri setinden bir kesit

BI-RADS Yas Kitlenin Kitlenin Kitlenin Kitlenin

Bigimi Kenari Yogunlugu Sinifi
0.09 0.63 0.67 1.00 0.67 1.00
0.07 0.32 0.00 0.00 0.54 1.00
0.09 0.51 1.00 1.00 0.67 1.00
0.07 0.13 0.00 0.00 0.67 0.00
0.09 0.72 0.00 1.00 0.67 1.00
0.07 0.60 0.00 0.00 0.67 0.00
0.07 0.67 0.58 0.14 0.67 0.00
0.09 0.31 0.00 0.00 0.67 0.00
0.09 0.50 0.00 1.00 0.67 1.00
0.09 0.54 0.93 1.00 0.00 1.00
0.09 0.74 0.00 0.75 0.67 1.00
0.05 0.31 0.33 0.00 0.67 1.00
0.07 0.59 0.00 0.00 0.67 0.00
0.07 0.23 0.67 0.00 0.33 0.00

2.4. GINI Algoritmasi GINIj = % (ITsol|GINIsol + |Tsag|GINIsag)

GINI algoritmasi karar agaci olusturulmasinda
kullanilan bir algoritmadir. Siniflandirma ve
regresyon agaci (CART) olarak tanimlanir [11].

CART, kendi kendini yenileyen ikili
olarak dallara ayrilan yapidadir. Dallara ayrilma
oOlgiitii  olarak GINI indeksinden yararlanan
CART, durmadan daima boliinerek biiylimekte
ve agaci olusturmaktadir [12,13]. Boliinemedigi
durumda uctan koke dogru budama islemi
gergeklestirir. Muhtemel en basarili karar agact
her budama igleminden sonra bagimsiz se¢ilmis
test verisi ile degerlendirilerek tespit edilmeye
calisilir [12,14].

Bir niteligin GINIsol ve GINIsag
degerleri ve bu degerler kullanilarak hesaplanan
GINI degeri swrasiyla esitlik 3, 4 ve 5’te
gosterildigi gibi yapilmaktadir.

Li

GINIsol =1 — {-‘=1[m]2 (3)
o Ri
GINIsag =1 - T [ I’ 4

168

Q)

k = Siniflarin sayisi

T = Bir diigimdeki 6rnek sayist

Tsol = Sol koldaki 6rneklerin say1si

Tsag = Sag koldaki 6rneklerin sayist

Li = Sol kolda i kategorisindeki orneklerin say1si
Ri = Sag kolda i kategorisindeki drneklerin sayist

Her bir nitelik igin hesaplanan GINI
degerleri arasindan en kiiciik olani segilir ve
boliinme bu nitelik tizerinden gerceklesir. Kalan
veri seti iizerinde yukarida bahsedilen adimlar
tekrar uygulanir ve diger boliinme hesaplanir
[11].

Bu ¢alismada, hazirlanan veri setinde
once son siitun karar niteligi olarak
etiketlenmistir. Ardindan veri setinin %70’i
egitim ve %30’u test i¢in ayrilmistir. Egitim igin
ayrilan %70’lik veri karar agaclarindan GINI
algoritmasi  kullanilarak egitilmistir. Karar
agaclarmin  maksimum derinligi denemeler
sonucunda 5 olarak belirlenmistir. Karar agaci
yapis1 Sekil 1°de ve bu yapinin agiklamasina ait
ekran goriintiisii Sekil 2°de verilmistir.
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Sekil 1. Karar agaci yapisi

bi-rads > 0.082
shape > 0.567
| densicty > 0.86S5
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|
|
|
|
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{k6td huylu tumor=1l, iyi huylu tumor=2}
{kétd huylu tumor=2, iyi huylu tumor=0}
{k6td huylu tumor=196, iyi huylu tumor=13}
huylu tumor=22,

| | margin > 0.604: kétd huylu tumor
| | margin < 0.604: iyi huylu tumor {kétd huylu tumor=4, iyi huylu tumor=i2)
shape < 0.850: iyi huylu tumor {koétii huylu tumor=36,

{kétd huylu tumor=3S5,

iyi huylu tumor=8)

| age > 0.660: kétid huylu tumor {kétd huylu tumor=16, iyi huylu tumore=3)

iyi huylu tumor=290}

Sekil 2. Karar agaci yapisinin agiklamasi

2.5. leri Beslemeli Geri Yayiimh Yapay Sinir
Aglan

Yapay sinir aglart modelinde; giris, gizli ve ¢ikig
olmak tizere ti¢ farkli katman bulunmaktadir. Her
katman bir ya da birden ¢ok nérondan olugsmakta
ve katmanlar birbirlerine aralarinda agirlik
kiimeleri ile baglanmaktadirlar. Baglanma sekli
ve her kisimdaki ndron sayis1 degisebilmektedir.

Yapay sinir ag1, Sekil 3’te goriildiigi gibi
girig katmani 6 noron, gizli katman 20 noéron ve
¢ikti katmani 1 noérondan olusmaktadir. Ayni
katmandaki ndronlar arasinda iletisim yoktur.
Noronlar girdiyi ya baslangic girdilerinden ya da
ara baglantilardan almaktadir.

Bu caligsmada, Sekil 4’te akis semast
goriilen ileri beslemeli geri yayiliml yapay sinir
agt modelii, MATLAB ortaminda yazilan
program ile gerceklestirilmistir.
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iyi huylu tumor=33}

GiRis GIZLI CIKIS
KATMANI KATMAN KATMANI
v
Yo
6 Noron 20 Noron 1 Noron

Sekil 3. Yapay sinir ag1 yapisi
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I Baglangi¢ afirhiklanm rasgele seg
l Ogrenmeye bagla
[ Giris setini giris katina uygula Iv‘—

’

Islemci elemanlarinin Gizerinden ¢ikigi hesapla

Egim (Gradient) azaltma
ile agirhiklan yeniden
diizenle

kabul edilemez

kabul edilebilir

Test iglemine bagla

¥

Ogretme veya test giris setini yapay sinir aginin
giris katina uygula Ed

v

Islemci elemanlarinin Gizerinden ¢ikigi hesapla

v

L Agin gergek gikigt

hayir

Girig set tamamlandi mi?

Sekil 4. ileri beslemeli geri yayilimli $grenme
algoritmasimin kullanilmasi [15]

Bu algoritma iki agsamadan olugsmaktadir:

1. Cikis katmanindaki ¢ikti, bilgi sinyalini
hesaplamak icin giris ndronlarindaki dig
girdi bilgisini ileriye dogru ileten bir
ileriye dogru besleme asamasi

2. Cikis katmanindaki hesaplanan ve
gozlenen bilgi sinyalleri arasindaki
farklara dayanarak baglanti kuvvetleri
iizerinde degisikliklerin yapildig1 bir
geriye dogru ilerleme asamasi [13].

Ag1 egitme siirecinin basinda, agirlik
katsayilar1 rastgele degerler olarak atanmaktadir.
Ogrenme algoritmasi her egitim turunda agirlik
katsayilarini, hata minimum olacak sekilde
degistirmektedir. Yapilan caligmaya ait agirhik
katsayilarina bagli MSE grafigi Sekil 5’de
gosterilmistir.

Yeni bir girdi grubu sunuldugunda, ileriye
dogru besleme ile yapay sinir aglarinin baglanti
kuvvetlerindeki Ogrenilmis ve saklanan bilgi
sayesinde bir ¢ikt1 grubu elde edilmektedir [16].

170

+ Figure 1 o @] =
File Edit View Inset Tools Desktop Window Help »
DS de | h|(ARO9LRA- S| 08 O
Objective function
0.25 |
0.24 |I
023t |
0.22
|
0.21 |
|
@ 02 |
= |
w 0.19
2
0.18
017
0.16 |
L
0.15 T
I —
1] 2 4 6 8 10 12 14 16 18 20
Training epochs

Sekil 5. Hata-egitim turu sayisi grafigi
2.6. Basan1 Olgiitleri

Bu calismada; hata matrisinden elde edilen
dogruluk, duyarlilik, kesinlik, se¢icilik, F-skor
degerleri ve ROC (Alici islem karakteristikleri,
Receiver Operating Characteristic) egrisinden
elde edilen AUC degeri basar1 Olgiitleri olarak
kullanilmastir.

Hata matrisi, ¢iktinin 2 ya da daha fazla
sinif oldugu makine Ogrenmesi
siniflandirmalarinda bir performans 6l¢iimiidiir. 2
ciktinin oldugu smiflandirmalar, Sekil 6’da
gorildigi gibi tahmini ve gergek degerlerden
olusan 4 farkli durumdan olusur.

Gergek Degerler
Pozitif (1) Negatif (0)
o5 Pozitif (1) TP FP
Eé’ 5
=
T8 Negatif (0) FN N

Sekil 6. Hata matrisi

TP (True Positive) = Gergekte iyi huylu timord,
iyi huylu tahmin etme

TN (True Negative) = Gergekte kotli huylu
tiimori, kotii huylu tahmin etme

FP (False Positive) = Gergekte kotii huylu
tiimori, iyi huylu tahmin etme

FN (False Negative) = Gergekte iyi huylu timérii,
kotii huylu tahmin etme

Hata matrisindeki degerler kullanilarak
cesitli basari Olgiitleri gelistirilmistir. Bunlardan
en yaygmn kullanilam1 dogruluktur. Dogruluk
smiflandirict  tarafindan  yapilan  dogru
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tahminlerin bir 6l¢iistidiir ve kag d6rnegin dogru ya
da yanlis smiflandirildigr hakkinda bilgi verir.
Dogruluk, esitlik 6 kullanilarak hesaplanir [17].

TP+ TN
TP +TN + FP + FN

Dogruluk = (6)
Duyarlilik, gercekte pozitif olan degerlerin ne
kadarinin  pozitif olarak tahmin edildigini
gosteren bir Olgiittiir ve esitlik 7 kullanilarak
hesaplanir [17].

TP
TP + FN

Duyarlilik = @)
Kesinlik, pozitif olarak tahmin edilen degerlerden
kag tanesinin gercekte pozitif oldugunu gosterir
ve esitlik 8 kullanilarak hesaplanir [17].

TP
TP+FP

Kesinlik =

(8)

Secicilik, gercekte negatif olan degerlerin ne
kadarmin  negatif tahmin edildiginin bir
gostergesidir ve esitlik 9 kullanilarak hesaplanir
[17].

TN
TN + FP

Segicilik = 9)
F-skoru, duyarlilik ve kesinlik degerlerinin
harmonik ortalamasim gosterir. Ozellikle esit
dagilmayan veri kiimelerinde dogruluk ile
kiyaslandiginda daha basarili bir dl¢iittiir. Esitlik
10 kullanilarak hesaplanir [17].

F-skor degeri 0-1 arasinda degisir. 0 en

kotii  degeri gosterirken, 1 en iyi degeri
gostermektedir [18].
F — skor = 2xDuyarlilikxKesinlik (10)

Duyarlilik+Kesinlik

ROC egrileri, sonug degiskenlerinin, iyi huylu
kitle-kotii huylu kitle gibi 6zellikle iki olasilikli
oldugu, sonu¢ degiskenlerini belirleyen nitelik
degiskenlerinin ise kitlenin bi¢imi, kitlenin
kenart, kitlenin yogunlugu, yas, BI-RADS degeri
gibi ¢ok oldugu durumlarda kullanilir. ROC
egrileri ile stirekli degiskenler i¢in TP, TN, FP,
FN noktalar1 hakkinda kestirimler yapilabilir. Bir
testin en iyi kesim noktasinin saptanmasina ve
farkl1 tam testlerinin dogru tam koymadaki
basarisinin  karsilagtirilmasina olanak saglar.
ROC egrilerinde; x ekseninde yanlis pozitif orani
ve y ekseninde dogru pozitif orani yer alir. Farkli
esik degerlerinde dogru pozitif oran1 ve yanlis
pozitif orani sirasiyla duyarlilik ve 1-segicilik
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degerleri ile hesaplanir. ROC egrisi, (0,0) ile (1,1)
arasinda artan bir fonksiyondur. ROC analizi
yapilarak bir testin dogru tan1 koymada basari
olup olmadigina karar verilebilir. Testlerin dogru
karar vermede basarisinin degerlendirilmesinde
kullanilan bir diger olgiitte ROC egrisi altinda
kalan alan1 gosteren AUC degeridir. Egri altinda
kalan alan en biiyiik 1 degerini alabilir. Pratik
olarak alabilecegi en kiiciik deger ise 0.5°tir [19].

ROC egrilerinde daha kuzey batidaki
nokta daha iyidir. Iyi bir ROC egrisinde,
duyarlilik yiiksek, 1-secicilik degeri ise diisiik
olmalidir. Koordinat olarak (0,1) noktast en iyi
siniflandirmayi gosterir. Sekil 7°de farkli testlerin
karar vermedeki basarilar1 ROC egrisinde
gosterilmistir. Buna gore; A testi (0,1) noktasi ile
milkemmel bir testtir ¢linkiit ROC egrisi altinda
kalan alan 1°dir. Buna karsilik D testi en basarisiz
testtir. Cilinkii ROC egrisi altinda kalan alam
0.5’tir [19].

1.0

0.8

0.6
Thayartilik

0.4

0.21 |/

0.0

0.0 02 0.4 0.6

1-segicilik
Sekil 7. ROC Egrisi

3. Bulgular ve Tartisma

Egitim wverileri kullanilarak ¢ikarilan karar
agaclar1 kurallari, veri setinden ayrilan %30’luk
test verilerini tahmin etmek igin kullanilmistir.
Ileri beslemeli geri yayilimli yapay sinir ag
yapisinda da MATLAB ortaminda yazilan kodlar
ile aym1 oranlar kullanilarak testin performansi
Olgllmiistiir.

Karar agaclar1 ve yapay sinir aglan
yontemlerinin hata matrisleri ve basari olgiitleri
sirastyla Tablo 6 ve Tablo 7’de gosterilmistir.
Tablo 6 ve Tablo 7 incelendiginde karar agaclar
%82.99, yapay sinir aglar1 %80.55 dogruluga
sahip olduklar1 goriilmektedir. Karar agacglar1 239
dogru smiflandirma ve 49 yanlis siniflandirma,
yapay sinir aglar1 232 dogru siniflandirma ve 56
yanlis siniflandirma yapmiglardir.

Karar agaclari, %385.71 segicilik ve
%86.8 kesinlik degerleri ile daha iyi performans
gosterirken, yapay sinir aglari, %81.33 ile
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duyarlilik degeri agisindan daha iyi performans
gostermistir.

Tek basina duyarhilik ve kesinlige
bakilarak performans ol¢glimii yapmak yeterli
olmadigindan, duyarlilik ve kesinligin harmonik
ortalamasi olan F-skor degeri hesaplanmig ve
Sekil 8 ve Sekil 9’da goriildiigii gibi her iki
yontemin ROC egrisi ¢izdirilmis ve ROC egrileri
altinda kalan alan1 ifade eden AUC degeri
hesaplatilmistir.

F-skor degeri, karar agaglar1 yonteminde
0.836, yapay sinir aglarinda 0.8133 elde
edilmigstir. Bu degere bakarak karar agaclan ile
yapilan tahminin yapay sinir aglan ile yapilan
tahminden daha basarili oldugu goriilmistiir.
Sekil 8 ve Sekil 9°da goriilen ROC egrileri ve
bunlara bagli hesaplanan AUC degerlerine de
bakildiginda yine karar agaclarinin yapay sinir
aglarma kiyasla daha iyi performans gosterdigi
goriilmektedir.

Tablo 6. Karar agaclar1 hata matrisi ve basar1 dlgiitleri

Gergek Deger Basar1 Olgiitleri
Karar Agaclari Kéti Huylu Iyi Dogruluk  Duyarlilk  Kesinlik  Segicilik ~ F-skor
Huylu (%) (%) (%) (%)
L Koéti Huylu 114 30
Tah D - 2. .64 : 71 .
ahmini Deger iyi Huylu 19 125 82.99 80.6 86.8 85 0.836
Tablo 7. Yapay sinir aglar1 hata matrisi ve basar1 olgiitleri
Gergek Deger Basar1 Olgiitleri
Yapay Sinir Aglarn Kot Huylu Iyi Dogruluk Duyarhilik  Kesinlik  Secicilik ~ F-skor
Huylu (%) (%) (%) (%)
e L Kotii Huylu 110 28
Tahmini Deger iyi Huylu 28 122 80.55 81.33 81.33 79.71 0.8133

1
0.142
true positive rate (Mean): 0.8046129032258065 |

0.8

AUC: 0.851 (positive class: iyi huylu tumor)

sitive rate (Mean)
n

true po

0.4

false positive rate

0.6 0.8

Sekil 8. Karar agaglar1 ROC egrisi

Literatiirde hazir veri setleri kullanilarak, gesitli
makine 6grenmesi teknikleri ile meme kanseri
teshisi i¢in yapilmig caligmalar bulunmaktadir
[20-24]. Kullanilan veri setinde; nitelik sayisinin
fazla olmasi, onemli olan niteliklerin 6nceden
belli olmasi, eksik veri bulunmamasi ve toplam
veri sayisinin daha fazla olmasi gibi sebeplerden
dolay1r simiflandirma dogruluklari Tablo 8’de
gortldigi gibi %90’1in tzerinde ¢ikmistir [20-
23]. Veri setinde eksik verilerin bulunmasi veya
veri setinde bulunan veri sayisinin diisiikliigi
benzer makine Ogrenmesi teknikleri
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0.4 0.6 0.8 1
False positive rate

0 02
Sekil 9. Yapay sinir aglart ROC egrisi

kullanilmasina ragmen smiflandirma dogrulugu
degerlerinde ciddi diislislere sebep olmaktadir
[24]. Bu acilardan degerlendirildiginde galigma,
kullanilan veri setinde eksik veriler bulunmasina
ragmen yine de tatmin edici sonuglara ulagmistir.
Tablo 8’de belirtilen caligmalarda, elde edilen
basar1 oranlart yiksek dogruluk igermekle
birlikte, benzer makine O6grenimi kullanimina
ragmen algoritmalar tarafindan elde edilen
siiflandirma dogruluklarinin farkli olmasi dikkat
cekicidir [20-24]. Etkili bir makine 6grenme
modeli tasarlamak, basaril bir 6n isleme, 6zellik
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segme ve simiflandirma islemleri gerektirir [17].
Bu ¢alismada, mevcut tiim 6zellikler kullanilarak
simiflandirma yapilmustir. Simiflandirma
isleminden Once 6zellik se¢im algoritmalar ile
onemli Ozelliklerin belirlenerek yapilacak bir
calisma, siniflandirma sisteminin hem hizini hem
de basarisini arttiracaktir.

Bu ¢alismada, performans sonuglarinda
elde edilen degerler hastalig1 tespit etmede kabul

edilebilir ~ degerlerdir. Veriler, eksik veri
tamamlama algoritmas1 ile tamamlanmayip;
eksiksiz bir sekilde elde edilmis olmasi
modellerin daha yiiksek performans vermelerini
saglayabilirdi. Ayrica veri ¢ogaltma algoritmalari
kullanilarak veri sayisinin arttirilmasi durumunda
da yine modellerin daha yiiksek performans

vermeleri saglanabilirdi.

Tablo 8. Literatiirdeki ¢aligmalarin basari oranlari

Yazarve  Veri R s . R Dogruluk
Yili Sayist Veri Seti Makine Ogrenmesi Teknikleri (%)
Polat ve 683 Wisconsin Destek Vektor Makinesi (SVM) 98.53
Giines, breast cancer
2007 dataset (WBCD)
Akay, 683 Wisconsin Destek Vektor Makinesi (SVM) 99.51
2009 breast cancer
dataset (WBCD)
Mert ve 569 Wisconsin a. k-En Yakin Komsu (kNN) a. 93.14
ark., 2015 diagnostic breast b. Yapay Sinir Aglari (ANN) b. 9753
cancer dataset
c. Radyal Temelli Fonksiyon Sinir Ag1 (RBFNN) c. 87.17
d. Destek Vektor Makinesi (SVM) d. 95.25
Milosevic 300 The Mini a. Destek Vektor Makinesi (SVM) a. 837
veark,, Mammographic b. Kk-En Yakin Komsu (kNN) b. 54.3
2015 Database .
c. Naive Bayes c. 77.3
Asri ve 699 Wisconsin a. Destek Vektor Makinesi (SVM) a. 9713
ark., 2016 breast cancer b. Karar Agaci (Decision Tree) b. 9513
dataset (WBCD) )
c. Naive Bayes c. 9599
d. k-En Yakin Komsu (kNN) d. 9527

4. Sonuc ve Oneriler

Bu caligmada, meme kanseri tiimorlerini iyi
huylu veya kotii huylu olarak kategorize etmek
icin karar agaclar1 ve yapay sinir aglar1 olmak
iizere iki farkli makine Ogrenme ydnteminin
basarist  incelenmistir. Uygulamada, karar
agaclart yontemi i¢in RapidMiner, yapay sinir
aglar1 yontemi i¢cin MATLAB programlar
kullanilmigtir.  Yontemlerin ~ performanslarini
O0lemek icin dogruluk, duyarhilik, kesinlik,
secicilik, F-skor, ROC egrisi ve AUC degerlerine
bakilmigtir. Siniflandirmada,  karar agaclar
%82.99 dogruluk, %85.71 segicilik, %86.8
kesinlik, 0,836 F-skor ve 0.851 AUC degerleri ile
yapay sinir aglarinin Oniine gec¢mistir. Karar
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agagclar1 siniflandirma performansi daha basarili
oldugu goriilmiistiir.

Karar agaclar1 incelendiginde, baslangic
degiskeninin veriyi ikiye ayirdig1 ve daha sonra
diger degiskenlerin sonu¢ olarak ¢ikan gruplari
tekrar ayirdigr goriilmektedir. Bu durum veriyi
analiz ederken arka planindaki isleyisi daha
anlagilir kilmaktadir. Bu durum karar agaglarinin,
yapay  sinir  aglarindan  daha  kolay
egitilebilmesini  saglamaktadir. Ayrica yapay
sinir aglarinda olusturulan modelde degisken
secimi, girdilerin 6nem diizeyleri hakkinda bilgi
sahibi olmak acisindan Onemlidir [25].
Olusturulan sistemde tiim 6zellikler kullanilarak
ag egitilip basar Olgiitleri elde edilmesi nedeniyle
yapay sinir aglari, karar agacglarindan daha diisiik
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dogruluk elde edilmesine neden olmustur.
Ozellik segimi ile yapilacak bir analiz yapay sinir
aglarimin performansin yiikseltecektir.

Bu ¢alismada, sonuglarimiz Milosevic ve
ark.’nin (2015) calismasi ile karsilastirildiginda
[24], kullandigimiz veri seti eksik veriler
icermesine ragmen aym1 makine Ogrenmesi
teknikleri (k-En Yakin Komsu) kullanildigi
durumda daha yiiksek dogruluk degeri elde
edilmistir.

Ayrica literatlirde yer alan hazir veri
setleri kullanilarak gerceklestirilen c¢alismalar
incelendiginde [20-24] farklt makine dgrenmesi
teknikleri hazir araglar kullanilarak elde
edilmesine karsin, bu c¢alismada kullandigimiz
makine Ogrenmesi tekniklerinden olan yapay
sinir aglarinda ilgili algoritma, Sekil 4’te goriilen
akis semasina gore kendi yazmis oldugumuz

Kaynaklar

kodlar ile olusturulmus olup, ¢alismamiz diger
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Yazarlarin Katkisi
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