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Tiirk¢e Ozet — Hiperspektral Goriintiileme (HSG) verilerinin yiiksek boyutlu olmasi, smiflandirma performansini olumsuz
etkilemektedir. Bu nedenle, bircok HSG siniflandirma uygulamasinda, yiiksek boyutlu verilerle basa ¢ikmak i¢in boyut
indirgeme yontemlerine bagvurulmaktadir. Boyut indirgeme yontemleri, kullanish 6zelliklerin elde edilmesini hedeflemektedir.
Bu siirecin sonucunda veri boyutu azaltilmakta ve islem maliyeti diigiiriilmektedir. Bu ¢alismada, neonatal HSG siniflandirma
bagarisin1 artirmak i¢in veriler {izerine ¢esitli boyut indirgeme yontemleri uygulanmigtir. Hem uzamsal hem de spektral
ozelliklere erisebilen 6zel bir 3 boyutlu evrigimli sinir ag1 (3B-ESA) modeli siniflandirma i¢in kullanilmigtir. Bir¢ok boyut
indirgeme yontemi farkli performans degerlendirme 6lgiitleri kullanilarak degerlendirilmis ve Temel Bilesenler Analizi (TBA)
ile en iyi sonuca ulagilmistir. TBA, genel dogruluk orani diginda boyut indirgeme siiresi bakimindan diger yontemlere kiyasla
olduk¢a basarili olmustur. Bu sayede TBA, anlamli spektral 6zelliklerin daha kisa bir siirede elde edilmesini saglayarak
hesaplama maliyetini diigiirmiistiir. Ayrica, Negatif Olmayan Matris Ayrisimi (NOMA) ve Yerel Dogrusal Gémme (YDG)
yontemleri de basarili sonuglar vermistir. t-Dagitilmig Stokastik Komsu Gomme (t-SKG) yontemi, iyi sonuglar vermesine
ragmen boyut indirme isleminde en fazla siireyi alan yontem olmustur. Sonug olarak, bu ¢aligma neonatal hiperspektral goriinti
siiflandirmasinda ¢esitli boyut indirgeme yontemlerinin basarili sonuglar elde edilmesini saglayabilecegini gostermektedir. Bu
tir tekniklerin kullanilmasi, yiiksek boyutlu HSG verilerini daha islenebilir hale getirerek siniflandirma performansini
artirmaktadir.

Anahtar Kelimeler — Hiperspektral Goriintiileme, Boyut Indirgeme, 3 Boyutlu Evrigimli Sinir Aglari, Neonatal, Temel Bilesenler
Analizi, Negatif Olmayan Matris Ayrisimi, Yerel Dogrusal Gomme, t-Dagitilmis Stokastik Komsu Gomme.
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Comparative Analysis of Dimension Reduction Methods with
3 Dimensional Convolutional Neural Networks for Neonatal
Hyperspectral Image Classification
Extended Abstract
Research Problem/Questions — Hyperspectral imaging (HSI) data are high-dimensional and complex data containing a large

number of spectral bands. Therefore, these images generate large datasets and become challenging to process. The high
dimensionality of HSI data often hinders classification performance.
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Short Literature Review — Consequently, in many HSI classification applications, dimensionality reduction methods are
employed to deal with the challenges posed by high-dimensional data. These methods aim to extract valuable features, reducing
data size and computational costs in the process.

Methodology — In this study, various dimensionality reduction techniques were applied to enhance neonatal HSI classification
performance. A specialized 3D Convolutional Neural Network (3D-CNN) model, capable of incorporating both spatial and
spectral features, was used for classification. Several dimensionality reduction methods were assessed using various
performance evaluation criteria.

Results and Conclusions — Principal Component Analysis (PCA) emerged as the top-performing method. Additionally, PCA
exhibited remarkable efficiency in dimensionality reduction time when compared to other techniques, significantly reducing
computational costs while providing meaningful spectral features. Non-Negative Matrix Factorization (NMF) and Local Linear
Embedding (LLE) also delivered strong results. On the other hand, t-Distributed Stochastic Neighbor Embedding (t-SNE),
although effective, consumed the most time in dimension reduction. In conclusion, this study underscores the potential of various
dimensionality reduction methods in improving neonatal hyperspectral image classification. The application of such techniques
enhances classification performance by rendering high-dimensional HSI data more manageable.

Keywords — Hyperspectral Imaging, Dimension Reduction, 3D Convolutional Neural Networks, Neonatal, Principal Component
Analysis, Non-Negative Matrix Factorization, Local Linear Embedding, t-Distributed Stochastic Neighbor Embedding.
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I. GIRiS verilerinden anlamli bilgiler elde etmek i¢in boyut indirgeme
yontemleri kritik bir rol oynar.

Boyut indirgeme yontemleri, yiiksek boyutlu hiperspektral
verilerin boyutunu indirgeyerek daha diisik boyutlu
temsillemelere doniistiirmeyi amaglar. Bu siireg, gereksiz ve
giiriiltiilii bilgilerin elemine edilmesini igerirken Onemli
spektral 6zelliklerin korunmasina odaklanir. Bu, verilerin daha
anlamli ve islenebilir hale gelmesini saglar. Ayrica, boyut
indirgeme yontemleri, siniflandirma algoritmalarinin daha iyi
performans gostermesine yardimet olur [19].

Temel Bilesenler Analizi (TBA) [20], Bagimsiz Bilesenler
Analizi (BBA) [21], Tekil Deger Ayrismasi (TDA) [22], t-
Dagitilmig Stokastik Komsu Gémme (t-SKG) [23], Yerel
tasimaktadir. Ozellikle tibbi teshis ve tedavi izleme Dogrusal Gémme (YDG) [24] Neg?tlf olmayan Mat-rls-
siireclerinde, HSG cilt lezyonlari, kanser teshisi, doku Aynstmi (NOMA) [25] ve Spe'ktral. Gomme (SG) [26,] glbl
karakterizasyonu ve oksijen doyeunlugu gibi kritik (;es%th ’ l?oyu‘F 1nd1rg§me teknikleri hiperspektral goriintii
parametrelerin izlenmesine yardimci olmaktadir [12]. Bu verilerinin  islenmesinde  yaygin - olarak kullanilir.  Bu
teknoloji, dokularin spektral imzalarin1 incelemek suretiyle ,Yon,t?mlefs .}./ukself bf)yl.lﬂ‘u verileri ‘?aha }.f.onetlleblhr boy,“ﬂ?‘fa
saglik profesyonellerine daha ayrintili ve hassas bilgiler sunar, indirirken onemh bﬂglyl korPr. L1tergturde, HSG Verllerl'ne?
boylece erken teshislerin yapilmasina ve tedavi stratejilerinin ~ (arklt  boyut indirgeme yontemleri uygulanarak gesitli

iyilestirilmesine katkida bulunur [13]. Ayrica, hiperspektral ~ Salismalar yapimistir. Ornegin; Haque ve Mishu [27],,(16’
goriintileme, tibbi uygulamalarda goriintii isleme ve veri TBA tabanli boyut indirgeme teknigi ve ¢ok 6lgekli ESA’dan

analizinde yeni olanaklar sunarak saglik hizmetlerinin ~©lusan bir hibrit yontem Snermisler ve kullandiklari uzaktan
kalitesini artirmaktadir [14]. Neonatal saglk alaninda, ~2lg!lama veri kiimesinde 0.9 dogruluk orani elde etmislerdir.
hiperspektral goriintiileme, yenidogan bebeklerin cilt sagligt ~ F1rat ve ark. [28]'de, TBA’ya ilave olarak BBA ve TDA gibi
(yara tespiti gibi) ve oksijen doygunlugu gibi dnemli tibbi boyut indirgeme yontemlerini kullanilarak HSG §1n1ﬂand1rma
parametrelerin izlenmesi igin kullaniimustir [15], [16]. performanst artiniimislardir. Devassy ve George ise [29]'da, t-

Hiperspektral goriintiiler, yiiksek boyutlu ve karmagik SKG ,bOWt 1nd1{ge.:'me yonten.l.lm kul'lanaqu spekiral
verilerdir. Her pikselde ¢ok sayida spektral bant icerdiginden, benzerhk’len dgha disiik boyutlara (.).lg:ek'lem1§le.:rd1r ) H“ang ve
bu goriintiiler biiyiik veri kiimelerini olusturur ve islenmesi ayk. [30]°da, hlperspektral sagilim ozelh.klerlm g:lke'nmak lem
zorlu hale gelir [17]. Bu biiyiik boyutlu veriler, analiz ve islem bir YDG algoritmasi kullanmugtir. HOSS?‘? ve Hossal_n [31]’de,
siireclerini  karmasiklagtirabilir, hesaplama maliyetlerini TBA{ NOMA, BBA ve TDA gibi boyut .',ndlrgeme,
artirabilir ve siiflandirma  algoritmalarmin  etkinligini alggn‘gmglanm kullanman“ln sml'ﬂz'lndlrrna tizerindeki
olumsuz etkileyebilir. Ayrica, bu yiiksek boyutlu verilerin etkilerini ve performansini géstermek i¢in del}eygel gal'lsmalar
islenmesi, analizi ve siniflandirilmasi, 6zellikle derin 6grenme yapmuslardir. Huang V? ar%. [1'3 2_] ‘?e’ HS_(}_V?{Ilermdeb komsu
yontemleri gibi gelismis algoritmalar gerektirir [18]. Bu bantlﬂarfl yerel olarak 6zgii dizi bllgllerln} og_rej‘nmek i¢in SG
zorlugun iistesinden gelmek ve hiperspektral goriintii modilini kullanmuglardir. HSG  verilerinin  boyutunun

Hiperspektral Gérintilleme (HSG), yiizlerce veya binlerce
ayr spektral bant igeren goriintiilerin elde edilmesini saglayan
giiclii bir goriintiileme teknigidir [1]. Bu teknoloji, nesnelerin
malzeme bilesenleri, kimyasal igerikleri ve fiziksel dzellikleri
hakkinda ayrmntili bilgi saglama kapasitesi ile genis bir
uygulama yelpazesi sunmaktadir. Tarim sektoriinde bitki
saghiginin izlenmesi [2], madencilikte mineral kaynaklarinmn
tespiti [3], cevre isleme [4], uzaktan algilama [5], gida
giivenligi [6], tibbi teshis [7], arkeoloji [8], askeri istihbarat
[9], sanayi kalite kontrolii [10], su kaynaklar1 yonetimi [11]
gibi bir dizi alanda kullanilmaktadir.

HSG saghk alaninda o©nemli uygulama potansiyeli
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indirgenmesi, analiz ve isleme kolayliginin saglanmasi igin
bir¢ok farkli yontem literatiirde kullanilmisgtir.

Bu ¢aligma, neonatal hiperspektral goriintii siniflandirmast
icin 3 Boyutlu Evrigimli Sinir Aglar1 (3B-ESA) kullanarak

boyut indirgeme yoOntemlerinin karsilagtirmali analizini
sunmaktadir.  Hiperspektral — goriintiilerin ~ boyutlarinin
indirgenmesi, veri analizini Kolaylastirir, hesaplama

karmagsikligin1 azaltir ve smiflandirma performansini artirir.
Bu nedenle, bu ¢alisma hiperspektral goriintiiler i¢in farkli
boyut indirgeme yontemlerinin etkinligini degerlendirmeyi
hedeflemektedir. Caligmanin temel amaglar asagidaki gibi
ifade edilebilir:

e Farkli boyut indirgeme tekniklerinin neonatal
hiperspektral goriintii verileri {lizerindeki etkisini
incelemek.

3B ESA kullanarak boyut indirgenmis goriintiilerle
siniflandirma performansini kargilagtirmak.
Optimal boyut indirgeme yontemini ve siniflandirma

stratejisini  belirlemek ve neonatal tibbi teshis
uygulamalari icin potansiyel faydalarini
degerlendirmek.

Hiperspektral goriinti  analizi ve boyut indirgeme

konularinda daha ileri bir adim atilarak, neonatal saglik izleme
uygulamalarina 6nemli katkilar sunmak amaglanmustir.
Ozellikle, hiperspektral ~goriintiilerin  boyut indirgeme
yontemleri kullanilarak elde edilen verileri, 3B-ESA ile
smiflandirilmas:  incelenmektedir. Boyut indirgeme, bu
karmasik verileri daha anlamli ve islenebilir hale getirmek i¢in
kritik bir adimdir.

Bildirinin geri kalan kisminda, verisetinin tanitimi, boyut
indirgeme yontemlerinin agiklamasi, 3B-ESA modeli ve
performans Olgiitleri yer almaktadir. Daha sonra, deneysel
sonuglarin sunumu ve sonuglarin analiz edilmesiyle devam
edecek ve son boliimde genel sonuglar sunulacaktir.

Il. MATERYAL VEMETOT

A. HSG Sistemi

HSG verileri, MS Spektral firmasi tarafindan tasarlanan
HSG sistemi kullanilarak elde edilmistir. Gériintiileme sistemi
0.5m mesafede S0mm capindan 151k toplayabilen noktasal bir
spektrometredir. Bu sistem noktasal tarama teknigi ile HSG
verileri toplamaktadir.

Bu sistemde BROADCOM firmasinin gelistirmis oldugu
AFBR-S20M2VN  Qmini  VIS/NIR-Miniature ~ USB
spektrometresi bulunmaktadir. Cihazin teknik o6zellikleri
Tablo 1°de verilmistir. Yansiyan spektrum dlgiimleri
kalibrasyonu i¢in BaSO4 bazli bir beyaz referans panel ve 151k
kaynagi olarak 21V 150W giiciinde bir halojen ampiil
kullanilmustir. Olgiim kurulumu Sekil 1'de gsterilmistir.

Tablo 1. AFBR-S20M2VN Qmini VIS/NIR-Miniature USB
spektrometresi teknik dzellikleri.

Ozellik Deger
Dalga Boyu Aralig1 480-1100 nm
Spektral Coziiniirlik 0.3nm
Dalga Boyu Sayisi 2018

Odak Uzaklig1 50 mm
Izgara (Grating) 300 lines/mm
Giris Yarigi 50 pm
Dinamik Aralik 1300:1
Pozlama Siiresi 3 ps to 600s

Sekil 1. Olgiim kurulumu; (1) kamera sistemi, (2) yenidogan, (3) kiivéz,
(4) tripod, (5) bilgisayar ve (6) beyaz referans panel.

B. Veriseti

Neonatal HSG verileri, TUBITAK — 1001- Bilimsel ve
Teknolojik Aragtirma Projelerini Destekleme Programi (Proje
No: 122E021) kapsaminda Selguk Universitesi, T1ip Fakiiltesi,
Yenidogan Yogun Bakim Unitesindeki yenidoganlardan elde
edilmistir. Proje arastirmasi, Etik Kurul Onay1 (2022/125) ile
gerceklestirilmistir.

Kamera sistemi, elektromanyetik spektrumun goriiniir ve
yakin kizilotesi bolgelerini kapsamaktadir; 480 nm ile 1100
nm dalga boylar arasinda 2018 farkli spektral bantta noktasal
olarak veri toplayabilen bir spektrometreye sahiptir.

Olgiimden 6nce beyaz renge uygun olarak spektral bant
kalibrasyonu yapmak i¢in beyaz bir referans panel
kullanilmaktadir. Tripod, kameray1 sabitlemek ve titresimleri
azaltmak icin kullanilmaktadir. Olgiimler supin pozisyonda
yatan yenidogandan 50 cm uzakliktan alinmaktadir. Kamera
agist 45 derece olarak belirlenmektedir. Sonug olarak kamera
her bir nokta i¢in 2018 dalga boyunda veri toplamaktadir.

Kamera noktasal veri topladigi icin elde edilen verilerin
boyutu 1x1x2018 boyutundadir. Uzamsal anlamda boyutu
genisletmek icin farkli noktalardan dl¢timler alinmis ve bu
Olgiimler birlestirilmistir. Toplamda bir yenidogan i¢in 100
farkli noktadan veriler alinarak 10x10x2018 hiperspektral veri
kiipleri olusturulmustur. Bir bebegin spektral imzalar1 saglik
durumuna gore (hasta veya saglikli) farkli noktalarda benzer
Ozellikler gosterdigi igin verilerin birlestirilmesi sorun teskil
etmemektedir. Bu sayede hacimsel veriler olusturulmustur.

Bu ¢alisma i¢in toplamda 220 HSG verisi kullanilmistir. Bu
verilerin 110'u hasta yenidoganlara aitken, diger 110'u ise
kontrol grubuna aittir. Hasta verileri i¢cinde 37 tanesi AORT
damarinin daralmasi veya sikismasi sonucu meydana gelen
AORT koarktasyonu hastaligina, 27 tanesi ¢esitli sebeplerden
kaynaklanan akciger ¢okmesi sonucu olusan pndmotoraks
hastaligina, ve 46 tanesi akcigerlerin yeterince gelismemesi
nedeniyle ortaya ¢ikan solunum sikintisi olan respiratuar
distres sendromu hastaligina aittir. Bu hastaliklarin tamaminin
govde bolgesinde olustugu dikkate alinarak, daha dogru bir

76



International Journal of Multidisciplinary Studies and Innovative Technologies, 2023, 7(2): 74 — 83

karsilastirma yapmak amaciyla kontrol grubuna ait HSG
verileri de ayn1 bolgelerden alinan verilerden olusmaktadir.

Sekil 2, 6rnek bir saglikli yenidogan ve bir hasta yenidogan
icin elde edilen tim spektrumlari ve bu spektrumlarin
ortalamalarin1 gostermektedir. Bu spektral imzalar, her bir
pikselin farkli dalga boylar1 altindaki spektral degerlerini
temsil etmek amaciyla olusturulmustur [33]. Bu imzalardaki
spektral bilgiler kullanilarak uygulamalar gerceklestirilmistir.

Spektral imzalar incelendiginde, numuneden yansiyan
1s1gmn  performansinin 500nm'nin  altinda ve 1000nm'nin
iizerinde diisik oldugu gozlemlenmistir. Bu nedenle, 500-
1000nm araligimmin disindaki spektrumlar sadece giiriiltii
igerirken, bu araliktaki spektrumlar yenidoganlarin saglk
durumuyla ilgilidir. Bu nedenle, 500-1000nm arahgindaki
1538 spektrum analize dahil edilmistir. Ayrica, veri kesinligini
artrmak i¢in her spektrum Savitzky-Golay [34] filtresi
kullanmilarak ~ yumusatilmistir.  Bu  filtre,  verisetindeki
dalgalanmalart azaltmak i¢in kullanilir ve verilerin
diizgiinlestirilmesine yardimct olur. Sonug olarak, spektrum
verileri daha kesin ve giivenilir hale getirilmistir.

C. Boyut Indirgeme Yontemleri

Biiyiik ve karmagik bir HSG veri kiimesini daha
yonetilebilir ve islenebilir hale getirmek amaciyla, HSG veri
isleme ve analizi sirasinda kanal boyutunu azaltma islemi
uygulanmstir. Hiperspektral goriintiiler, genellikle yiizlerce
veya binlerce dar bant spektral kanaldan olusur ve bu biiyiik
veri kiimesini iglemek zorlastirabilir. Kanal boyutu azaltma,
veriyi daha verimli hale getirmek amaciyla bu g¢alismada
cesitli boyut indirgeme yontemleri kullanilmistir.

Temel Bilesenler Analizi (Principal component analysis,
TBA):

TBA, cok boyutlu verilerin boyutunu azaltmak ve temel
varyasyonlar1 ortaya ¢ikarmak i¢in kullanilan istatistiksel bir
yontemdir. TBA, asagidaki adimlarla agiklanabilir:

Veri Hazirh@i: Hiperspektral veriler bir veri matrisi olarak
temsil edildigi digiiniiliirse bu matris, her piksel i¢in spektral
bantlarin yan yana dizilmesiyle olusturulur. Ornegin, m piksel
ve n spektral bant varsa, veri matrisi X su sekildedir:

xll X12 xln

X X e X
x=|7o €))

Xm1  Xm2 Xmn
Ortalama  Merkezilestirme: Her  spektral  bandin
ortalamasin1  ¢ikararak  verilerin  merkezilestirilmesi

gerekmektedir. Bu islem, her bir 6zellik veya spektral bant i¢in
yapilir. Ornegin, bir spektral bandin ortalamasi j icin su

sekildedir:
1 m
xX; = — X
] mzi=1 Y

Ortalama merkezilestirme sonucunda, her spektral bandin
ortalamas sifir olur.

Kovaryans Matrisinin Hesaplanmasi: Kovaryans matrisi,
hiperspektral ~ verilerin varyansini  ve  korelasyonunu
hesaplamak i¢in kullanilir. Kovaryans matrisi X su sekildedir:

@)

Z—lXTX 3
== 3

Tim spektrumlar

Ortalama spektrumlar

Yogunluk (%)
Yogunluk (%) P

00 70 0 90 60 700 80 %0 1000
Dalga boyu (nm) Dalga boyu (nm)

(a)

Tim spektrumlar Ortalama spektrumlar

Yogunluk (%)
Yogunluk (%)

&0 70 80 %0 1000 100 1200
Dalga boyu (nm)

Dalga boyu (nm)

(b)

Sekil 2. Ornek spektral imzalar ve bu imzalarin ortalamalari; (a) saglikli ve
(b) hasta.

Burada, ¥ kovaryans matrisini, X veri matrisini ve T
transpozunu temsil etmektedir.

Ozdeger ve Ozvektorlerin Hesaplanmasi: Kovaryans
matrisinin dzdegerleri ve 6zvektorleri hesaplanir. Ozdegerler
biiylikten kii¢iige siralanir ve ilgilenilen ilk 6zdeger ve karsilik
gelen dzvektorler secilir. Bu 6zdegerler ve 6zvektorler, temel
bilesenlerin hesaplanmasina yardimci olur.

Temel Bilesenlerin Hesaplanmasi: Segilen 6zvektorler
kullanilarak temel bilesenler hesaplanir. Temel bilesenler, yeni
bir boyutlu uzayda verilerin temsili olarak kullanilabilir.

Z=XU €)]
Burada, U 6zvektor matrisini ve Z temel bilesenler matrisini
temsil eder.

TBA, HSG verilerin boyutunu azaltmak ve verideki temel
yapilara odaklanmak i¢in kullanilir. Temel bilesenler, veriyi
daha az boyutta temsil ederken 6nemli bilgileri korumaktadir.
Bu, veri analizi ve siniflandirma gibi uygulamalarda kullanigh
olmaktadir.

Bagimsiz  Bilesenler Analizi
Analysis, BBA):

BBA Modeli: BBA, veriyi bagimsiz bilesenlere ayirmayi
amaglayan bir modeldir. BBA ile, spektral boyutu korumak ve
bagimsiz bilesenleri ¢ikarmak icin asagidaki matematiksel
model kullanilir:

(Independent Component

X=AS (5)

Burada X hiperspektral veri matrisini, A karisim matrisini ve S
bagimsiz bilesen matrisini temsil eder.

Amag Fonksiyonu: BBA, bir amag fonksiyonunu optimize
etmek amactyla calisir. Amag fonksiyonu, verinin bagimsiz
bilesenlere nasil ayrildigini 6lger. Tipik olarak, amag
fonksiyonu, bagimsiz bilesenlerin negatif log olasilik
yogunlugunu maksimize etmeye ¢aligir.

Optimizasyon: BBA'nin temel hedefi, amag¢ fonksiyonunu
optimize ederek karisim matrisini (A) ve bagimsiz bilegen
matrisini  (S) hesaplamaktir. Bu optimizasyon islemi
genellikle gradyan inis gibi iteratif bir yontem kullanilarak
gerceklestirilir. Optimizasyon islemi sonucunda, bagimsiz
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bilesenler (S) hesaplanir ve verinin spektral boyutu
korunurken verinin yapilaria dayali bagimsiz bilesenler elde
edilir.

Bu sekilde BBA, hiperspektral verilerin spektral boyutunu
korurken veriyi bagimsiz bilesenlere ayirmak ve verinin
yapilarini incelemek i¢in kullanilir.

Tekil Deger Ayrismast (Singular Value Decomposition, TDA):

TDA, bir matrisi {i¢ ayr1 matrise ayiran matematiksel bir
islemdir. Veri matrisi TDA ile asagidaki sekilde
ayristirtlabilir:

X=uzv" (6)
X: hiperspektral veri matrisini ifade eder.

U: m X m boyutunda bir matristir ve bu matrisin siitunlari,
veri matrisinin satirlarina gére temsil edilen temel bilesenleri
igerir.

2. m X n boyutunda bir matristir ve bu matrisin gapraz iist
tiggeni, tekil degerleri igerir.

VT: n X n boyutunda bir matristir ve bu matrisin siitunlari,
veri matrisinin siitunlarina gore temsil edilen temel bilesenleri
igerir.

Spektral Boyutun Korunmasi: TDA'nin 6nemli bir 6zelligi,
tekil degerlerin biiyiikten kiigiige siralanmis olmasidir.
Dolayisiyla, daha az sayida tekil degeri (yani, azaltilmig
boyutta) kullanarak veri temsil edilebilir. Bu sekilde, spektral
boyut korunurken, veri daha diisiik boyutlu bir temsille analiz
edilebilir.

Azaltilmis Boyutta Yeniden Insa: Ilgilenilen azaltilmis
boyut sayisina gore tekil degerler ve ilgili siitunlar (U ve V)
secilir. Bu azaltilmig temel bilesenler kullanilarak orijinal veri
yeniden insa edilebilir:

X'= UkszkT ™)
Burada, k azaltilmis boyut sayisini temsil eder.

TDA, spektral boyutun korundugu ve uzamsal boyutta
herhangi bir degisiklik yapilmadigi i¢in HSG verilerinin
analizi i¢in kullanigh bir yontemdir. Azaltilmis boyutta veri
temsili, giriltiiniin azaltilmas1 ve veri analizi agisindan
avantajlar sunmaktadir.

t-Dagiilmis  Stokastik  Komsu  Gémme  (¢-Distributed
Stochastic Neighbor Embedding, t-SKG):

t-SKG Modeli: t-SKG, yiiksek boyutlu verileri diisiik
boyutlu bir uzaya indirgemek i¢in kullanilan bir dogrusal
olmayan boyut indirgeme yontemidir. t-SKG i¢in su adimlar
takip edilir:

a. Ilk olarak, benzerlik matrisi P olusturulur. P matrisi,
verinin benzerliklerini yansitir ve gogunlukla Gaussian olasilik

yogunlugu kullanilarak hesaplanir:

2
_Nzi=zll

2
e 20}

bij = 8

_lxg—xgell?

Ykzil 20

Burada, p;; iki nokta x; ve x; arasindaki benzerligi temsil eder
ve g; benzerlik 6l¢egi olarak kullanilir.

b. Ardindan, diisiik boyutlu veriyi temsil eden bir benzerlik
matrisi Q olusturulur. Q matrisi, diisiik boyutlu uzayda
noktalar arasindaki benzerligi temsil eder:

a4 [ly: —}’j”Z)_1
U =S A+ 1y =yl

Burada, g;; iki nokta y; ve y; arasindaki benzerligi temsil eder.

Amag¢ Fonksiyonu: t-SKG, benzerlik matrislerinin
benzerliklerini en iyi sekilde korumaya calisir. Bu amag
fonksiyonu, Kullback-Leibler (KL) diverjansini minimize
etmeyi amaglar:

i~j qij

Burada, € amag fonksiyonunu temsil eder.

Optimizasyon: t-SKG, amag fonksiyonunu optimize ederek
diisiik boyutlu temsili bulur. Genellikle gradyan inis veya
diger iteratif yontemler kullanilir. Optimizasyon iglemi
sonucunda, diisiik boyutlu temsili (y;) hesaplanir ve verinin
spektral boyutu korunurken veri, diisiik boyutlu uzamsal
temsilde temsil edilir.

t-SKG, verinin benzerliklerini koruyarak yiiksek boyutlu
veriyi diisiik boyutlu uzamsal temsilde ifade etmek igin
kullanilir. Bu sekilde verinin yapisini daha iyi anlamak ve
gorsellestirmek i¢in faydalidir.

Yerel Dogrusal Gémme (Locally Linear Embedding, YDG):

YDG Algoritmasi: YDG, veriyi yakindaki noktalarin lokal
dogrusal iliskilerini koruyacak sekilde diisiik boyutlu bir uzaya
cekmek icin kullanilir. Bu islemi gerceklestirmek igin
asagidaki adimlar takip eder (X: Giris HSG verisi):

a. Komsu Noktalarin Bulunmasi: Her pikselin, yakinindaki
komsu pikselleri belirlemek icin bir komsuluk grafigi
olusturulur.

b. Agirlik Matrisinin Olusturulmasi: Her piksel, komsu
piksellere olan uzakliklara gore bir agirlik matrisi hesaplar. Bu
agirliklar, her bir pikselin komsulariyla olan yerel dogrusal
iligkisini yansitir.

c. Diisiik Boyutlu Temsilin Hesaplanmasi: Agirlik matrisi
ve veri matrisi kullanilarak diisiik boyutlu temsil hesaplanir.
Genellikle en kiigiik 6zdegerlere karsilik gelen 6zvektorler
kullanilir.

d. Sonuglarin Yeniden insa Edilmesi: Diisiik boyutlu temsil
kullanilarak, her pikselin yeniden insa edilmis uzamsal temsili
hesaplanir.

Azaltilmis Boyutta Yeniden Insa: YDG'nin sonucu olarak,
her pikselin azaltilmig boyutta temsili ve bu temsili kullanarak
uzamsal yeniden insa edilmis temsili vardir.

8)

)

X' = [xg, x5, e, X (10)
Burada, X' azaltilmis boyutta veriyi temsil eder.

YDG, hiperspektral verilerin spektral boyutunu korurken
uzamsal boyutta azaltilmasina yardimeir olur. Azaltilmis
boyutta temsil, veriyi daha anlamli ve indirgenmis boyutta
analiz etmek i¢in kullanilabilir.

Negatif olmayan Matris Ayrisimi  (Non-negative Matrix
Factorization, NOMA):

NOMA, spektral boyutun korundugu ve yalnizca verinin
spektral bilesenlerinin yaklagik bir temsili olan iki matrisin
carpanlarinin hesaplandigi bir dizi adimdan olusur. NOMA
adimlar1 asagidaki gibidir:
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Sekil 3. Hem uzamsal hem de spektral 6zellikleri ¢ikarmak i¢in 3B konvoliisyon katmanlarina sahip 3B-ESA modeli.

NOMA Modeli: NOMA, veri matrisini iki pozitif matris
olan W ve H ile ¢arpanlarini ayristirmaya dayali bir modeldir.
Bu carpanlar, spektral bilesenlerin temsili olarak kullanilir.

X ~WH (11D
Burada, W spektral bilesenleri igeren matrisi, ve H karigim
katsayilarini igeren matrisi temsil eder. Her iki matris de
yalnizca pozitif degerler icermelidir.

Amac¢ Fonksiyonu: NOMA, bir amag¢ fonksiyonunu
minimize etmek amaciyla calisir. Tipik olarak, bu amag
fonksiyonu, verinin orijinal matrise ne kadar iyi yaklagildigim
Olcer ve asagidaki gibi tanimlanir:

Il X — WH |2 (12)
Burada, || X — WH |I> normu hesaplar. Amag, bu hatay
minimize ederek W ve H matrislerini bulmaktir.

Optimizasyon: NOMA'nin bir¢ok varyasyonu vardir ve
genellikle bu amag¢ fonksiyonunu optimize etmek icin farkl
yontemler kullamilir. Tipik olarak, bu, bir iteratif yaklasim
gerektirir, ve baglangic matrisleri W ve H genellikle rastgele
secilir ve ardigik iterasyonlarla giincellenir. Optimizasyon
islemi sonucunda, W ve H matrisleri hesaplamr. W matrisi
spektral bilesenleri igerirken, H matrisi her piksel i¢in karigim
katsayilarin1 igerir. Spektral boyut degismez, sadece bu
boyuttaki verinin temsilinin daha diisiik boyutlu matrisler W
ve H ile yapildig: bir sekilde yaklagik hale gelir.

NOMA, spektral boyutun korunmasi gerektigi durumlarda
hiperspektral ~verilerin boyutsal azaltma ve temsilini
gelistirmek i¢in yaygin olarak kullanilan bir tekniktir.

Spektral Gomme (Spectral Embedding, SG)

SG Modeli: SG, veriyi diisiik boyutlu uzamsal temsile
doniistiirmek i¢in spektral boliinme yontemlerini kullanir. SG
icin asagidaki adimlar takip edilir:

a. Ilk olarak, bir benzerlik matrisi W olusturulur. Bu matris,
verinin benzerliklerini yansitir ve genellikle komsuluk
bilgilerini igerir. Ornegin, W matrisi, iki nokta x; ve x;
arasindaki benzerligi dlgcen degerleri igerebilir.

b. Ardindan, derece matrisi D olusturulur. Bu matris, her bir
noktanin toplam benzerliklerini igerir:

Dii:ZW
J

c. Laplacian matrisi L hesaplamr. Bu matris, L. = D — W
olarak hesaplanr.

(12)

d. L matrisinin en kiigiik 6zdegerlerine ve bu 6zdegerlere
karsilik gelen 6zvektorlere bakilir. Genellikle en kiiciik k
Ozdeger ve bu 6zdegerlere karsilik gelen 6zvektorler segilir.

e. Secilen 0Ozdegerlere karsilik gelen &zvektorler
kullanilarak diisiik boyutlu temsili (Y) hesaplanir:

i y3 Vi
y=|t v v (13)
ly{” v yﬁ”J

Bu islem sonucunda, Y matrisi HSG verinin spektral
boyutunu koruyarak diisiik boyutlu bir uzamsal temsili saglar.
Yani, uzamsal boyut degismezken, veri spektral boyutunda
azaltilmis boyutta temsil edilir.

SG, hiperspektral verileri diisik boyutlu uzamsal
temsillerde temsil etmek igin kullanilabilir ve bu sayede
verinin yapisint daha iyi anlamak ve analiz etmek igin
faydalidir.

Yukarida belirtilen boyut indirgeme yontemleri, HSG
verilerinin benzerliklerini korumak ve diisiik boyutlu bir
temsilini elde etmek amaciyla kullanilmaktadir. Bu
yontemlerin bir kismu lineer yontemlerken (TBA, NOMA,
TDA ve BBA), bir kismi ise lineer olmayan yodntemlerdir
(YDG, SG ve t-SKG). Bu yontemlerin uygulanmasi
sonucunda HSG verilerinin boyutu indirgenmis ve bu
indirgenmis veriler ile siniflandirma uygulamasi yapilarak en
iyl yontemin belirlenmesi amaglanmistir. Siniflandirma iglemi
icin 3B-ESA yontemi kullanilmigtir.

D. 3B-ESA Modeli

Bu caligmada, hem uzamsal hem de spektral bilgilere
erismek amaciyla 3B-ESA modeli kullanilmistir. 3B
konvoliisyon islemi, hacimsel HSG verilerine 3B ¢ekirdeklerle

uygulanmistir. Bu  yontem, 3B 0zellik haritalarinin
olusturulmasina imkan tamms ve spektral bilgilerin
yakalanmasint  saglamistir. 3B konvoliisyon isleminin

matematiksel karsilig1 agagidaki gibidir:

—-1B;—1H;—1W;—

(e Yy

m=0 b=0 h=0 w=

Jhwb o, (et ) (y+w)(z+b)
ym (l 1)m

) (14)

Burada v, dzellik haritasindaki ¢ikt1 degiskenini ifade eder.
B, H, W verinin sirasiyla spektral ve uzamsal boyutlar boyunca
filtrenin boyutunu temsil eder. (b, h, w) filtre endeksleridir ve
z,x,y sirastyla 2 uzamsal 1 spektral boyuta karsilik gelen
6zellik haritasinin dizinleridir. k, filtre parametreleri anlamina
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Tablo 2. 3B-ESA modelinin ayrintili katman 6zeti.

Katman Tiirii Boysl;zll:silltre ?gg;(‘g?%%ﬂ Cikis Sekli Diger Parametreler
Giris Katmant WxHxB - (10x10x16) -
Konvoliisyon Katmani 1 3x3x3 (8 adet) RelLU (5x5x8) Sam:;;i‘i?;nmga’l ('\gilg(g] um
Konvoliisyon Katmani 2 3x3x3 (16 adet) RelLU (3x3x4) Saml—?as)/i(itlj;nmga’l ('\gilg(g] um
Konvoliisyon Katmani 3 3x3x3 (32 adet) RelLU (2x2x2) Saml—?as)/i(itlj;nmga’l ('\gilg(g] um
Tam Bagh Katman 1 128 RelLU (128) Unutturma (0.4)
Tam Bagh Katman 2 32 ReLU (32) Unutturma (0.4)
Tam Bagl Katman 3 16 RelLU (16) Unutturma (0.4)
Cikis Katmani c® Sigmoid 2) -

gelir. (i, j, m) sirastyla girig katmani, ¢ikis katmani ve 6zellik
haritasinin dizinleridir. M, 6zellik haritalarinin sayisidir,

dolayistyla M;, i. katmanmindaki 6zellik haritalarmin sayisi
anlamina gelir. r, bias terimidir.

Bu ¢aligmada, daha onceki aragtirmamizda gelistirdigimiz
etkili bir 3B-ESA modeli kullanilmistir [35]. Bu model,
hacimsel neonatal hiperspektral veriler i¢in basarili sonuglar
elde etmistir. 3B-ESA yapis1, Sekil 3'te gosterilmistir. ilk
bagta, HSG giris verilerinin boyutu W x H x S olarak temsil
edilmistir. Burada W ve H, uzamsal boyutlar ifade ederken S,
spektral boyutu belirtmektedir. Verilerin uzamsal boyutlari
W = H = 10'dur. Baglangicta 500-1000nm arasinda segilen
1538 spektrumdan olusan bir spektral boyut mevcuttur. Ancak
tim spektrumlar kullanilmamis, boyut indirgeme yontemleri
kullanilarak spektral boyut B'ye indirgenmistir. Daha 6nceki
calismamizda bir dizi temel bilesen degeri ile deneyler
gerceklestirilmis ve en iyi sonuca temel bilesen sayist 16
oldugunda ulagilmistir [35]. Bu nedenle bu ¢alismada B degeri
16 olarak kabul edilmistir.

Modelin geri kalan kisminda toplam ii¢ konvoliisyon
katmani kullanilmistir ve tiim konvoliisyon islemlerine 6zgii
olarak "same padding" (aym boyutta sonug¢ {iretme)
uygulanmustir. Ik konvoliisyon katmaninda 3x3x3 boyutunda
8 filtre, ikinci konvoliisyon katmaninda 3x3x3 boyutunda 16
filtre ve son konvoliisyon katmaminda 3x3x3 boyutunda 32
filtre kullanilarak 6zellik haritalart olusturulmustur. Ayrica,
her bir konvolisyon katmanmin ardindan boyutu azaltmak
amaciyla 2x2x2 boyutunda maksimum havuzlama katmani
kullanilmistir. Daha sonra, veriler, tam bagh katmanlara girdi
olarak sunulmak iizere tek boyutlu tensorlere doniistiiriilmiis
ve diizlestirme islemi uygulanmustir. Diizlestirme isleminden
sonra, eklenen ilk tam bagli katman 128 noron, ikinci katman
32 ndron ve i¢ilincii katman 16 ndéron icermektedir. Ayrica,
¢ikis katmaminda € = 2 noron kullanilarak simif tahmini
sigmoid fonksiyonu ile gergeklestirilmistir. Tiim tam bagh
katmanlarindan sonra unutturma katmanlarn kullanilmig ve
unutturma degerleri 0.4 olarak ayarlanmigtir. Ayrica modele
ait katman 6zeti Tablo 2’de ayrintili olarak verilmistir.

E. Performans Degerlendirme Olgiitleri

Bu c¢alismada elde edilen sonuglari degerlendirmek igin
¢esitli performans dergerlendirme Slgiitleri kullanilmistir. Bu
Olciitler agsagida detaylandirilmustir.

Genel Dogruluk (GD): GD, dogru tahminlerin toplam veri
sayisina oranidir.

(DP + DN)

D =
G (DP + DN + YP + YN)

(15)

DP (Dogru Pozitif): Dogru pozitif tahmin sayist.
DN (Dogru Negatif): Dogru negatif tahmin sayis.
YP (Yanlis Pozitif): Yanlig pozitif tahmin sayis.
YN (Yanlis Negatif): Yanlis negatif tahmin sayis.

Duyarhilik (Recall veya Dogru Pozitif Orani): Duyarlilik,
gercek pozitiflerin toplam pozitif sayisina oranidir.

DP

Duyarllllk = m

(16)

Kesinlik  (Precision veya Pozitif Tahmin Degeri):
Kesinlik, gergcek pozitiflerin toplam pozitif tahmin
say1sina oranidir.

Kesinlik = ——" 17
eSMiE =P + vP) an

F-1 Skor: F-1 Skoru, Duyarlilik ve Kesinlik degerlerinin
harmonik ortalamasidir ve bir denge Olgiisii olarak
kullanilir.

F_ 1Sk ) (Kesinlik * Duyarlilik) 18
- — 7
or (Kesinlik + Duyarlilik) (18)

Kappa (Cohen's Kappa): Kappa, iki farkli teshis
arasindaki tutarlilign degerlendirmek i¢in medikal
uygulamalarda siklikla kullanilan bir tekniktir [36]. Bu
teknik kullanilarak iki farkli olasilik hesaplanmistir; P,
gozlenen dogruluk, P. ise bu durumun gerceklesme
olasihigidir. Bu calismada, esit sayida test verisi
kullanildigindan P, %50 olarak alinmustir.

Py — P,
_PC

Kappa = (19)
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Tablo 3. Deneysel Sonuglar. En iyi sonuglar koyu renkle gosterilmistir.

Performans degerlendirme metrikleri
Yontem
GD Duyarhlik Kesinlik F-1 Skor Kappa AUC DRT (sn)
BBA 0.84 0.88 0.82 0.85 0.67 0.80 34.09
YDG 0.89 0.96 0.84 0.90 0.78 0.96 5.93
NOMA 0.90 0.93 0.90 0.91 0.81 0.95 4.73
TBA 0.90 0.90 0.91 0.90 0.81 1.00 1.78
SG 0.85 0.88 0.83 0.85 0.70 0.94 3.16
TDA 0.84 0.88 0.83 0.85 0.68 0.93 1.71
t-SKG 0.89 0.88 0.90 0.89 0.78 0.95 44.43
e  ROC Egrisi (Receiver Operating Characteristic Curve): ROC Egrisi
ROC egrisi, smiflandirma modelinin farklt kesme i
noktalarinda duyarlilik (recall) ve 6zgiillik (specificity) | ,/'
arasindaki iliskiyi gosteren bir egridir. Bu, modelin e
performansinin bir gorsellestirmesidir. e //
e AUC: AUC degeri, ROC egrisinin altindaki alani ifade gL I
eder ve bir siniflandirma modelinin performansini tek bir B ,/'
sayisal degerle dlger. AUC degeri O ile 1 arasinda olur, 1 a S
'3 1 111 5 & 4 2% TBA (AUC = 1.00)
miikemmel bir siniflandirma modelini temsil eder. g0 | e oy 0
e Boyut Indirgeme Siiresi (Dimensional Reduction Time, // ﬁ;’g”’(‘,jjé’i;;’;s’
DRT): Boyut indirgeme yontemlerinin uygulanmasi igin 02 // — SG (AUC = 0.94)
gereken siireyi ifade eder. Yani, HSG verilerinin 5 = Ei.’ﬁ fﬁﬁﬁiﬁzﬁ;
boyutunun azaltilmasi igin gegen siireye karsilik gelir. 00 O' A = - - -

I11. DENEYSEL SONUCLAR VE ANALIZ

Deneyler igin toplamda 220 neonatal HSG verisi
kullanilmistir. Bu veriler, 110 hasta ve 110 saglikli bireye
aittir. Tlk asamada, giiriiltii igermeyen 500-1000nm dalga boyu
araligindaki 1538 spektrum ele alinmistir. Daha sonra boyut
indirgeme yontemleri kullanilarak spektral boyut 16'ya
indirgenmis ve bu veriler 3B-ESA modeline girdi olarak
verilmistir. 3B-ESA modeli, Adam optimizer kullanilarak
egitilmis ve veriler aga pargalar halinde gonderilmistir. Grup
boyutu (batch size) burada 64 olarak belirlenmistir.
Baslangicta ogrenme orami (learning rate) 0.001 olarak
almmus ve 6grenme hizini azaltmak igin 107° biiyiikliigiinde
bir bozunma (decay) degeri belirlenmistir. Kategorik ¢apraz
entropi, kayip fonksiyonu olarak se¢ilmis ve tiim modeller 100
epoch boyunca egitilmistir. Modellerin genelleme yetenegini
artirmak amaciyla K katlamali ¢apraz dogrulama yodntemi
kullanilmistir. Bu baglamda, K degeri 5 olarak belirlenmis ve
degerlendirmeler bu dogrultuda gergeklestirilmistir. Sonuglart
degerlendirmek i¢in onceki bolimde agiklanan performans
metrikleri kullanilmistir.

Bu calismada, veri 6n isleme ve model egitim islemleri, 64
GB RAM'e sahip bir is istasyonunda bulunan NVIDIA
GeForce GTX 1080 Ti {iizerinde gerceklestirilmistir. Veri
olusturma, bilgi iceren spektrumlarin tanimlanmasi ve
Savitzky-Golay filtresi gibi 6n igsleme adimlann MATLAB
2022b kullanilarak gerceklestirilmigtir. Boyut indirgeme
islemleri Scikit-learn 1.0.2 kullanilarak yapilmis, model
egitimi ve testi ise Python 3.9.13 ve Keras 2.10.0 kiitiiphanesi
kullanilarak ~ TensorFlow  2.10.0 arka  ucu ile
gergeklestirilmistir.

Yanlis Pozitif Orani

Sekil 4. ROC egrisi ve AUC degerleri.

Tablo 3'te sunulan deneysel sonuglara gore, GD (Genel
Dogruluk) oranlarina gore en iyi sonuclarin TBA ve NOMA
yontemleri kullanilarak elde edildigi gézlenmektedir. Diger
performans metriklerine bakildiginda, Duyarlilik degerinin
YDG yontemi ile en yiiksek oldugu, Kesinlik ve F-1 skor i¢in
ise sirasiyla TBA ve NOMA yontemlerinin en iyi sonuglart
verdigi goriilmektedir. Duyarhlik degeri, hasta olanlarin dogru
bir sekilde smiflandirilmasim gosterdigi igin YDG'nin diger
yontemlere gore daha etkileyici sonuglar vermesi 6nemlidir.
iki sinifli uygulamalar 6zelinde énemli bir metrik olan Kappa
degeri icin ise yine TBA ve NOMA yontemlerinin en iyi
sonuglart verdigi goriilmektedir.

DP ve YP arasindaki iliskiyi 6lgmek i¢cin AUC degerlerine
bakildiginda, TBA'nin 1.0 oraniyla en iyi performansi
gosterdigi belirlenmistir (ROC egrisi Sekil 4’te verilmistir).
Bunun sonucu olarak, smiflarin en dogru bir sekilde tahmin
edildigi yontemin TBA oldugu tespit edilmistir. Veri
boyutlarinin ayni1 olmasi nedeniyle tiim yontemler i¢in egitim
ve test siireleri oldukg¢a benzerdir, sirastyla 0.13 sn ve 0.087
sn. Ancak boyut indirgeme i¢in gecen siireler (DRT) arasinda
farklar bulunmaktadir. TDA kullanilarak en hizli boyut
indirme islemine ulasilsa da diisiik basar1 oranlarina sahiptir.
TBA siiresi de TDA'ya oldukga yakindir. Her iki yontem de
veri analizi, model egitimi ve tahmin siireclerini hizlandirmak
icin ¢ok kisa bir siirede boyut indirme islemini tamamlar.
TBAMNm ve TDAnin hizli boyut indirme siirelerine sahip
olmalarinin sebebi, her ikisinin de lineer metotlar olmalaridir.
Ayrica TBA'nin, temel bilesenleri ve dogrusal doniistimii hizl
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bir sekilde hesaplayabilmesi, veri varyansini koruyabilmesi ve
matematiksel olarak basit ve tekrarlanabilir bir yontem olmasi,
boyut indirme goérevini hizli bir sekilde tamamlamasina olanak
tanir. Boyut indirme i¢in en uzun siireye sahip yontem ise t-
SKG yontemidir. Tiim metrikler degerlendirildiginde, en iyi
sonuglarin TBA ile elde edildigi gortilmektedir.

Genel bir degerlendirme yapildiginda, en iyi sonuglarin
lineer iki yontem (TBA ve NOMA) kullanilarak elde edildigi
goriilse de, en diisiik sonuglarin yine lineer iki yontem (BBA
ve TDA) kullanilarak elde edildigi gozlemlenmektedir. Bu
nedenle, tim lineer boyut indirgeme yontemlerinin HSG
verileri i¢in bagarili sonuglar verecegi sonucuna varilamaz.
Yontem secimi probleme 06zgiidir ve verisetinin &zel
gereksinimlerine bagl olarak degisebilir.

IV. SONUC

Bu ¢alismanin temel amaci, neonatal hiperspektral goriintii
siniflandirmasinda boyut indirgeme yontemlerinin etkinligini
3B-ESA yontemi ile karsilastirmaktir. Toplam 220 neonatal

HSG verisi kullamlarak gergeklestirilen deneyler, bu kritik
medikal uygulama i¢in en uygun boyut indirgeme
yontemlerinin tespit edilmesine yardimei olmustur.

Sonuglar, dogrusal boyut indirgeme yontemlerinden biri
olan TBA'min diger yontemlerle kargilastirildiginda en iyi
performans: verdigini gostermektedir. Boyut indirgeme
islemleri, secilen yonteme bagli olarak farkli siirelerde
tamamlanmaktadir. TBA, boyut indirgeme siiresi agisindan
oldukga hizlidir, bu da anlamli spektral 6zelliklerin daha kisa
bir siirede elde edilebilecegi anlamina gelir. Ayrica, TBA'nin
AUC degerlerine dayali olarak en iyi performansi gosterdigi
ve smiflarin en dogru sekilde tahmin edildigi sonucuna
varilmistir.

Sonug olarak, bu ¢alisma, neonatal hiperspektral goriinti
siiflandirmasinda basarili sonuglar elde etmek igin farkl
boyut  indirgeme  yontemlerinin  kullanilabilecegini
gostermektedir. Ancak, hangi yontemin secilecegi, veriseti ve
ozel gereksinimlere bagli olarak degisebilir. Bu sonuglar,
neonatal tip alaninda spektral goriintii analizi konusundaki
ilerlemeleri desteklemekte ve klinik uygulamalarda potansiyel
faydalar sunmaktadir.
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