
SAKARYA UNIVERSITY JOURNAL OF COMPUTER AND INFORMATION SCIENCES 
VOL. 1, NO. 2, A2, AUGUST 2018 

 

EEG Verileri Kullanılarak Fiziksel El Hareketleri ve Bu Hareketlerin 
Hayalinin Yapay Sinir Ağları İle Sınıflandırılması 

Mustafa TOSUN; Corresponding Author; mustafa.tosun@dpu.edu.tr 
Kütahya Dumlupınar Üniversitesi 
Simav Teknoloji Fakültesi Elektrik Elektronik Mühendisliği 
 
Mustafa ERGİNLİ; Corresponding Author; mustafa.erginli@dpu.edu.tr 
Kütahya Dumlupınar Üniversitesi 
Simav Meslek Yüksekokulu 
 
Ömer KASIM; omer.kasim@dpu.edu.tr 
Kütahya Dumlupınar Üniversitesi 
Simav Teknoloji Fakültesi Elektrik Elektronik Mühendisliği 
 
Burak UĞRAŞ; burak.ugras@ogr.dpu.edu.tr 
Kütahya Dumlupınar Üniversitesi 
Simav Teknoloji Fakültesi Elektrik Elektronik Mühendisliği 
 
Şems TANRIVERDİ; sems.tanriverdi1905@gmail.com 
Kütahya Dumlupınar Üniversitesi 
Simav Teknoloji Fakültesi Elektrik Elektronik Mühendisliği 
 
Tayfun KAVAK; tayfunnkavak@hotmail.com 
Kütahya Dumlupınar Üniversitesi 
Simav Teknoloji Fakültesi Elektrik Elektronik Mühendisliği 

Received 15 July 2018; Accepted 21 July 2018; Published online 03 August 2018 

Özet 

Son yıllarda teknolojinin gelişmesi sonucunda beyin bilgisayar arayüzü ile ilgili çalışmalar artmıştır. Beyin 
Bilgisayar Arayüzü (Brain Computer Interface-BCI) yöntemlerinde Elektroansefalogram (Electroencephalogram-
EEG) işaretleri yaygın olarak kullanılmaktadır. EEG verileri kullanılarak fiziksel hareketle hareketin hayali 
sınıflandırılabilmektedir.  Bu çalışmada sağ elini kullanan ve hastalık durumu olmayan 21 yaşındaki bir erkeğe ait 
EEG verileri kullanılmıştır. Bu verilerin bir kısmı sol ve sağ elin ileri-geri hareketi esnasında kaydedilen EEG 
verileridir. Diğer veriler ise herhangi bir fiziksel hareket yapılmadan, hareketin hayal edilmesi durumu ile ilgili 
kayıtlardır. Welch metodu kullanılarak EEG verilerinin 1-48 Hz arasındaki frekanslarının güç yoğunlukları 
hesaplanmıştır. Elde edilen veri setleri tasarlanan Geri Yayılımlı Sinir Ağı (Backpropagation Neural Network- 
BPNN) ‘ na uygulanmıştır. Ağın eğitimi sonunda 4.6731x10-23 ortalama karesel hata (Mean Squared Error -MSE) 
değerine ulaşılmıştır. Hayal ile hareket verilerinden oluşan test veri seti eğitilen ağa uygulandığında, hayal ile 
hareket verileri % 99.9975 doğrulukla sınıflandırılmıştır. 

Abstract 

In recent years, as a result of the technological development, there has been a significance improvement on the 
computer interface. Electroencephalogram (EEG) signals are widely used in Brain Computer Interface (BCI) 
methods. By using EEG data, the imagination of movement with physical motion can be classified. In this study, 
EEG data of a 21-years-old man who used his right hand and who didn’t show any disease symptom was used. 
Part of this EEG data demonstrates the recordings of forward and backward movement of the left and right hand. 
The other data indicates the records of imagination of motion without any physical movement. Using the Welch 
method, the power densities of the frequencies of 1-48 Hz of the EEG data were calculated. The obtained data 
sets were applied to the designed  Back Propagation Neural Network (BPNN). At the end of the network training, 
the Mean Squared Error (MSE) value of 4.6731x10-23 has been reached. When the test data set, which consists 
of imaginary and motion data is applied to the trained network, imagination and motion data are classified with 
accuracy of 99.9975%. 

Keywords: EEG, backpropagation neural network, welch method, signal processing, EEG classification 
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1. Giriş 

Beyin Bilgisayar Arayüzü (Brain Computer Interface- BCI), bireyin dış dünyaya gönderdiği mesajların 
veya komutların, beynin periferal sinirler ve kasların normal çıkış yollarından geçmediği bir iletişim 
sistemidir [1]. BCI teknolojisi, kullanıcılar ve sistemler arasında güçlü bir iletişim aracıdır [2]. BCI 
sistemi beyin sinyallerini kaydeder ve istenen görevi tamamlamak için bunları bilgisayar sistemine 
gönderir[3].  

Elektroansefalogram (Electroencephalogram-EEG) işaretleri diğer cihazlardan elde edilen işaretlere 
oranla yüksek çözünürlüğe sahip olması nedeniyle BCI çalışmalarında yaygın olarak 
kullanılmaktadır[4].  

Kafa derisinin yüzeyinden ölçülen EEG potansiyelleri, beynin sinirsel aktivitesinin sonucu olarak elde 
edilen biyoelektrik sinyallerdir. Elektroensefalogram (EEG) işaretleri, serebral korteksin çok geniş bir 
alanından ve birçok alt noktadan gelen potansiyellerin toplamıdır [5]. 

EEG analizlerinde çeşitli frekans bantları kullanılmaktadır. Bu bantlar delta-δ (1–3 Hz), teta-θ (4–7 Hz), 
alfa-α(8–13 Hz) ve beta-β(13–30Hz) olarak sınıflandırılmaktadır [6]. EEG verilerine Hızlı Fourier 
dönüşümü (FFT) uygulanarak frekans boyutunda analizler yapılabilir. EEG verilerinin analizinde ayrıca 
Dalgacık dönüşümü [7], Hilbert-Huang dönüşümü [8], Fast Walsh Hadamard dönüşümü (FWHT) [9] 
ve güç yoğunluğu parametreleri  [10] de kullanılmaktadır. 

Do ve arkadaşları, EEG sinyallerinin analizi ile Fonksiyonel Elektrik Uyarma Sistemi (Functional 
Electrical Stimulation System) adı verilen ve ayak hareketlerini yitirmiş hastaların ayak hareketlerini 
yönetebilen sistem ile ilk başarılı uygulamayı gerçekleştirmişlerdir [11]. Mabrouk, kullanıcının EEG 
sinyallerini görüntüleyen ve bunları yüksek doğrulukla hayali sağ ve sol el hareketleri olarak 
sınıflandıran EEG tabanlı-BCI sistemi geliştirmiştir [12]. C. Liu ve arkadaşları, sağ el hareketinin hayali 
ile sol el hareketinin hayalini C3 / C4 ve P3 / P4 kanallarına ait EEG verilerinin ortalama güçlerini 
kullanarak sınıflandırmışlardır. Kesikli Dalgacık Dönüşümü ve Fisher Doğrusal Ayrımı Analizi 
yöntemlerini kullanarak %75.5 doğrulukla, Kesikli Dalgacık Dönüşümü ve Destek Vektör Makinası 
yöntemlerini kullanarak % 82.1 doğrulukla sınıflandırma yapmışlardır [13]. Robinson ve Vinod, 
yaptıkları çalışmada kişinin baskın eli ile ilgili iki yönlü hareket ve bu hareketlerin hayali arasında 
sınıflandırma yapmışlardır. İki yönlü hareketi %58.7 doğrulukla, hayali ise %57.7 doğrulukla 
sınıflandırmışlardır [14]. Hajibabazadeh ve Azimirad, 6 Kanaldan topladıkları EEG verilerini 
filtreleyerek Dalgacık dönüşümü yöntemi ile özellik çıkarma işlemini gerçekleştirmişlerdir. Sağ el ve 
sol el hareketlerini sınıflandırmada Destek vektör makine yöntemini kullanarak % 75 başarı elde 
etmişlerdir [15]. 

Bu çalışmada sağ elini kullanan ve hastalık durumu olmayan 21 yaşındaki bir erkeğe ait EEG verileri 
kullanılmıştır. EEG verileri gözler kapalı olarak kaydedilmiştir. Bu verilerin bir kısmı sol ve sağ elin 
ileri-geri hareketleri iken diğer kayıtlar ise herhangi bir fiziksel hareket yapılmadan, hareketin hayal 
edilmesi durumu ile ilgili kayıtlardır. EEG kayıtları FP1, FP2, F3, F4, C3, C4, P3, P4, O1, O2, F7, F8, 
T3, T4, T5, T6, Fz, Cz, Pz elektrotlarından alınmıştır. EEG kaydı için örnekleme frekansı 500 Hz olan 
Neurofax EEG Sistemi kullanılmıştır. Welch metodu kullanılarak 19 kanala ait EEG verilerinin 1-48 
Hz arasındaki frekanslarının güç yoğunlukları hesaplanmıştır. Elde edilen veri setleri tasarlanan Geri 
Yayılmalı Sinir Ağı (Backpropagation Neural Network- BPNN)’ na uygulanmıştır. Ağın eğitimi 
sonunda 4.6731x10-23 ortalama karesel hata (Mean Squared Error -MSE) değerine ulaşılmıştır. Hayal 
ile hareket verilerinden oluşan test veri seti eğitilen ağa uygulandığında, hayal ile hareket verileri % 
99.9975 doğrulukla sınıflandırılmıştır. 

2. Materyal ve Metot 

Yapay Sinir Ağları insan beyninin çalışma ve öğrenebilme yeteneğinden yola çıkılarak oluşturulmuş bir 
bilgi işlem teknolojisidir [16]. Yapay sinir ağları ile ilgili birçok algoritma geliştirilmiş ve pek çok 
alanda kullanılmıştır. Bu çalışmada Geri Yayılmalı Sinir Ağı algoritması ile EEG sinyallerinin 
sınıflandırılması yapılmıştır. 
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2.1   Geri Yayılmalı Sinir Ağı  

Yapay sinir ağlarında parametrelerin güncellenmesinde sık kullanılan yöntemlerin başında geri yayılma 
algoritmaları gelmektedir. Genellenmiş delta kuralı, geri yayılmalı ağ eğitilirken hedef değerler ile çıkış 
değerleri arasındaki farkın (hata) bir kısmı, her bir eğitim hücresine geri yansıtılarak ağırlıkların hataya 
göre değiştirilmesini ve bu işlemin belli sayıda tekrarlanarak hatanın en küçük değere ulaşmasını 
sağlayan bir yöntemdir [6]. Geri yayılmalı ağ yapısı Şekil 1 ‘de gösterilmiştir.  

 
Şekil  1 Çok Katmanlı Ağ Yapısı[17] 

 

Giriş vektörü  Xp=(xp1, xp2,….xpn) yapay sinir ağının giriş katmanına uygulandığında j’inci ara birim için 
ağ girişi eşitlik 1 de verilmiştir. 

   

𝒏𝒏𝒏𝒏𝒏𝒏𝒑𝒑𝒑𝒑𝒉𝒉 = �𝑾𝑾𝒑𝒑𝒋𝒋
𝒉𝒉𝑿𝑿𝒑𝒑𝒋𝒋 + 𝜽𝜽𝒑𝒑𝒉𝒉

𝑵𝑵

𝒋𝒋=𝟏𝟏

 (1) 

 

Eşitlik 1’de h
jiW , i ’ inci giriş biriminden j ’ inci ara birime olan bağlantı üzerindeki ağırlıktır. Ara 

katman üzerindeki nicelikler h ile tanımlanmıştır. Çıkış birimleri için “o” kullanılmıştır. 

 

𝒏𝒏𝒏𝒏𝒏𝒏𝒑𝒑𝒑𝒑𝒐𝒐 = �𝑾𝑾𝒑𝒑𝒑𝒑
𝟎𝟎 𝑰𝑰𝒑𝒑𝒑𝒑 + 𝜽𝜽𝒑𝒑𝟎𝟎

𝑳𝑳

𝒑𝒑=𝟏𝟏

 (2) 

 

Eşitlik 1 ve eşitlik 2’de gösterilen θ terimi bias terimidir. +0.5 ile -0.5 arasında bir değer ile 
tanımlanabilir. 

 

𝜹𝜹𝒑𝒑𝒑𝒑 = (𝒚𝒚𝒑𝒑𝒑𝒑 − 𝑶𝑶𝒑𝒑𝒑𝒑)  (3) 

Yapay sinir ağında hata değeri, eşitlik 3 ile hesaplanır. 𝛿𝛿𝑝𝑝𝑝𝑝 ,  p’inci eğitim vektörünün k’ıncı çıkışındaki 
hata değeridir.  𝑦𝑦𝑝𝑝𝑝𝑝, istenilen çıkış, 𝑂𝑂𝑝𝑝𝑝𝑝 ise o anda yapay sinir ağının hesapladığı çıkıştır. Tüm çıkış 
birimlerinin hatalarının karelerinin toplamı eşitlik 4 ve eşitlik 5 ’te verilmiştir. 



Sakarya University Journal of Computer and Information Sciences 
 

M. TOSUN et. al 

4 
 

𝑬𝑬𝒑𝒑 =
𝟏𝟏
𝟐𝟐
�𝜹𝜹𝒑𝒑𝒑𝒑𝟐𝟐
𝑴𝑴

𝒑𝒑=𝟏𝟏

 (4)  

  

𝑬𝑬𝒑𝒑 =
𝟏𝟏
𝟐𝟐
�(𝒚𝒚𝒑𝒑𝒑𝒑 − 𝑶𝑶𝒑𝒑𝒑𝒑)𝟐𝟐
𝒑𝒑

 (5) 

    

2.2 EEG Sinyal İşleme 

EEG sinyallerinden elde edilen en yaygın özellikler spektral özelliklerdir[18]. Spektral kestirim için 
parametrik olmayan yöntemler en genel spektral analizlerdir. Bu analizler için genellikle Fourier 
dönüşümüne dayanan Hızlı Fourier dönüşümü (FFT) algoritması uygulanır. Welch metodu (veya 
segment ortalaması), iyi bilinen bir parametrik olmayan güç spektral yoğunluk (PSD) tahmin edicisidir 
[19]. Welch metodu aşağıdaki eşitliklerde verilmiştir.  

 

𝒙𝒙𝒋𝒋(𝒏𝒏) = 𝒙𝒙(𝒏𝒏 + 𝒋𝒋𝒊𝒊),𝒏𝒏 = 𝟎𝟎,𝟏𝟏,𝟐𝟐, … . . , (𝑴𝑴− 𝟏𝟏)  (6) 

 

Eşitlik 6’ da 𝑥𝑥i veri dizisini, 𝑖𝑖𝑖𝑖 dizinin başlangıç noktasını, M oluşturulmuş veri bölümlerini 
göstermektedir. Periyodgramları hesaplamak için eşitlik 7 kullanılmaktadır [20]. Burada verilen U, 
gücün normalizasyonudur ve eşitlik 8’ de verilmiştir. 

 

𝐏𝐏𝐱𝐱𝐱𝐱 (𝐟𝐟) =
𝟏𝟏
𝑴𝑴𝑴𝑴

�� 𝐱𝐱𝐢𝐢(𝐧𝐧)𝐰𝐰(𝐧𝐧)
𝑴𝑴−𝟏𝟏

𝒏𝒏=𝟎𝟎

𝐞𝐞−𝐣𝐣𝟐𝟐𝛑𝛑𝐟𝐟𝐧𝐧�

𝟐𝟐
 (7) 

𝑴𝑴 =
𝟏𝟏
𝑴𝑴
�𝑾𝑾𝟐𝟐
𝑴𝑴−𝟏𝟏

𝒏𝒏=𝟎𝟎

(𝒏𝒏)  (8) 

 

W(n) pencere fonksiyonudur. Değiştirilmiş periodogramların ortalaması Welch'in güç spektrumunun 
verir. Güç spektrumu eşitlik 9’ da gösterilmiştir [20, 21]. 

 

𝐏𝐏𝐱𝐱𝐱𝐱𝐖𝐖 =
𝟏𝟏
𝐋𝐋
�

≈ (𝐢𝐢)
𝐏𝐏𝐱𝐱𝐱𝐱 (𝐟𝐟)

𝐋𝐋−𝟏𝟏

𝐢𝐢=𝟎𝟎

  (9) 

Burada L, uzunluğu göstermektedir. 

Bu çalışmada Brain Computer Interface Research at NUST Pakistan’a ait web sitesindeki açık kaynak 
olarak sunulan Project BCI - EEG Motor Activity Veri Seti içindeki Veri Seti 2 verileri kullanılmıştır 
[22]. Bu veriler, sağ elini kullanan ve hastalık durumu olmayan 21 yaşındaki bir erkeğe aittir. EEG 
verilerinin bir kısmı sol ve sağ elin ileri-geri hareketleri esnasında gözler kapalı olarak kaydedilmiştir. 
Diğer kayıtlar ise herhangi bir fiziksel hareket yapılmadan, hareketin hayal edilmesi durumu ile ilgili 
kayıtlardır. EEG kayıtları FP1, FP2, F3, F4, C3, C4, P3, P4, O1, O2, F7, F8, T3, T4, T5, T6, Fz, Cz, Pz 
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elektrotlarından alınmıştır. Kullanılan elektrotların açıklamaları Tablo 1’ de verilmiştir. Elektrotların 
kafa derisi üzerindeki yerleşimi Şekil 2’ de gösterilmiştir. EEG kaydı için örnekleme frekansı 500 Hz 
olan Neurofax EEG Sistemi kullanılmıştır. AC sinyallerin gürültüsünden etkilenmemesi için 50 Hz’ lik 
Notch filtre kullanılmıştır. 

 
 

 

 

 
 

 
 

 
 

 

Şekil 2 Uluslararası 10-20 sistemine göre elektrotların kafa derisi üzerindeki yerleşimi 
 

 

 

 

 

 

 

 

 

Tablo 2 de sağ el, sol el, hareket yönleri, deneme sayıları ve hareketin hayal ya da gerçek olma 
durumlarında kaydedilen EEG verileriyle ilgili bilgiler verilmiştir [22]. Fiziksel hareketler esnasında 
kaydedilen veriler 6 saniyelik zaman diliminde, hareketin hayal edilmesi durumunda kaydedilen veriler 
ise 14 saniyelik zaman diliminde alınmıştır. Böylece fiziksel hareketlerin her bir denemesinde 3008 x 
19 adet veri, hareketin hayal edilmesi denemelerinde ise 7040x19 adet veri elde edilmiştir. Hayal 
denemeleriyle ilgili veriler bölünerek iki ayrı hayal verisi olarak kullanılmıştır.  

Welch metodu kullanılarak 19 kanala ait EEG verilerinin 1-48 Hz arasındaki frekanslarının güç 
yoğunlukları hesaplanmıştır. Elde edilen güç yoğunluklarının ortalamaları alınarak 19 x 1 adet veri elde 
edilmiştir. Sonuç olarak 19 x 20 adet güç yoğunluk verisi elde edilmiştir. Bu verilerden fiziksel kol 

Tablo 1 EEG’ de kullanılan elektrotların kısaltma ve açıklamaları 
Elektrot Kısaltmaları Açıklamaları 
FP Frontopolar 
F Frontal 
P Parietal 
C Central 
T Temporal 
O Occipital 
z  Midline 

 
 

Tablo 2 EEG verilerinin içerikleri 
 

El Durumu Veri Tipi Deneme Sayısı Hareket Yönü 
Sol Fiziksel 3 İleri 
Sol Hayal 2 İleri 
Sol Fiziksel 3 Geri 
Sol Hayal 2 Geri 
Sağ Fiziksel 3 İleri 
Sağ Hayal 2 İleri 
Sağ Fiziksel 3 Geri 
Sağ Hayal 2 Geri 
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hareket verilerine ait 12 adet veri setinin grafiği Şekil 3’ de gösterilmiştir. Şekil 4’ de ise hayal edilen 
kol hareket verilerine ait 8 adet veri setinin grafiği verilmiştir.  

Güç yoğunluk verilerinden 19 x 12 adet veri eğitim seti için, 19 x 8 adet veri ise test seti için ayrılmıştır. 
Eğitim ve test veri setleri 19 kanaldan elde edilen EEG verilerinin frekanslarına ait ortalama güç 
yoğunluk değerlerinden oluşmaktadır. Eğitim veri seti aşırı uyumu (overfitting) ve yetersiz uyumu 
(underfitting) engellemek için 19x12 adet eğitim verisi yan yana iki defa birleştirilerek çoğaltılmıştır. 
Sonuç olarak 19 x 36 adet eğitim verisi elde edilmiştir. Böylelikle her biri 19 adet öznitelik verisinden 
oluşan 36 adet girdi vektörü ağa uygulanmıştır. Eğitim setindeki her bir veri örneğine karşılık gelen 
hedef çıktılar için 1x36 adet veri içeren hedef seti oluşturulmuştur. Bu hedef seti, eğitim setindeki 
fiziksel hareket örnek verileri için 0.1 çıktı değerlerini, hayal edilen hareket örnekleri için 0.9 çıktı 
değerlerini içermektedir.  

Elde edilen veri setleri için BPNN ağ modeli tasarlanmıştır. Ağ mimarisi girdi katmanı, 1 adet gizli 
katman ve çıktı katmanından oluşturulmuştur.  Girdi katmanında 19 adet nöron, gizli katmanda 19 nöron 
ve çıktı katmanında ise 1 adet nöron kullanılmıştır. Ağ eğitimi için oluşturulan eğitim verileri, tasarlanan 
ağ tarafından eğitime başlamadan önce, rastgele olarak eğitim, test ve doğrulama setlerine ayrılmıştır. 
Performans ölçütü olarak MSE kullanılmıştır. Ağın eğitimi sonunda Şekil 5’ de gösterilen 4.6731x10-23 
performans değerine (MSE) ulaşılmıştır.  

 
 Şekil 3 Kol hareket verilerine ait 12 adet veri seti grafiği 
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Şekil 4 Hayal edilen kol hareket verilerine ait 8 adet veri setinin grafiği 
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Şekil 5 Tasarlanan ağın performans (MSE) grafiği 

3. Sonuçlar ve Tartışma 

Elde edilen veri setleri tasarlanan BPNN ağına uygulandığında 4.6731x10-23 performans değerine 
(MSE) ulaşılmıştır. Simülasyon sonuç verileri ve hedef test verileri Tablo 3’ de verilmiştir. Burada hayal 
ile hareket verilerinin % 99.9975 doğrulukla sınıflandırıldığı görülmektedir.  

Bu çalışmanın sonucunda Welch metodu ile elde edilen EEG sinyallerinin güç spektrum yoğunluk 
değerleri, BPNN ağı ile sınıflandırıldığında fiziksel el hareketi ile bu hareketin hayalinin yüksek 
doğruluk oranıyla birbirinden ayırt edilebildiği görülmüştür. 

Elde edilen sonuçlar ellerini veya kollarını yitirmiş bireyler için implant teknolojilerinde 
kullanılabilmesi bakımından önemlidir. Ayrıca BCI uygulamalarında hareketlerin hayal edilmesi ile 
robotik sistemler düşünce ile kontrol edilebilir. 

Bu çalışmada bir kişiden elde edilen veriler kullanılarak hareket ile hareketin hayalinin sınıflandırılması 
yapılmıştır. Daha sonraki çalışmalarda farklı yaşlardaki kadın ve erkek birden fazla kişinin verileri 
kullanılarak sağ ve sol elin ayrı ayrı hareket ve hayalinin ayrımı, sağ ayak ve sol ayağın hareket ve 
hayalinin ayrımı çalışmaları yapılabilir.  
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Best Validation Performance is 4.6731e-23 at epoch 30

Train

Validation

Test

Best

Tablo 3 Simülasyon ve Hedef Test Verileri 
 

Test Simülasyonu 
Sonuç Verileri 

Test Hedef Verileri 

0,100000086919240 0,100000000000000 
0,100000001309471 0,100000000000000 
0,100000000114541 0,100000000000000 
0,100000000015895 0,100000000000000 
0,899998615198394 0,900000000000000 
0,899902924319162 0,900000000000000 
0,899999999996019 0,900000000000000 
0,899999999980233 0,900000000000000 
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Bu çalışmada Brain Computer Interface Research at NUST Pakistan’ a ait web sitesindeki açık kaynak 
olarak sunulan Project BCI - EEG Motor Activity Veri Seti içindeki Veri Seti 2 verileri 
kullanılmıştır[22].  

Teşekkür 

EEG verilerini açık kaynak olarak kullanıma izin veren Brain Computer Interface Research at NUST 
Pakistan Kurumuna teşekkür ederiz. Ayrıca Kütahya Dumlupınar Üniversitesi, Simav Teknoloji 
Fakültesi, Elektrik-Elektronik Mühendisliği Bölümü ile yapılan protokol çerçevesinde, Biyofizik 
Anabilim Dalı Laboratuvarlarındaki MATLAB program çözümleriyle çalışmamıza izin veren Dokuz 
Eylül Üniversitesi Tıp Fakültesi Biyofizik Anabilim Dalı Başkanı ve yetkililerine teşekkür ederiz. 
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