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Anahtar Kelimeler 0Oz

Yapay Zekd, Giiniimiizde teknolojinin hizla gelismesi ile birlikte yapay zeka teknikleri de yaygin
Kalp Hastalig, bir sekilde kullanilmaktadir. Yapay zeka ydntemleri miihendislik uygulamalari,
Siniflandirma egitim, savunma sanayi gibi bircok alanda siklikla kullanilmaktadir. Yapay zekanin

o6nemli kullanim alanlarindan birisi de saghk sektoriidiir. Saglik sektorii alaninda
gerceklestirilen bu ¢alismada acik erisimli bir internet sitesinden (kaggle) elde
edilen veri seti kullanilmistir. Veri seti lizerinde yapay zeka yontemleri kullanilarak
kalp hastaliginin tespiti gergeklestirilmistir. Calisma kapsaminda, Random Forest
yontemi ve Pargacik Siirti Optimizasyonu kullanilarak veri setinde yer alan 303
bireyin kalp hastasi olup, olmadigina dair siniflandirma islemi gerceklestirilmistir.
Pargacik Siirti Optimizasyonu yontemi kullanilarak 6zellik se¢imi yapilmis olup
rastgele orman yapay zeka algoritmasi ile veri seti egitilmistir. Rastgele Orman
siniflandirma modeli; dogruluk, 6zgiilliik, duyarlilik, kesinlik, F-6l¢iisii, ROC egrisi
Olciitlerinden olusan performans degerlendirme Kkriterlerine gore basari orani
incelenmistir. Degerlendirme sonucunda Rastgele Orman siniflandirmanin %86.88
dogruluk, %85.71 6zgullik, %87.87 duyarlilik, %87.87 kesinlik ve %87.87 F-dl¢iisii
degeri ile basarili tahmin gerceklestirdigi belirlenmistir.

DETERMINATION OF HEART DISEASE USING ARTIFICIAL INTELLIGENCE

METHODS
Keywords Abstract
Artificial Intelligence, Today, with the rapid development of technology, artificial intelligence techniques
Heart Disease, are also widely used. Artificial intelligence methods are frequently used in many
Classification fields such as engineering applications, education and defense industry. One of the

important uses of artificial intelligence is the health sector. The data set obtained
from an open access website (kaggle) was used in this study conducted in the field
of health sector. Heart disease was detected on the data set by using artificial
intelligence methods. Within the scope of the study, the classification process was
carried out to determine whether 303 individuals in the data set have heart disease
or not using the Random Forest method and Particle Swarm Optimization. Feature
selection was made using the Particle Swarm Optimization method, and the data set
was trained with a random forest artificial intelligence algorithm. Random Forest
model; The success rate was examined according to the performance evaluation
criteria consisting of accuracy, specificity, sensitivity, precision, F-measure, and ROC
curve. As a result of the evaluation, it was determined that Random Forest
classification made successful prediction with 86.88% accuracy, 85.71% specificity,
87.87% sensitivity, 87.87% precision and 87.87% F-measure value.
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1. Giris (Introduction)

Kardiyovaskiiler hastaliklar olarak adlandirilan kalp ve kan damari hastaliklari, damarlarin i¢ duvarinda cesitli
maddelerin birikimine bagh olarak ortaya ¢ikan ve plak olusumuna sebep olan bir problem zinciri ile meydana
gelmektedir. Ateroskleroz olarak adlandirilan bu problem zinciri, kalp arterlerinin daralmasina sebebiyet vererek
kanin damar icerisinde akisini zorlastirmaktadir(Opeyemi ve Justice, 2012). Kalp ve damar hastaliklarinin
olusmasinda baslica sebepler fiziksel inaktivite, sagliksiz beslenme, hipertansiyon, sigara ve alkol
tiiketimidir(Bulut,2016). Bu sekilde meydana gelen kalp hastaliklari, diinya ¢apinda baslica 6liim nedenleri
arasinda yer almaktadir ve Kalp ve Damar Hastaliklarina (KDH) bagh o6liimlerin 2012 yilindaki 17,5 milyon
seviyesinden 2030 yilinda 22,2 milyona ¢ikacagl tahmin edilmektedir. Bununla birlikte ytliksek gelir diizeyine
sahip iilkelerde KDH’den meydana gelen dliim sayisi azalirken, bir¢ok diisiik ve orta gelirli tilkelerde daha fazla
6liim meydana gelmektedir(Uner vd., 2019). Kalp hastaliklarindan dolay: her yil artan erkek ve kadin hasta
sayisinin O6niine gegilmesi ve 6liim riskinin azaltilmasinda hastaligin erken tespit edilmesi ve uygun tedavinin
uygulanmasi énemli rol oynamaktadir(Priyanka ve RaviKuvar, 2017). Giiniimiizde kalp hastaliklarinin tespitinde
yapay zeka uygulamalari ile farkli siniflandirma yontemlerinin kullanimi artis gostermektedir(Boyraz vd., 2014).
Kullanilan smiflandirma yontemleri ile dogru sonuglarin elde edilmesi, hastaligin tespiti icin gereken siirenin
minimum seviyeye diisiiriilmesi ve insan kaynakli hatalarin 6niine gecilmesi saglanmaktadir. Literatiirde bu
alanda yapilan bir¢ok ¢calisma yer almaktadir.

2. Kaynak Arastirmasi (Literature Survey)

Sengur (2007), bu ¢alismada temel bilesen analizi (ing. Principal Component Analysis-PCA),yapay bagisiklik
sistemi (ing. Artificial Immune System-AIS) ve bulanik k-en yakin komsu (ing. K-Nearest Neighborhood)
algoritmasi kullanimini arastirarak Doppler kalp seslerinden normal ve anormal kalp kapakgiklarini belirlemistir.
Sunulan kalp kapak hastaligi tespit sisteminde ilk olarak goriintii 6n isleme uygulanip gerekli filtreleme,
normallestirme ve beyaz giderme islemleri bu asamada gergeklestirilmistir. ikinci asamada 6zellik ¢ikarma ile
dalgacik paket ayrisimi kullanilmistir. En son adim olarak, dalgacik entropisi 6zellikler olarak kabul edilmistir.
Sistemin karmasikligini azaltmak i¢in 6zellik azaltma isleminde PCA kullanilmistir. Siniflandirma asamasinda AIS
ve bulanik k-NN kullanilmistir. Onerilen calismanin performans degerlendirmesi icin 215 érnek iceren bir veri seti
kullanilarak karsilastirmali bir ¢alisma yapilmistir. Yapilan calismada % 95.9 duyarlilik ve % 96 6zgiilliik orani
elde edilmistir.

Palaniappan ve Awang (2008), yapmis olduklari ¢alismada veri madenciligi yontemlerini (Karar Agaglari, Naive
Bayes ve Sinir Ag1) kullanarak akilli kalp hastaligi tahmin sistemi (ing. Intelligent Heart Disease Prediction System-
IHDPS) prototipi gelistirmislerdir. Kalp hastasi olan kisilerin yas, cinsiyet, kan basinci ve kan sekeri gibi 6zellikleri
dikkate alinarak kalp hastalif1 olma olasiligi tahmin edilebilmistir. Elde edilen sonuglara gore karar agagclari,
sonucu okuma ve yorumlama agisindan kolaylik saglamistir. Ayni zamanda hasta 6zelliklerine erisimi sadece karar
agaclar1 detaylandirmistir. Naive Bayes yontemi, tiim énemli tibbi tahminleri tanimlayabildigi i¢in, karar agaglari
yontemine nazaran daha iyi sonug¢ vermistir.

Das ve Sengur (2009), tarafindan yapilan ¢calismada kalp hastaliklarinin tespitinde Istatiksel Analiz Sistemi (ing.
Statistical Analysis System-SAS) yaziliminin 9.1.3 siirlimi kullanilmistir. Bir sinir aglar toplulugu ydntemine
dayanan sistemde bulunan degerler birden fazla 6nceki modelle iliskilendirilerek yeni modeller olusturulmustur.
Kalp hastaliklarin1 tamamen otomatik bir sekilde tahmin etmek icin ii¢ ayr1 sinir ag1 modeli kullanilmistir. Veri
tabaninda elde edilen verilerde %89.01 simiflandirma dogrulugu, %95.91 6zgiilliikk ve %80.95 duyarlilik degerleri
elde edilmistir.

Shao vd. (2014),¢calismalarinda kalp hastaligini etkili bir sekilde siniflandiran bir hibrit akilli modelleme semasi
Onermistir. Modelin gelisimi gosterebilmek i¢in ger¢ek hastalarin olusturmus oldugu bir veri seti kullanilmistir.
Onerilen hibrit modelleme, lojistik regresyon (LR), cok degiskenli uyarlanabilir regresyon splinelar (ing.
Multivariable Adaptive Regression Splines-MARS), yapay sinir ag1 (ing. Artificial Neural Network -ANN) ve kaba
kiime (ing. Rough Cluster-RS) tekniklerinden olusmustur. Calismada ilk olarak, agiklayici degisken kiimesini
azaltmak icin LR, MARS ve RS tekniklerinin kullanilmistir. Sonraki asamada ANN ydntemi kullanimi i¢in geri kalan
degiskenler girdi olarak atanmistir. Hibrit modelleme sonuglar1 ile hibrit semalarin kalp hastaliginin
siniflandirilmasinda tek asamali ANN yonteminden daha etkili oldugu gézlemlenmistir.

Yan vd. (2006), yaptiklari ¢calismada kalp hastaliklarinin teghisini desteklemek icin coklu algilama tabanl bir karar
destek sistemi (ing. Medical Decision Support Systems-MDSS) gelistirmislerdir. Sistemde, bir hastaya ait eksik
veriler ikame ortalama yodntemi kullanilarak degerlendirilmistir ve sistemi egitmek icin gelistirilmis bir geri
yayllma algoritmasi kullanilmistir. Sistemi egitmek ve test etmek icin kalp hastalig1 olan 5 hastadan toplam 352
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tibbi kayit kullanilmistir. Onerilen karar destek sisteminin tespit dogrulugu %90’dan biiyiik ve nispeten kiigiik
araliklar %5’den az olarak elde edilmistir.

Singh vd. (2016), yapmis olduklar1 calismada California Irvine Universitesi (ing. University of California Irvine-
UCI) makine 6grenimi veri tabanindan Cleveland kalp hastaliklari veri kiimesini kullanarak ¢esitli veri madenciligi
yontemlerini ele almislardir. Calismada kalp hastaliginin sebebi olan farkli 6zellikler (yas, cinsiyet, gogiis agrisi
tipi, kan basinci, kan sekeri vb.) kullanilmistir. Aprior, FP-Growth, Naive bayes, ZeroR, OneR, J48 ve k-NN gibi farkl
veri madenciligi yontemleri kullanilarak kalp hastaliklar1 tahmin edilmeye c¢alisilmistir. K-NN yonteminin
digerlerinden daha iyi sonuclar verdigi gézlemlenmistir.

Priyanka ve RaviKumar (2017), calismalarinda kalp hastaliginin tahmin dogrulugunun yiiksek olmasi i¢in veri
madenciligi yontemlerinden Naive Bayes & Karar Agaci tekniklerini karsilastirmislardir. Tahmin sistemi i¢cin kalp
hastaligina ait 13 6zellik ele alinmistir. Calisma sonucunda karar agacinin kalp hastaligi tahmininde daha kesin
sonuclar verdigi gézlemlenmistir. Gergeklestirilen {i¢ test ¢alismasinda birinci adimda karar agaci yontemi ile
bayes algoritmalar1 sirasiyla %98.03 ve %82.35 gibi dogruluk degerleri, ikinci adimda %98.21 ve %82.14 gibi
farkli dogruluk degerleri ve tli¢iincii adimda %90 ve %70 gibi test sonuglar1 gdzlemlenmistir. Tablo 1’de ¢alisma
ile ilgili gerceklestirilen akademik literatiir arastirmasi verilmistir.

Tablo 1. Akademik literatiirde Yer Alan Calismalar (Studies in the literature)

Calismayi Yontem Veri Sayisi Dogruluk
gerceklestirenler

Temel bilesen analizi(PCA),

Sengur (2007) Yapay bagisiklik sistemi (AIS), 215 % 95.9 duyarhhk
Bulanik k-en yakin komsu % 96 ozgiillik
algoritmasi(KNN)
Karar Agaglari, Naive Bayes modeli
(%86.12)
Palaniappan ve Awang Naive Bayes, 909
(2008) Sinir Ag1
Sinir Ag1
(% 85.68)
Karar Agaclari
(% 80.4)

%89.01 siniflandirma

. dogruluguy,
Das ve Sengur (2009) Istatiksel Analiz Sistemi (SAS) 9.1.3 303
stirimi %95.91 ozgiilliik,
%380.95 duyarlilik
Hibrit akilli modelleme MARS-LR
Shaovd. (2014) (LR, MARS, RS, YSA) - (%83.93)
RS-LR
(83.93)

243



10.21923/jesd.824703

Yan vd. (2006) Coklu algilama tabanl bir karar 5 hasta (352 >0090
destek sistemi(MDSS) kayit)
FP-Growth, ZeroR (%67.2)
Singh vd. (2016) Naive bayes, ZeroR, OneR (%97.31)
OneR, 313 J48 (%97.85)
]48 ve k-NN Naive bayes (%97.58)
Karar agaci
(%98.03,%98.21,%90)
Priyanka ve RaviKumar Naive Bayes, 13 Ozellik Bayes
(2017)
Karar Agaci (%82.35,%82.14,%70)

Calismada acik kaynak erisimli internet sitesinden (kaggle.com) elde edilen kalp hastalig1 veri kiimesinin icerdigi
yas, cinsiyet, gogiis agrisi tipi, kan basinci, kolesterol, aglik kan sekeri, elektrokardiyografik sonuglar, kalp atis hizi
vb. gibi veriler islenerek yapay zeka yontemlerinden Rastgele Orman (ing. Random Forest -RF) yontemi ile %86.88
dogruluk oraninda siniflandirma islemi gerceklestirilmistir.

3. Materyal ve Yontem (Material and Method)

Yapilan bu ¢alismada RF yontemi ile kalp hastaligi tespiti yapilmistir. Kalp hastasi olan ve olmayan hastalarin tespiti i¢in
kullanilan veriler a¢ik kaynak erigimli internet sitesindeki (kaggle.com) ‘Heart Disease UCI’ veri kiimesi tizerinden elde
edilmigtir.

3.1. Materyal(Material)
3.1.1 RF Yontemi ile Siniflandirma(Classification by RF Method)

RF algoritmasi Leo Breiman (Breiman, 2001) tarafindan olusturulan topluluk (ing. ensemble) siiflandirma
yontemleri arasinda yer almaktadir(Mursalin vd., 2017). Topluluk siniflandirma teknikleri, sadece bir tane
siniflandirici iretmek yerine birden fazla simiflandirici tireten ve iiretilen simiflandiricilarin tahminleri sonucu elde
edilen oylar ile yeni veriyi smiflandiran 6grenme algoritmalardir(Akar ve Gilingér, 2012). RF siniflandirma
yonteminde de diger topluluk 6grenme yontemlerinde oldugu gibi zayif 6grenicilerin (tek bir karar agaci, tek
algilayicy, vb.) performans degerleri bir oylama semasiyla artirllmaktadir(Ahmad vd., 2017). RF algoritmasi ile
simiflandirma yontemi karar agac1 (Ozekes, 2003) modeline dayanmaktadir. Karar agaci modelinde ényiikleme
ornekleme yaklasimi ile orijinal veri setinden farkli k egitim veri alt kiimeleri olusturulmaktadir. Egitim verisinin
1/3 ‘4 genellestirilmis hatalar (ing. Out Of Bag-OOB) icin 2/3 ise karar agaclarinin olusturulmasi igin
kullanilmaktadir. OOB, olusturulan ormandaki agag sayisi arttik¢a girdi degiskeni (6zellik) 6nemini 6l¢gmek ve bir
siniflandirma hata orani elde etmek kullanilmaktadir(Barrett ve Kulkarni, 2015; Horning, 2010). Egitilmis olan k
agaclari, Denklem 1'de tanimlanan bir RF modelinde toplanmaktadir(Chen vd., 2016).

HX,0)) = Y hi(x,0)),G=1,2,...,m) (1)
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Denklemde H (X, 8j) bir meta karar agaci siniflandiricisidir. x, Egitim veri kiimesinin girdi 6zelligi vektoriinii temsil
etmektedir ve 6j, agacin biiylime siirecini belirleyen bagimsiz ve ayni sekilde dagitilmis rastgele bir vektordiir.

Karar agaclarinda boliinmeler diigiimlerde gerceklesmektedir. Gerekli tiim islemlerin diiglimlerde yapilmasinin
ardindan elde edilen sonu¢ simiflar1 yaprak diigimlerde tutulmaktadir. Diigimlerin bélinme degerlerini
belirlemek icin entropi, bilgi kazanimi ve Gini indeksi yontemleri kullanilmaktadir(Yilmaz, 2018). RF algoritmasj,
Denklem 2’de tanimlanan Gini indeksini kullanarak mevcut aga¢ dallar1 igerisinde en iyi dal
belirlemektedir(Kiligarslan, 2019).

LXj#F i (CLT/ITDUCLT/ITD (2)

T,belirli bir egitim seti olmak {izere, rastgele secilen bir 6rnegin Ci sinifina ait oldugunu belirtmektedir.
f(Ci,T)/|T|, secgilen vakanin Ci sinifina ait olma olasiligidir(Pal,2005).

Bagimsiz olarak rastgele olusturulan k karar aga¢larinin bir araya gelmesi sonucu RF algoritmasi olugsmaktadir.
Test veri kiimesine ait 6rneklerden her biri ormani olusturan karar agaglari tarafindan tahmin edilmektedir. Bu
agaclarin oylamalar1 sonucunda da orneklerin siniflandirma islemi gerceklestirilmektedir(Chen vd.
2016).Geleneksel karar agaclar: algoritmasinda karsilasilan en biiyiik problemler arasinda asir1 6grenme (ing.
overfitting) yer almaktadir. RF algoritmasi, bu problemi ortadan kaldirmak icin hem veri setini hem de
oznitelikleri cok sayida par¢aya bolerek birden fazla agagta islem gerceklestirmektedir(Sevli,2019). RF, biiyiik veri
tabanlarinda 6zelliklerin eksiksiz islenmesinde ve 6nemli 6zelliklerin 6n plana ¢ikarilmasinda olduk¢a verimli
calismaktadir. Siniflandirma isleminde diisiik hatalar iireterek dogruluk oranini artirmaktadir(Gulia vd, 2014).

3.1.2 Parcacik Siirii Optimizasyonu(Particle Swarm Optimization)

Parcacik Siirii Optimizasyonu (PSO), 1995 yilinda Kenedy ve Eberhart tarafindan, baliklar ve bodceklerden
esinlenerek gelistirilmis popiilasyon tabanl stokastik bir optimizasyon yontemidir. PSO algoritmasy, siirii halinde
hareket eden hayvanlarin sosyal davranislarini taklit etmektedir(Wang vd., 2017). Temel prensip olarak kus ve
balik siirtilerinin yiyecek ararken yapmis olduklari hareketlerden esinlenilen bu algoritmada, popiilasyonu
olusturan her bir parcacik diizensiz hareket ediyor gibi goriinmekte fakat kiimelenme egilimindedir(Aydin ve
Asicy, 2020). Popiilasyonda yer alan her bir pargacik, aday bir ¢6ziim olup hiz ve konum bilgisi tasimaktadir.
Parcgacik, kendi pozisyonunu bir énceki tecriibesi ile karsilastirmakta ve en iyi pozisyona dogru ayarlamaktadir.
PSO, temel olarak stiriide bulunan bireylerin pozisyonunun, siiriiniin en iyi pozisyona sahip olan bireyine
yaklastirilmasina dayanmaktadir(Ozsaglam ve Cunkas, 2008). Béylece kendi ve diger iiyelerin 6grenme
deneyimlerine gore arama modelini degistirmeye devam etmektedir (Wang vd., 2017). Popiilasyon tabanh
algoritmalardan biri olarak, PSO poptilasyonundaki her pargacik, optimizasyon problemine ¢6ziim sunan konum
bilgisine sahip pozisyon vektorii ve yon bilgisine sahip hiz vektorii olmak tizere iki vektor ile temsil edilmektedir.
d boyutlu bir veri setinde, i pargaciginin sahip oldugu konum vektori xi = (Xi1, Xiz, ... Xid), 1z vektori vi = (i1, viz, ...
vid) seklindedir ve bu bilgiler her iterasyonda giincellenmektedir(Wang vd., 2018; Cinaroglu ve Bulut, 2018).

PSO algoritmasinda, d boyutlu bir sette, i. pargaciginin sahip oldugu hiz ve konum vektérlerinin her iterasyonda
giincellemesine ait matematiksel ifade Denklem 3’de verilmistir.

Vig(t + 1) = w. v (t) + c1. 71 (Pia (6) — Xig (£)) + 5.7 (Pgd(t) - Xid(t))
xig(t +1) = x;4(t) + vy (¢ + 1)
(3)
Denklemde, vid, parcacigin hizini, xia ise parcacigin o anki konumunu ifade etmektedir. w, atalet faktoriinii
gostermekte ve ri1 ile r2, popiilasyonun cesitliligini korumak i¢in kullanilan [0, 1] araliginda degisen iki rastgele
sayly1 temsil etmektedir. c1 ve c2 ise 6grenme katsayilarini vermektedir(Wang vd., 2018;Aydin vd., 2018).

3.1.3 Performans Degerlendirme Kriterleri(Performance Evaluation Criteria)

Smiflandirma  sonucunun  ve  algoritma  performansinin  belirlenmesinde  ¢esitli  yaklasimlar
kullanilmaktadir(Masetic ve Subasi, 2016). RF simiflandirici algoritmasinin kalitesinin belirlenmesi i¢in; duyarhlik,
ozgullik, kesinlik, dogruluk ve F-6l¢iisii kriterleri ele alinmistir. Bu kriterler; dogru pozitif (ing. True Positive-TP),
yanlis pozitif (ing. False Positive-FP), dogru negatif (ing. True Negative-TN) ve yanlis negatif (ing. False Negative-
FN) tahmin degerleri kullanilarak degerlendirilmektedir(Ozcift ve Gulten, 2011).

e TP, kalp hastasi olarak etiketlenen 6rnegin gercekten hasta olmasi
e FP, kalp hastasi olmayan 6rnegin hasta olarak etiketlenmesi
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e TN, kalp hastasi olmayan 6rnegin gercekten hasta olmamasi
e FN, kalp hastasi olan 6rnegin kalp hastasi degil olarak etiketlenmesi

anlamlarina gelmektedir.

Siniflandirma isleminde gergeklesen ve tahmin edilmesi istenen degerlerin gosterilmesi icin Tablo 2’'de
gosterildigi gibi Karmasiklik Matris (ing. Confusion Matrix) tablosu kullanilmaktadir. Karmasiklik Matris (ing.
Confusion Matrix), bir siniflandirma sistemi tarafindan yapilan gergek ve tahmin edilen siniflandirmalardan
olusmaktadir. Siniflandirmanin performansi matristeki veriler kullanilarak degerlendirilmektedir(Mursalin vd.,
2017).

Tablo 2. Karmasik Matris(ing. Confusion Matrix)

Gergek Pozitif (1) Gergek Negatif (0)
Tahmin Pozitif (1) TP FP
Tahmin Negatif (0) FN TN

3.1.3.1 Duyarhlik(Sensitivity)

Duyarlilik kriteri, gercekten kalp hastaligl olan 6rneklerin ka¢ tanesinin pozitif olarak tahmin edildigini
gostermektedir. Denklem 3’de duyarhlik tahmininin matematiksel ifadesi verilmistir.

Duyarhihik= TP / (TP + FN) 4)
3.1.3.2 Ozgiilliik(Specificity)

Siniflandiricinin hasta olmayan 6rnekleri tahmin etmedeki etkinligi 6zgiilliik kriteri ile saptanmaktadir. Denklem
4’de 6zgiilliik tahmininin matematiksel ifadesi verilmistir.

Ozgiillik= TN / (TN + FP) (5)
3.1.3.3 Kesinlik(Precision)

Kesinlik kriteri ile kalp hastasi olarak tahmin edilen 6rneklerden gercekten kag¢ tanesinin pozitif oldugu
saptanmaktadir. Denklem 5’de kesinlik tahmininin matematiksel ifadesi verilmistir.

Kesinlik= TP / (TP + FP) (6)
3.1.3.4 Dogruluk(Accuracy)

Dogruluk bir modelin basarisin1 vermektedir. Dogru tahminlerin tiim verilere oranlanmasi ile bulunmaktadir.
Denklem 6 ve 7’de dogruluk ve hata orani tahminlerinin matematiksel ifadesi verilmistir.

Dogruluk= (TP + TN) /(TP + TN + FP + FN) (7)
Hata Orani1 (ERR) =1 - ACC (8)
3.1.3.5 F-olciisii(F-Measure)

F-6l¢lisii (ing. F-measure), kesinlik ve duyarlilik degerlendirme odl¢iilerinin harmonik ortalamasini vermektedir.
Denklem 8’de F-6l¢iisii tahmininin matematiksel ifadesi verilmistir.

F-Ol¢iisii = 2 * (precision * recall) / (precision + recall) 9

F1 6l¢iisi kriterinin kullanimu ile esit dagilmayan veri kiimelerinde hatali model se¢iminin 6niine gecilmektedir.
3.1.3.6 Alia islem Karakteristikleri Egrisi (Receiver Operating Characteristic - ROC Curve)

1967 yilinda Lusted tarafindan 6nerilen ROC egrisi,1969 yilinda medikal goriintiilleme alaninda kullanilmaya
baslanmistir ve kullanimin yayginlasmasiyla birlikte tip alaninda hastalik teshislerinde ROC egrisi analizinin
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kullanimi artis gostermektedir(Kartal, 2015). ROC egrisi y eksenindeki TP (hassasiyet) ve x eksenindeki FP (
ozgiilliik) oraninin ¢izilmesi ile elde edilmektedir(Koksel, 2011). Kisacasi, TP degerinin FP degerine orani ROC egri
grafigini vermektedir. Grafik iizerinde ROC egrisinin altinda kalan alan (AUC) degeri 0’dan 1’e dogru yaklasmasi
pozitif degerlerin negatif degerlerden basarili bir sekilde ayrildigi gostermektedir ve tami degeri
yilikselmektedir(Chaovalitwongse vd., 2007).

3.2 Yontem(Method)

Kalp hastaliginin tespiti i¢in yapilan calismada a¢ik kaynak erisimli internet sitesi olan Kaggle veritabaninin 'Heart
Disease UCI' veri seti kullanilmistir. Kullanilan veri seti 167 kalp hastasi olmayan ve 136 kalp hastasi olan toplam
303 veriden olusmaktadir. Alinan veri setindeki 13 6zellik icin her bir kisiye tibbi tahliller kullanilarak bazi
Olgtimler yapilmistir. Tablo 3' de 6l¢iimii gerceklestirilen 6zellikler, sekil 1'de ise ¢ikis parametrelerine gore her
bir giris verisinin dagilimina ait grafikler verilmistir.

Tablo 3. Kalp Hastalig1 Veri Seti Ozellikleri(ing. Heart Disease Data Set Features)

Ozellik No Ozellik Bilgisi
1 Hastanin Yas1 (Ing. age)
2 Hastanin Cinsiyeti (Ing. sex)
3 Gogiis Agrisi Siddeti (1-4) (Ing. cp)
4 Dinlenme Kan Basinal (Tansiyon) (ing. trestbps)
5 Kandaki Serum kolesterol miktar1 (mg/dl) (Ing. chol)
6 Achik Kan Sekeri > 120 (mg/dl) (Ing. fbs)
7 Dinlenme Hali Elektrokardiyografi Sonuglari (0-1-2)(ing.
restecg)
Ulagilan Maximum Kan Atis Hiz1 (Ing. thalach)
9 Egzersiz Nedenli Angina (Ing. exang)
10 Egzersize Bagh ST Depresyonu (Ing. oldpeak)
11 Pik Egzersiz ST Segmentinin Egimi (ing. slope)
12 Floroskopi ile Renklendirilmis Biiyiikk Damar (0-3) Sayisi (Ing.
ca)
13 thal: 3 = normal; 6 = sabit kusur; 7 = tersinir kusur (ing. thal)
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44
0024 Yok
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Sekil1.Cikis Parametresine Gore Giris Verilerinin Dagilim Grafikleri(ing. Distribution Plots of Input Data
According to Output Parameters)
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Sekil 2’'de ise calismanin is akis diyagrami verilmistir. [lk asamada veri setinden alinan tiim veriler arasinda kayip
veri, 6zellik secimi ve élceklendirme islemleri gerceklestirilmistir. Ikinci asamada PSO algoritmas ile énemli
ozelliklerin secimi saglanmistir. Son asamada ise Python programlama dilinde RF algoritmasini olusturmak icin
bir yazilim gercgeklestirilmistir. Ger¢eklestirilen yazilim ile egitim veri seti RF siniflandiricisi i¢in giris verilerini
olustururken, test veri seti ise modeli test etmek ve degerlendirmek i¢in kullanilmistir. Elde edilen model
dogruluk, ozgiillik, duyarllik, kesinlik, F-ol¢lisii ve ROC egrisi performans degerlendirme o0lgiitlerine goére
degerlendirilmis ve sonuglar karsilastirilmistir.

| BPsO |

X 1[X2[X3[X4IX5X6[X 7[XS[XOK 16K 1]

YYVYVYVVVYVYY
FlT[T[E[T[T[T[F[EF]T[T]
Onemli 6zellik secimi

Sonuglarin karsilastirmas) €— Model degerlendirilmesi Rasgele Orman

Sekil 2. RF Siniflandirma Is Akis Diyagrami(ing. RF Classification Workflow Diagram)
3. Arastirma Bulgular1 (Research Findings)
Yapilan ¢alismada Python programlama dili kullanilarak RF makine 6grenme algoritmasi ile kalp hastaligi

bilgilerini iceren veri setinin 136 adet kalp hastas1 ve 167 kalp hastas1 olmayan toplam 303 6érnek tizerinde kalp
hastalig1 teshisi gergeklestirilmistir. Tablo 4’de veri seti igerisinde yer alan ilk 5 veri ve dzellikleri verilmistir.

Tablo 4. ilk 5 Ornek ve Ozellikleri(ing. Top 5 Examples And Their Features)
age | sex | cp | trestbps | chol | fbs | restecg | thalach | exang | oldpeak | slope | ca | thal | target
063 |1 3 145 2331 |0 150 0 2.3 0 0|1 1
1(37 |1 2 130 250 |0 |1 187 0 35 0 0|2 1
2141 |0 1 130 204 |0 0 172 0 1.4 2 0|2 1
3156 |1 1 [120 236 [0 |1 178 0 0.8 2 0|2 1
4157 |0 0 [120 35410 |1 163 1 0.6 2 0|2 1

Veri kiimesi siiflamasi i¢in olusturulan karar agaci Sekil 3’de gosterildigi gibi graphviz ile gorsellestirilmistir. Bu
calismada boliinme degeri olarak Gini yontemi kullanilmistir. Gorsellestirme islemi yapilirken ana diigiim olarak
en yiiksek gini degeri = 0.5 olan yani en ayirt edici 6zellige sahip kalp atis hizi (ing. thalach) 6zelligi secilmistir.
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Sekil 3. Graphviz Modeli(ing. Graphviz Model)

13 bzellik iizerinde 6nem 6l¢iimii gerceklestirilmis ve dnemli ézelliklerin 6n plana ¢cikarilmasi saglanmigtir. Ozellik
onem grafigi Sekil 4’de gosterilmistir.

Degisken Onemi
0.12

0.10
0.08
=
E 0.06
Ll
0.04
0.02 I
0.00 ” E! = o= o
"EEEEgRETECE
i
£ t 5 © 3
Degisken

Sekil 4. Ozellik Onem Grafigi(ing. Feature Significance Chart)

Sekilde goriildiigii gibi thalach degiskeni yani elde edilen maksimum kalp atis hizi1 degeri kalp hastaliginin
teshisinde dikkate alinan en 6nemli 6zelliktir.

Calismanin bir sonraki asamasinda PSO yontemi ile veri setine iki farkli popiilasyon degeri uygulanmistir. Tablo
5’de kullanilan yontem ve 6znitelik tablosu verilmistir. Tablo 5’deki yontem ve 6znitelik tablosu kullanilarak
birinci popiilasyon degeriyle veri setinden 6 6znitelik ve ikinci popiilasyon degeriyle 9 6znitelik sec¢ilerek, Rastgele
Orman (ing. Random Forest) yontemi ile egitim gerceklestirilmistir. Parcacik siirii optimizasyonu kullanilarak
ozellik se¢cimi optimize edilmis ve sisteminin dogruluk iizerindeki etkisi incelenerek Sekil 5’'de sonuclar
gosterilmistir.

Tablo 5. Kullanilan Yéntem ve Oznitelik Tablosu (ing. Method and Attribute Table Used)

Yontem Kullanilan Oznitelikler

BPSO 1 | [1,2,3,7,8,9]

250



10.21923/jesd.824703

0.95

0.9

Dogruluk
<
o0
wn

0.8

0.75

BPSO_2 |[0,1,2,3,6,7,8,9,10]

RF [0,1,2,34,5,6,7,8,9,10,11,12,13]
~-BPSO_1 ]
o s
s A A
: 3

0 5 10 15 20
Ephocs

Sekil 5. Parcacik Stirii Optimizasyon ve Random Forest Dogruluk Grafigi (ing. Particle Swarm Optimization and

Random Forest Accuracy Plot)

Calismada ayrica karmasik matrisi (ing. Confusion Matrix) ile 61 test verisi tizerinde hastalik teshisi icin tahmin
simiflandirma islemi gercgeklestirilmistir. Sekil 6’da tasarlanan karmasiklik Matris (ing. Confusion Matrix)

verilmigtir.

Hastalik Var

Hastahk Yok

25

Hastahk Var Hastahk Yok
Sekil 6. Karmasiklik Matris(ing. Confusion Matrix)

Bu ¢alisma ile bir veri seti icerisinde yer alan 303 6rnegin RF algoritmasi kullanilarak kalp hastasi olup olmadigina
dair bir smiflandirma islemi gerceklestirilmistir. Siniflandirma islemi farkli performans degerlendirme
kriterlerine gore degerlendirilerek siniflandiricinin basari orani incelenmis ve sonuglar Tablo 6’da verilmistir.
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Tablo 6. Performans Degerlendirme Kriterleri(ing. Performance Evaluation Criteria)

Dogruluk | Duyarhlik Ozgiilliik Kesinlik F - élgiisii ROC
(ACQ) (Sensitivity) | (Specificity) | (Precision) | (F-masure) | (AUC)
% 86.88 % 87.87 % 85.71 % 87.87 % 87.87 %86.8

Tabloda da gorildugu gibi AUC degeri %86.8 olarak elde edilmistir ve bu degerin 1 degerine ¢ok yakin oldugu
gozlemlenmistir. Sonucu grafik tizerinde incelemek igin sekil 7’de calismaya ait ROC egrisi verilmistir. Egri
incelendiginde kalp hastaliklar tespitinde ideal bir ROC egrisine yakin sonug¢ verdigi goriilmektedir.

5
y

-
o
c 0.8
-~
o L7
E 0.6 -
= -
= -
g -~
904 _”
2 e
ann 0.2
8 Ly = = No Skill
e - — Logistic
0.0 0.2 0.4 0.6 0.8 1.0

Yanhs Pozitif Oran
Sekil 7. ROC Egrisi(ing. ROC Curve)

4.Sonug¢(Result)

Yapay zeka yontemleri bir¢ok farkli alanda oldugu gibi tip alaninda da 6nemli bir yere sahiptir ve cesitli
hastaliklarin teshis edilmesinde biiyiik bir rol oynamaktadir. insan hayatini riske atan hastaliklarin erken ve dogru
bir sekilde teshis edilmesi bu hastaliklardan kaynaklanan 6liim sayisinin 6ntine gecilmesini saglayacaktir.

Bu calismada RF simiflandirma yontemi ile kalp hastaligi teshisi gerceklestirilmis ve siniflandirma basarisi
performans agisindan degerlendirilmistir. Elde edilen sonuglar asagida maddeler halinde verilmistir.

e ilk olarak RF simiflandirma modeli icin Karmasiklik Matris (ing. Confusion Matrix) degerlendirme
kriterine gore modelin degerlendirilmesi gerceklestirilmistir. Modelin degerlendirilmesi ile 61 test verisi
icerisinde kalp hastasi olan 24 ornegi ve kalp hastasi olmayan 29 oOrnegi dogru tahmin ettigi
gozlemlenmistir.

e ikinci olarak RF siniflandirma modelinin; dogruluk, 6zgiilliik, duyarhlik, kesinlik ve F-6l¢iisii 6l¢iitlerinden
olusan performans degerlendirme kriterlerine gore basari orani incelenmistir. Degerlendirme sonucunda
RF siniflandirmanin %86.88 dogruluk, %85.71 6zgiilliik, %87.87 duyarlilik, %87.87 kesinlik ve %87.87
F-6lciisti degeri ile basarili tahmin gergeklestirdigi belirlenmistir.

e Son olarak smiflandirma modelinin performanst ROC egrisi kriteri ile degerlendirilmistir. Yapilan
degerlendirme ile %86.8 AUC degeri ile modelin kalp hastalig1 teshisini %86.88 dogruluk oraninda dogru
tespit ettigi gdzlemlenmistir.

lleride yapilacak calismalarda farkli yapay zeka yéntemleri kullanilarak dogruluk oraninin artirilmasinin miimkiin
olacag diistiniilmektedir.

Tesekkiir (Acknowledgement)

Calismada ‘Heart Disease UCI' veri setini agik kaynak erisimli internet sitesine (kaggle.com) aktaran kisi/kisilere
tesekkirlerimizi sunariz.

Cikar Catismasi (Conflict of Interest)

252



10.21923/jesd.824703

Yazarlar tarafindan herhangi bir ¢ikar catismasi beyan edilmemistir. No conflict of interest was declared by the
authors.

Kaynaklar (References)

Ahmad, M. W., Mourshed, M., & Rezgui, Y. 2017. Trees vs Neurons: Comparison between random forest and ANN
for high-resolution prediction of building energy consumption. Energy and Buildings, 147, 77-89

Akar, 0., & Giingor, 0. 2012. Rastgele orman algoritmasi kullanilarak ¢ok banth goériintiilerin siniflandirilmas.
Jeodezi ve Jeoinformasyon Dergisi, ss, 139-146.

Aydin, I, & Asici, B. (2020). Insan Hareketlerinin Taninmasi i¢in Parcacik Siirii Optimizasyonu Tabanlh Topluluk
Siniflandiric1 Yontemi. Firat Universitesi Mithendislik Bilimleri Dergisi, 32(2), 381-390.

Aydin, I, Salur, M. U, & Baskaya, F. (2018). Duygu Analizi icin Coklu Populasyon Tabanl Parcacik Siirii
Optimizasyonu. Tiirkiye Bilisim Vakfi Bilgisayar Bilimleri ve Miihendisligi Dergisi, 11(1), 52-64.

Barrett Lowe and Kulkarni A. D. (2015). Multispectral Image Analysis Using Random Forest, International Journal
on Soft Computing, vol. 6, no. 2, pp 1-14

Boyraz, 0.F, Seymen, V., Bozkurt, M. R, & Cetin, 0. 2014. Makine Ogrenmesi Algoritmalar1 Kullanilarak Kalp
Hastalig1 Tespiti. [cemst 2014, 1260.

Breiman, L. Rastgele Ormanlar. 2001. Machine Learning 45, 5-32.

Bulut, F. 2016, May. Heart attack risk detection using Bagging classifier. In 2016 24th Signal Processing and
Communication Application Conference (SIU) (pp. 2013-2016). IEEE.

Chaovalitwongse, W. A, Fan, Y. ]., & Sachdeo, R. C. 2007. On the time series $ k $-nearest neighbor classification of
abnormal brain activity. IEEE Transactions on Systems, Man, and Cybernetics-Part A: Systems and
Humans, 37(6), 1005-1016.

Chen, |, Li, K., Tang, Z., Bilal, K, Yu, S., Weng, C., & Li, K. 2016. A parallel random forest algorithm for big data in a
spark cloud computing environment. IEEE Transactions on Parallel and Distributed Systems, 28(4), 919-
933.

Cinaroglu, S., & Bulut, H. (2018). K-ortalamalar ve pargacik siirii optimizasyonu tabanli kiimeleme algoritmalari
icin yeni ilklendirme yaklasimlari. Journal of the Faculty of Engineering & Architecture of Gazi
University, 33(2).

Das, R, Turkogly, I., & Sengur, A. 2009. Effective diagnosis of heart disease through neural networks ensembles.
Expert systems with applications, 36(4), 7675-7680.

Gulia, A., Vohra, R,, & Rani, P. 2014. Liver patient classification using intelligent techniques. International Journal
of Computer Science and Information Technologies, 5(4), 5110-5115.

Horning, N. 2010, December. Random Forests: An algorithm for image classification and generation of continuous
fields data sets. In Proceedings of the International Conference on Geoinformatics for Spatial
Infrastructure Development in Earth and Allied Sciences, Osaka, Japan (Vol. 911).

Kartal, E. 2015. Siniflandirmaya Dayali Makine Ogrenmesi Teknikleri Ve Kardiyolojik Risk Degerlendirmesine
lliskin Bir Uygulama. Doktora Tezi. istanbul Universitesi, Fen Bilimleri Enstitiisii. Istanbul.

Kiligarslan, S., & Celik, M. 2019. Rotasyon Orman Siniflandirma Algoritmasit Kullanarak Kronik Bobrek
Rahatsizliginin Tahmini. Dumlupinar Universitesi Fen Bilimleri Enstitiisii Dergisi, (043), 21-34.

Koksal, B. 2011. Regresyon analizinde ROC egrisi kestirimi ile model se¢imi. Yiiksek Lisans Tezi. Marmara
Universitesi, Sosyal Bilimler Enstitiisii. Istanbul.

Masetic, Z., & Subasi, A. 2016. Congestive heart failure detection using random forest classifier. Computer methods
and programs in biomedicine, 130, 54-64.

Mursalin, M., Zhang, Y., Chen, Y., & Chawla, N. V. 2017. Automated epileptic seizure detection using improved
correlation-based feature selection with random forest classifier. Neurocomputing, 241, 204-214.
Opeyemi, 0., & Justice, E. 0. 2012. Development of neuro-fuzzy system for early prediction of heart attack.

Information Technology and Computer Science, 9(9), 22-28.

Ozcift, A., & Gulten, A. 2011. Classifier ensemble construction with rotation forest to improve medical diagnosis
performance of machine learning algorithms. Computer methods and programs in biomedicine, 104(3),
443-451.

Ozekes, S. 2003. Veri madenciligi modelleri ve uygulama alanlari. istanbul Ticaret Universitesi Dergisi. ss, 65-82.

Pal, M. 2005. Random forest classifier for remote sensing classification. International Journal of Remote Sensing,
26(1),217-222.

Ozsaglam, M. Y., & Cunkas, M. (2008). Optimizasyon problemlerinin ¢bziimdi igin pargagcik slrii optimizasyonu
algoritmasi. Politeknik Dergisi, 11(4), 299-305.

Palaniappan, S., & Awang, R. 2008, March. Intelligent heart disease prediction system using data mining
techniques. In 2008 IEEE/ACS international conference on computer systems and applications (pp. 108-
115). IEEE.

253



10.21923/jesd.824703

Priyanka, N., & RaviKumar, P. 2017, April. Usage of data mining techniques in predicting the heart diseases—Naive
Bayes & decision tree. In 2017 International Conference on Circuit, Power and Computing Technologies
(ICCPCT) (pp. 1-7). IEEE.

Sevli, 0. 2019. Gogiis Kanseri Teshisinde Farkli Makine Ogrenmesi Tekniklerinin Performans Karsilastirmasi.
Avrupa Bilim ve Teknoloji Dergisi, (16), 176-185.

Sengur, A. 2008. An expert system based on principal component analysis, artificial immune system and fuzzy k-
NN for diagnosis of valvular heart diseases. Computers in Biology and Medicine, 38(3), 329-338.

Shao, Y. E, Hou, C. D, & Chiu, C. C. 2014. Hybrid intelligent modeling schemes for heart disease
classification. Applied Soft Computing, 14, 47-52.

Singh, ], Kamra, A., & Singh, H. 2016, October. Prediction of heart diseases using associative classification. In 2016
5th International Conference on Wireless Networks and Embedded Systems (WECON) (pp. 1-7). IEEE.

Uner, S., Balcilar, M., & Ergiider, T. 2018. Tiirkiye hanehalki saglik arastirmasi: bulasici olmayan hastaliklarin risk
faktérleri prevalans: 2017 (STEPS). Diinya Saglhik Orgiitii Tiirkiye Ofisi, Ankara.

Yan, H,, Jiang, Y., Zheng, ], Peng, C., & Li, Q. 2006. A multilayer perceptron-based medical decision support system
for heart disease diagnosis. Expert Systems with Applications, 30(2), 272-281.

Yilmaz, M. 2018. Tarimsal Yaz Uriinlerin Sentinel-2 Uydu Gériintiilerinden Rastgele Orman Algoritmasi ile
Nesne-Tabanli Siniflandirilmasi. Yiiksek Lisans Tezi. Hacettepe Universitesi, Fen Bilimleri Enstitiisii.
Ankara.

Wang, D, Tan, D., & Liu, L. (2018). Particle swarm optimization algorithm: an overview. Soft Computing, 22(2),
387-408.

Wang, F,, Zhang, H,, Li, K,, Lin, Z,, Yang, J., & Shen, X. L. (2018). A hybrid particle swarm optimization algorithm
using adaptive learning strategy. Information Sciences, 436, 162-177.

254



