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Internet teknolojilerinin gelisimiyle birlikte metinsel verilerde ciddi bir artis yasannustir. Bu metinsel verilerin
anlamli hale gelebilmesi i¢in otomatik metin smiflandirma yaklasimlar1 6nemli hale gelmistir. Otomatik metin
smiflandirma yaklagimlarinda 6znitelik secimi ve 6znitelik agirliklandirma 6nemli bir yer tutar. Bu ¢aligmada,
Oznitelik agirliklandirma metotlarinin lokal 6znitelik secim metotlart lizerindeki etkisi ayrintili bir sekilde
incelenmistir. Calismada iki farkl agirliklandirma metodu, ii¢ farkli lokal 6znitelik se¢im metodu, {i¢ farkls kriter
veri kiimesi ve iki smiflandirict kullamilmistir. En yiiksek Mikro-F1 ve Makro-F1 skoru, Reuters-21578 veri
kiimesi i¢in 92.88 ve 65.55, 20Newsgroup veri kiimesi igin 99.02 ve 98.15, Enronl veri kiimesi i¢in 97.19 ve
93.40°tir. Deneysel sonuglar, OddsRatio (OR) Oznitelik se¢im metodu, Terim Frekanst (TF) 6znitelik
agirliklandirma ve Destek Vektor Makinesi (DVM) siniflandirict kombinasyonu ile daha iyi sonucun elde
edildigini gostermektedir.
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ABSTRACT

With the development of internet technologies, there has been a significant increase in textual data. Automatic text
classification approaches have become important in order for these textual data to become meaningful. Feature
selection and feature weighting have an important place in automatic text classification approaches. In this study,
the effect of feature weighting methods on local feature selection methods is examined in detail. Two different
weighting methods, three different local feature selection methods, three different criteria datasets, and two
classifiers were used in the study. The highest Micro-F1 and Macro-F1 scores were 92.88 and 65.55 for the
Reuters-21578 dataset, 99.02 and 98.15 for the 20Newsgroup dataset, and 97.19 and 93.40 for the Enronl dataset.
Experimental results show that better results are obtained with the combination of Odds Ratio (OR) feature
selection method, Term Frequency (TF) feature weighting and Support Vector Machine (SVM) classifier.
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|. GIRIS

Internet erisiminin artmasiyla birlikte, metinsel veriler her alanda ciddi artis gostermistir. Bu metinsel
verilerin daha anlamli hale gelebilmesi i¢in bu verilerin organizasyonu da onemli hale gelmistir. Metin
smiflandirma(MS) metinsel verilerin igeriklerine gore 6nceden tanimlanmig siniflara atanmasinda 6nemli bir rol
oynar [1]. MS birka¢ adimdan olugmaktadir. Bunlar &nisleme, 6znitelik ¢ikartma, 6znitelik segimi, 6znitelik
agirliklandirma ve smiflandirma islemleridir. Onisleme adimlari [2], metin dokiimanlarin1 daha kompakt ve
uygulanabilir hale getirmek icin kullanilir. Onisleme adiminda dizgelere ayirma, gereksiz kelimelerin atilmasi,
kiigiik harf doniisiimii, kok bulma gibi teknikler uygulanmaktadir. Daha sonra oniglemden gegirilen kelimeler
Oznitelik ¢ikartma agsamasinda kelime-cantasi teknigi ile sayisal hale doniigtiiriiliir. Ancak kii¢lik veri kiimelerinde
bile yiizbinlerce 6znitelik bulunabilir. Bu 6zniteliklerin tamamini kullanmak hem performansi hem de islem
zamanini arttiracaktir. Bu yiizden kelime-cantasindaki bazi 6nemli Ozniteliklerin secilmesi siniflandirma
performansi agisindan oldukca énemlidir. Oznitelik segiminin yaninda bu secilen 6zniteliklere atanan agirlik
degerleri de smiflandirma performansini ciddi oranda etkilemektedir.

Oznitelik secimi, kuskusuz MS ¢alismalarinin en énemli asamalarindan bir tanesidir. Secilen dznitelikler
vektor uzay modelinde gosterilirken her dokiimanda bulundugu frekansa gore bir agirlik atanir. Bu islem 6znitelik
agirliklandirma olarak adlandirilir. Oznitelik agirliklandirma da dznitelik secimine benzer sekilde smiflandirma
performansina etki etmektedir. Son agsama olarak siniflandirma, ana bilesenlerden bir tanesidir. Bu asamada,
onceden tanimlanan dokiimanlardan 6grenme fonksiyonu uygular ve sinif etiketleri bilinmeyen dokiimanlari
siniflandirmak i¢in kullanilir.

Metinsel verilerde 6znitelik se¢imi ¢ogunlukla, tiim 6zniteliklerin énemlerini tahmin eden bir 6l¢ii ile
degerlendirildigi ve ardindan en yiiksek puanlara sahip ilk N 6zniteliklerin se¢ildigi 6znitelik siralamalarina
dayamr[3]. Oznitelik segme yontemleri lokal ve global olmak iizere iki ana gruba ayrilmaktadir. Lokal politikada
her sinif farkli bir 6znitelik kiimesi ile temsil edilirken, global politikada dznitelik kiimesi global olarak olusturulur
ve tiim smiflar i¢in aynidir.

Yerel oznitelik se¢im yontemleri s6z konusu oldugunda, birden fazla lokal skoru kiiresel bir skora
doniistirmek igin bir kiiresellestirme teknigi gerekir. Bu teknikler TOPLAM, AGIRLIKLI TOPLAM,
MAKSIMUM literatiirde siklikla kullanilmaktadir [3]. Ote yandan, global 6znitelik segim ydntemleri s6z konusu
oldugunda, skorlar dogrudan &znitelik siralamasi i¢in kullanilabilir. Oznitelikler azalan diizende siralanir ve ilk N
oznitelikleri, 6znitelik alt kiimesine dahil edilir. N genellikle deneysel olarak belirlenmis bir sayidir. Metin
siiflandirmasi igin global 6znitelik se¢im yontemlerinin 6rnekleri DF (Document Frequency), IG (Information
Gain), Gl (Gini Index), DFS (Distinguishing Feature Selector) iken, yerel 6znitelik se¢im yontemlerinin drnekleri
ise M1 (Mutual Information), OR (Odds Ratio), CHI2 (Chi-Square)'dir [4].

Egitim dokiimanlarinda ¢ok ciddi sayida 6znitelik agiga ¢ikmaktadir. Ayrica bu 6zniteliklerden bazilar
Oonemsiz olabilmektedir. Bundan dolay1, egitim dokiimanlarindan ¢ikartilan Ozniteliklerden optimum sayida
oznitelik segmek icin Oznitelik secim algoritmalart ¢ok 6nemlidir. Oznitelik agirliklandirma metotlar;, MS
caligmalarinda bir takim avantajlar saglamaktadir [1]. Her Oznitelik bulundugu dokiimanlarda esit sayida
bulunmamaktadir. Bu yiizden her 6znitelige bulundugu dokiimanlara gore farkli agirlik degerleri atanir.

Literatiirde birgok lokal 6znitelik se¢im ¢aligmalari ile ilgili ¢alismalar olsa da, metin siniflandirmasi igin
Oznitelik se¢cimi halen devam eden bir aragtirma konusudur [5]. Ancak lokal 6znitelik se¢im yontemleri iizerinde
Oznitelik agirliklandirma tekniklerinin etkisi konusunda literatiirde ¢ok fazla c¢aligma bulunmamaktadir. Bu
caligmada, metin smiflandirma alaninda temel olarak kullanilan Terim Frekansi (TF) ve Terim Frekansi-Ters
Dokiiman Frekansi (TF-1DF) tekniklerinin ii¢ farkli lokal 6znitelik se¢im metotlari iizerindeki etkisi ayrintili olarak
analiz edilmistir. Ayrica ¢alismanin etkinligini arttirmak i¢in farkli 6znitelik boyutlari, farkli siniflandiricilar ve
farkli basar1 kriterleri ile farkli veri kiimeleri kullanilmigtir. Deneysel sonuglara bakildiginda, TF teknigi rekabetgi
bir performans gostermistir.

Makalenin geri kalani su sekilde organize edilmistir: Literatiirde lokal ve global dznitelik segim teknikleri
ve terim agirliklandirma ile ilgili yapilan ¢aligmalar B6liim 2'de kisaca agiklanmistir. Boliim 3, bu ¢aligmadaki
deneysel asamalar1 agiklamaktadir. Son olarak, Boliim 4°te baz1 agiklamalar sunulmustur.

673



I " BSEU Fen Bilimleri Dergisi BSEU Journal of Science
I. 9(2), 672-682, 2022 https://doi.org/10.35193/bseufbd.993833

BILECIK SEYH EDEBALI

UNTVERSITES] e-1SSN:2458-7575 (https://dergipark.org.tr/tr/pub/bseufbd)

I1. iILGILI CALISMALAR

Oznitelik segimi ve agirhiklandirma, gok sayida oznitelik igeren veri kiimelerinin yaygin oldugu
smiflandirma gorevlerinde 6énemli bir adimdir. Metin smiflandirmaya odaklanan ¢ok sayida oznitelik se¢im ve
agirliklandirma ¢alismasi vardir [1-3]. Metin veri kiimeleri binlerce 6znitelik igerdiginden, metin siniflandirma
performansini diisirmektedir. Bu nedenle literatiirde Onerilen birgok Oznitelik se¢im yontemi ve Oznitelik
agirliklandirma galigmalart mevcuttur [1,3-6].

Metin simiflandirma ¢aligmalarinda siniflandirma asamalar1 kadar 6znitelik se¢imi de 6nemli bir konudur.
Literatiirde aragtirmacilar tarafindan tasarlanan Oznitelik se¢im yontemlerini degerlendiren bir¢ok calisma
bulunmaktadir. Oznitelik segim ydntemleri, dznitelikleri degerlendirmek igin lokal ve global olmak iizere ikiye
ayrilir. Lokal politikada, bir 6znitelik siif bazinda degerlendirilir, daha sonra toplam, agirlikli toplam ve
maksimum olan globallestirme teknikleri ile nihai skor hesaplanir [3]. Ancak, bir 6zniteligin skoru, global
politikada global olarak hesaplanir. Global yontemlerde 6zniteliklere tek bir skor atanir. Bu alanda arastirmacilar
tarafindan 6znitelik se¢gme yontemlerini ve globallestirme politikalarini degerlendirmeye yonelik bir¢ok calisma
yapilmistir [1,2]. Ancak bu ¢aligmalarin bulgularim genellemek oldukg¢a zordur. Ciinkii veri kiimeleri, 6n isleme,
oznitelik agirliklandirma yontemleri, globallestirme politikasi gibi deneysel ayarlarin gesitliligi ¢ok farklidir.

Forman [7] lokal politikay:1 dikkate alarak o6znitelik secim yontemleri hakkinda kapsamli bir ¢aligma
yapmustir. Deneylerde dengeli ve dengesiz bir¢ok veri kiimesi kullanilmistir. Ayrica siniflandirma algoritmasi
olarak SVM kullanilmistir. Debole ve Sebastiani [8], dznitelik segim politikalarini degerlendirdi. Oznitelik segim
skorlarmi kullanan yeni bir 6znitelik agirliklandirma semasina odaklansalar da, globallestirme politikalar:
hakkinda ayrintili bilgi vermezler. Ozgiir ve arkadaslari [9], siniflandirma algoritmasi olarak SVM kullanarak lokal
ve global teknikleri karsilastiran bir ¢aligma yaptilar. Ayrica lokal ve global teknikler sirasiyla sinif tabanl ve
derlem tabanli anahtar kelime se¢imi olarak adlandirilir. Tas¢1 ve Giingor [10], metin siniflandirmada giincel
oznitelik segme yontemlerini kullanarak 6znitelik segim politikalarini karsilastirdilar. Deneylerde farkli 6zelliklere
sahip veri kiimelerini kullanmglardir. Politikalarin degerlendirilmesinin yani sira yeni 6znitelik segim yontemleri
onerdiler. Uysal [4], metin siniflandirma alani i¢in gelistirilmis bir global 6znitelik se¢im semas1 (IGFSS) 6nerdi.
IGFSS, global ve tek tarafli lokal 6znitelik se¢im ydntemini birlestiren bir topluluk ydntemidir. Oznitelik alt
kiimesi, bu yoOntemleri birlestirerek siniflar1 neredeyse esit olarak temsil eder. IGFSS, &znitelik se¢im
yontemlerinin tekli performansindan daha basarilidir. Daha sonraki bir ¢alismada, Uysal [11], metin siniflandirma
i¢in filtre tabanl lokal 6znitelik segme yontemleri ile 6znitelik doniistiirme ve sarmalayici tabanl 6znitelik segme
yontemlerinin birlestirilmesiyle olusturulan iki agamali 6znitelik se¢im yontemlerini kapsamli bir sekilde analiz
etmistir. Oncelikle baz1 lokal 6znitelik secim yontemleri ve ii¢ adet oznitelik alt kiime olusturma ydntemi
kullamlmustir. Ikinci olarak, temel bilesen analizi (PCA), gizli anlamsal indeksleme (LSI) veya genetik
algoritmalar kullanilmistir. Micro-F1 ve Macro-F1 6lgiileri kullanilarak Reuters ve Ohsumed olmak iizere iki genel
veri kiimesi tizerinde lineer bir SVM simiflandirict ile farkli ayarlar yapilmigtir. Parlak ve Uysal [3], farkli
kiiresellesme tekniklerinin ii¢ lokal 6znitelik segme yontemi tizerindeki etkilerini dort kiyaslama veri kiimesi
kullanarak kapsamli bir sekilde analiz ettiler. Deneylerde, DVM smiflandirict DT smiflandiricidan daha
basarihidir. DFSS (Discriminative Feature Selection) yontemi ¢ok simifli veri kiimelerinde OR ve CHI2
yontemlerinden daha iyi performans gosterirken, ikili simif veri kiimelerinde CHI2 yontemi OR ve DFSS
yontemlerinden daha bagarihidir. Kou ve arkadaglari [12], kiigiik 6rnek veri kiimeleriyle 6znitelik siralamasini
degerlendirmek igin Coklu-Kriter Karar Verme (MCDM) tabanli yaklagimlart kullanir. MCDM yontemlerinin
performansi, on 6znitelik se¢im yontemiyle gosterilmektedir. Deneysel sonuglari ii¢ siniflandirici, bes MCDM
yontemi ve on veri kiimesi arasinda karsilastirirlar. Agnihotri ve arkadaslart [13], metin siniflandirmasi i¢in
Degisken Global Oznitelik Secim Semas1 (VGFSS) adli yeni bir 6znitelik secim semasi onerdi. Yontem,
kategorilerdeki 6znitelik sayisina gore her kategoriden farkli sayida 6znitelik secer. VGFSS yontemi, genel veri
kiimelerinde diger yedi giincel yontemden daha basarilidir. Daha sonraki bir ¢aligmada [14], metin siniflandirma
performansini iyilestirmek icin yeni bir Yumusak Oylama Teknigi (SVT) onerdiler. SVT yontemi, bes genel veri
kiimesi tizerinde dort siniflandirici kullanilarak test edilir. Deneysel calismalar, SVT yonteminin standart
yontemlere gore siniflandiricilarin performansinda 6nemli bir gelisme sagladigini géstermektedir. Parlak ve Uysal
[15] Oznitelik se¢cimi ve Oznitelik agirhiginin tibbi dokiiman simiflandirmasi {izerindeki etkisi, MEDLINE
dokiimanlarint igeren iki veri kiimesi kullanilarak analiz etmistir. Gini indeksi(Gl) ve aywrt edici 6zellik
secici(DFS) olmak iizere iki farkli 6znitelik se¢im yontemi ile terim frekansi (TF) ve terim frekansi-ters dokiiman
frekans1 (TF-IDF) olmak fiizere iki farkli terim agirliklandirma yonteminin performanslari iki oriintii siniflandiric
kullanilarak analiz edilmistir.
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I11. DENEYSEL CALISMALAR

iki farkl1 6znitelik agirliklandirma metodu olan TF ve TF-IDF, iki smiflandiricy, iki performans metrigi
ve ti¢ veri kiimesi kullanarak test ettik. Bu veri kiimeleri, 6znitelik se¢im metotlari, 6znitelik agirliklandirma
metotlari, siniflandirma algoritmalari, performans olgiitleri ve performans analizleri alt bolimlerde agiklanmustir.

A. Veri Kiimeleri ve Onisleme

Bu caligmada veri kiimeleri olarak Reuters-21578, 20Newsgroup ve Enronl kullanilmigtir. Bu veri
kiimeleri i¢in sinif etiketleri ve dokiiman sayilar1 Tablo 1-3” te ayrintili olarak gosterilmistir. Tiim veri kiimeleri
icin Porterstemmer algoritmasi [16] kullanildi. Gereksiz kelimeler listesine gore veri kiimelerinde gegen gereksiz
kelimeler ¢ikarildi. Ayrica, 6n isleme adimi olarak kii¢iik harfe doniistiirme ve alfabetik olmayan karakterlerin
kaldirilmas: kullanmilmistir [2]. Cok smifli veri kiimeleri igin Reuters-21578, 20Newsgroup veri kiimesini
kullanirken, ikili sinif veri kiimeleri i¢in Enronl veri kiimesini kullandik. Cok sinifl1 veri kiimeleri icin ilk 10 ve
en cok dokiiman iceren 10 sinifi kullandik. Reuters-21578 disindaki tiim veri kiimeleri, adil degerlendirme i¢in
egitim (%70) ve test (%30) boliimlerine ayrilmistir. Reuters-21578 zaten egitim ve test boliimlerine ayrilmig bir
sekilde olusturulmustur.

Tablo 1. Reuters-21578 veri kiimesi

No. Siif etiketi Dokiiman sayisi (egitim) Dokiiman sayisi (test)

1 earn 2877 1087

2 acq 1650 719

3 money-fx 538 179

4 grain 433 149

5 crude 389 189

6 trade 369 117

7 interest 347 131

8 ship 197 89

9 wheat 212 71

10 corn 181 56

Tablo 2. 20Newsgroup veri kiimesi
No. Sinif etiketi Dokiiman sayisi (egitim) Dokiiman sayisi (test)

1 alt.atheism 700 300
2 comp.graphics 700 300
3 comp.0s.ms-windows.misc 700 300
4 comp.sys.ibm.pc.hardware 700 300
5 comp.sys.mac.hardware 700 300
6 comp.windows.x 700 300
7 misc.forsale 700 300
8 rec.autos 700 300
9 rec.motorcycles 700 300
10 rec.sport.baseball 700 300
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Tablo 3. Enron1 veri kiimesi
No. Sinif etiketi Dokiiman sayisi (egitim) Dokiiman sayisi (test)
1 yasal 2570 1102
2 Yasal olmayan 1050 450

B. Oznitelik Secim Metotlar

Deneysel ¢alismalarda 6znitelik agirliklandirma tekniklerini degerlendirmek icin ii¢ farkli lokal 6znitelik
secim yontemi kullanildi. Bu yontemler alt boliimlerde aciklanmistir. Ayrica globallestirme teknigi olarak
MAXIMUM metodu kullanilmgtir.

Tablo 4. Oznitelik Segim yontemleri igin &n gdsterimler

Notasyon Deger Anlam

a(TP) df(t,c;) C; smifinda t terimini igeren dokiiman sayisi
b(FP) df(t,C,) Diger siniflarda ( C, )t terimini igeren dokiiman say1si
c(TN) df(t,c;) C; smifinda t terimini igermeyen dokiiman sayis
d(FN) df(t,C)) Diger simiflarda ( C, )t terimini igermeyen dokiiman sayisi
e tf(t,C;) C; smifinda t teriminin frekansi

f tf(¢,C) Diger siiflarda ( C, )t teriminin frekans:

N (a+b+c+d) Tiim siiflardaki toplam dokiiman sayisi

M count(C;) Toplam sinif sayist

p(t) (a+b)/N t teriminin olasilig

p(t) (c+d)/N t teriminin bulunmama olasilig

p(G) (a+c)/N Cjsifinin olasihigy

p(C) (b+d)/N Cjsmifinin olmamasi olastlig:

p(t.c;) a/N tteriminin C; smifinda olma olasiligt

p(t,(;) b/N t teriminin diger siniflarda (C_']) olma olasilig1
p(t.C;) c/N tteriminin C; smifinda olmama olasilig

p(z.C) d/N tteriminin diger siniflarda(C;) olmama olasihig:
p{tic;) al(a+c) Cysmifi varkent teriminin olma olasihigt

p(EIC;) cl/(a+c) C;ystifi varken t teriminin olmama olasilig
p(t|C) b/(b+d) C;smifi yokken (C))t teriminin olma olasilig:
p(t|C) d/(b+d) C;simfi yokken (C))t teriminin olmama olasilig:
p(Gilt) al(a+b) t terimi varken Cjsmifinin olma olasilig:

p(GIt) b/(a+b) t terimi varken C;sinifinin olmama olasilig
p(G;lt) c/(c+d) t terimi yokken C;sinifinin olma olastligt

p(C|t) d/(c+d) t terimi yokken C;smifinin olmama olasiligi

1) DFSS (Discriminative Feature Selection): DFSS, metin siniflandirmasi igin filtre tabanli bir 6znitelik
secim yontemidir [17]. Yontem, 6nemli 6znitelikleri segmek igin bazi kriterler icerir. Bunlar, (i) terim frekansi
daha yiiksek olan 6zniteliklerin se¢ilmesi, (ii) daha yiiksek dokiiman frekansina sahip 6zniteliklerin segilmesi, (iii)
tim siiflardaki dokiimanlarin ¢ogunda gegen 6zniteliklerin goz ardi edilmesidir. Bu kriterler kullanilarak DFS
skoru su sekilde hesaplanir:

tf(t.cj)/df(tc;)

DFSS(t,¢;) = )

x P(t|c;) x P(c;lt) x |P(t|c;)) — P(t|C)] @)

2) OR (Odds Ratio):OR formiiliinden dolayi tek tarafli bir lokal 6znitelik se¢im yontemidir. Yontem hem
pozitif hem de negatif 6znitelikleri seger. OR skoru asagidaki formiil kullanilarak hesaplanabilir:
P(tle)a-r(t[c)
a-r(tle;pe(tlg)

3) CHI2 (Chi-Square):CHI2, metin siniflandirmasi igin etkili bir 6znitelik segme yontemidir. CHI2

yontemi, t 6zniteligi ile C sinifi arasindaki bagimsizlik farkini hesaplar. Olaylar olan A ve B, asagidaki durumlarda
bagimsiz kabul edilir:

pXY) = p(X)p(Y) @)

OR(t, cj) = log 2
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Oznitelik segme siirecinde, bu iki olay sirastyla belirli bir 6zniteligin ve sinifin olusumuna karsilik gelir.
CHI2 puani su sekilde hesaplanir:

N+(TP+TN—FP+FN)? )
(TP+FN)*(TP+FP)*(FN+TN)*(FP+TN)

CHI2(t;,¢;) =

C. Oznitelik Agwrlklandirma Metotlart

Bu c¢aligmada 6znitelik agirliklandirma metodu olarak TF(Terim Frekansi) ve TF-IDF(Terim Frekansi-
Ters Dokiiman Frekansi) kullanilmigtir. Bu iki metot metin siniflandirma ¢alismalarinda yogun olarak kullanilan
metotlardandir. Ayrica hem basit olmasi hem de metin siniflandirma alaninda basarili performans gdstermeleri
sebebiyle bu iki temel metot tercih edilmistir.

Metin veri kiimesinde K dokiimanlari, k ise tek bir dokiimani temsil ettigini diisiiniirsek, fj, gya da TF “d”
dokiimaninda “k” teriminin gegme sayisidir. £, K terimini karsilik gelir ve metin dokiimanlarinda k; defa geger.

TF(k,d) = f k.q 1d dokiimaninda k teriminin ge¢me say1si, k terimi d dokimanindavarsa}  (5)

TF-IDF teknigi, bir 6zniteligin agirligini belirlemek i¢in hem TF hem de IDF degerini kullanir. TF-IDF
Oznitelik agirliklandirma teknigi, metin siniflandirma alaninda yaygin olarak kullanilmaktadir ve diger terim
agirhiklandirma teknikleri bu teknigin tiirevleridir. Sezgisel olarak, TF-IDF teknigi, 6zniteligin ilgili metin
dokiimani i¢in ne kadar onemli oldugunu belirler. Ters dokiiman frekansi formiilii asagidaki gibi
hesaplanmaktadir:

IDF(t},) = logkfi (6)

TF-IDF formiilii, metin dokiimanindaki bir 6zniteligin 6nemini degerlendirmek i¢in kullanilir. TF-IDF
skoru asagidaki gibi hesaplanmaktadir:

TF-IDF(k,d) = TF(k.d) * IDF(t;) = fia * log 0

D. Siniflandirma Algoritmalar:

Bu caligmada, Destek Vektér Makineleri (DVM) ve Karar Agaci (KA) olmak tizere iki siniflandirici
kullandik. Bu siniflandiricilarin temel amaglari agagida agiklanmustir:

DVM [18], metin siniflandirma alanindaki en 6nemli siniflandiricilardan biridir. Ayrica DVM, ¢ekirdek
tipine gore lineer ve lineer olmayan versiyonlar olabilir. Bu ¢alismada, metin siniflandirma alaninda yaygin olarak
kullanilan DVM'nin dogrusal versiyonu kullanildi. Bir karar yiizeyi, DVM siniflandiricisi tarafindan belirlenir.
Herhangi bir veri noktasindan maksimum derecede uzaktadir. iki simifli smiflandirmay1 ¢oklu smiflandirmaya
modifiye etmek i¢in biitiine kars1 bir ve bire kars1 bir olan iki yaygin yaklagimdan biri tercih edilebilir.

KA'lar, uygun bir sinif tespit edilene kadar siniflarin sirasiyla reddedildigi ¢ok asamali karar sistemleridir
[19]. Bu amaca ulasmak igin, dznitelikler ilgili simiflara gére farkli bolgelere ayrilir. Ikili siiflandirma agaci, en
yaygin kullanilan KA tiirtidiir.

E. Performans Olgiitleri

Bu caligmada o&znitelik agirliklandirma tekniklerinin lokal Oznitelik se¢im yontemleri iizerindeki
performansini degerlendirmek icin 6nemli bir basar1 dl¢iitii olan Micro-F1 ve Macro-F1 skorlar1 kullanilmistir. F-
skoru hem kesinlik hem de duyarlilik dikkate alinarak hesaplanir. Makro ortalamada, F-skoru her sinif igin ayri
ayr1 hesaplanir ve ardindan tiim siniflarin ortalamasi hesaplanir. Macro-F1 skorunun hesaplanmasi asagidaki gibi
gosterilebilir:

M
Macro — F1 = 2jzaf) , Fj= 2P 8)

M pj+1'j

Bu formiilde, p; and ;, sirasiyla j sinifinin kesinlik ve duyarlilik skorlarma karsilik gelir.

Mikro ortalamada F-skoru ise smuf bilgisi dikkate alinmadan hesaplanmaktadir. Bu nedenle, tim
smiflandirma kararlar1 tim dokiimanlarda dikkate alinir. Dengesiz veri kiimelerini degerlendirirken, mikro
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ortalamay1 hesaplarken biiyilk siniflar kiigiik siniflara hitkmedebilir. Micro-F1 skorunun hesaplanmasi asagidaki
gibi gosterilebilir:

Micro — F1 = 227

©)

Bu formiilde p ve r, tiim smiflar i¢in kesinlik ve duyarlilik degerlerine karsilik gelir. Micro-F1 skoru,
daha fazla dokiiman igeren bilyiik siniflarin baskin olmasi nedeniyle tim durumlar igin adil bir degerlendirme
saglamayabilir. Bu nedenle, deneylerde Micro-F1 skorunun yaninda Macro-F1 6l¢iitii kullanilmustir.

p+r

F. Performans Analizi

Bu béliimde, ti¢ lokal 6znitelik se¢im yontemi, farkli karakteristiklere sahip li¢ veri kiimesi ve iki adet
basarili siiflandirict kullanilarak kapsamli bir analiz yapilmistir. Ayrica iki farkli 6znitelik agirliklandirma
tekniklerini iyi bilinen lokal 6znitelik segim teknikleri {izerindeki performanslarini karsilastirdik. Oznitelik secimi
asamasinda lokal Gznitelik se¢im yontemlerine 6rnek olan DFSS, OR ve CHI2 6znitelik se¢im yontemleri
kullanilmistir. Ancak bu c¢alismada SVM ve DT olmak iizere iki farkli basarili siniflandirict kullanilmistir.
Globallestirme teknigi olarak MAXIMUM teknigi kullamilmistir. Tiim veri kiimeleri igin Porterstemmer
algoritmasi [20] kullanildi. Gereksiz kelimeler, belirlenen gereksiz kelime listesine gore kaldirildi ve 6znitelik
agirliklandirma asamasi i¢in TF ve TF-IDF [21] kullanildi. Ayrica, 6n isleme adimi olarak kii¢iik harf dontigiimii
ve alfabetik olmayan Karakterlerin kaldirilmasi kullanildi [2]. Oznitelik agirliklandirma tekniklerinin
performansini iki farkli smiflandirict {izerinde degerlendirmek igin Micro-F1 skoru ve Macro-F1 skoru
kullanilmastir.

Ucg lokal 6znitelik se¢im yontemi ile segilen farkli 6znitelik boyutlar1 SVM ve DT smiflandiricilari ile
beslenmistir. Oznitelik alt kiimeleri, 50, 100, 300, 500, 1000 ve 3000 olmak iizere farkli boyutlarda
olugturulmustur. 16867, 50419 ve 31238 sirasiyla Reuters-21578, 20Newsgroup ve Enronl [22] veri kiimeleri i¢in
toplam 6znitelik sayisidir. Micro-F1 ve Macro-F1 [23] skorlarinin sonuglari, Reuters-21578 veri kiimesi i¢in Tablo
5-10'da gosterilmektedir. Tablolarda 6znitelik se¢im metoduna gore en yiiksek skor kalin sekilde, tablo bazinda
en yiiksek skor hem kalin hem de alt1 ¢izili iken, veri kiimesi bazinda en yiiksek skor hem kalin, hem alt1 ¢izili,
hem de golgelendirme yapilarak gosterilmistir.

Tablo 5. DVM ile Reuters-21578 veri kiimesinden elde edilen Micro-F1 ve Macro-F1 skorlar1 (%)

Mikro-F1 skorlari (%) Makro-F1 skorlari (%0)
DFSS OR CHI2 DFSS OR CHI2

Dimension TF ITDFF TF |TDFF TF |TDFF TF |TDF|: TF |TDF|: TF ITDFF
50 90.75 90.36  83.37 8344 91.66 9154 5879 5823 3886 3950 61.36 61.39
100 9175 9158 8576 8583 9214 91.85 61.02 6135 4564  46.06 61.81 61.79
300 9246 9179 8767 8746 9241 91.96 63.04 6292 5078  50.87 62.86 63.61
500 9253 9239  88.28  88.03 9246 9235 6440 6555 5271 5219 63.70 64.16
1000 9275 9252 8961  89.14 9272 9231 6365 6436 5729 5832 6331 63.26
3000 92.88 9254 9245 9168 92.84 9256 6487 6345 6441 6404 6447 64.16
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Tablo 6. KA ile Reuters-21578 veri kiimesinden elde edilen Micro-F1 ve Macro-F1 skorlar1 (%)
Mikro-F1 skorlar: (%) Makro-F1 skorlar (%)
DFSS OR CHI2 DFSS OR CHI2

TF- TF- TF- TF- TF- TF-
Dimension TF IDF TF IDF TF IDF TF IDF TF IDF TF IDF
50 8991 89.71  83.58 8329 90.28 89.76 5837 57.14  37.85 36.72 5832 57.05
100 90.58 90.28 85.47 85.26 90.58 90.47 59.26 60.05 44.80 44.33 59.06 58.62
300 90.66  89.69  87.53 87.03 90.21 90.15 59.00 57.92 50.75 50.02  57.93 57.75
500 90.28 89.36 87.96 87.53 90.96 89.95 58.28 57.23 52.44 51.31 59.65 58.21
1000 90.79  90.30  88.85 88.79 9045 8958 59.00 5847 5556 55.44 5822 57.44
3000 90.49 89.89 90.68 90.34 90.17 89.45 58.77 58.23 59.49 58.52 58.30 57.48

Reuters-21578 veri kiimesi i¢in DFSS 6znitelik se¢im yontemi, TF ve TF-IDF 6znitelik agirliklandirma
metodu, 3000 ve 500 oznitelik kullanan DVM smiflandirici kombinasyonundan elde edilen en yiiksek Mikro-F1
ve Makro-Flskoru sirasiyla 92.88, 65.55'dir. DVM siniflandirict ¢ogu durumda KA’na gore daha basarihidir.
Ayrica DVM siniflandiricida en yiiksek skorlar daha ¢ok yiiksek boyutlarda elde edilirken, KA siniflandiricida
daha ¢ok diisiik boyutlarda elde edilmistir.

Tablo 7. DVM ile 20Newsgroup veri kiimesinden elde edilen Micro-F1 ve Macro-F1 skorlari (%)

Micro-F1skorlari (%) Makro-F1skorlar: (%)
DFSS OR CHI2 DFSS OR CHI2

TF- TF- TF- TF- TF- TF-
Dimension TF TF TF TF TF TF

IDF IDF IDF IDF IDF IDF
50 97.75 98.03 98.61 98.56 98.27 9841 96.03 96.11 97.54 97.17 96.93 96.84
100 98.21 98.32 98.67 98.53 98.46  98.58 96.82 96.67 97.64 97.09 97.26 97.19
300 98.52 98.56  98.74 98.58 98.13 98.31 97.36 97.18  97.76 97.18 96.70 96.67
500 98.21 98.32 98.69 98.60 97.90 98.24 96.83 96.70 97.67 97.22 96.30 96.54
1000 98.31 98.06 98.53 98.49 98.15 98.17 97.01 96.19 97.41 97.02 96.74 96.40
3000 98.29 97.94 98.29 97.92 98.17 97.79 96.97 95.96 96.96 95.93 96.77 95.64
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Tablo 8. KA ile 20Newsgroup veri kiimesinden elde edilen Micro-F1 ve Macro-F1 skorlar (%)
Mikro-F1skorlar (%) Makro-F1skorlar: (%)
DFSS OR CHI2 DFSS OR CHI2

Dimension L TF o T TP TF R

IDF IDF IDF IDF IDF IDF
50 98.70 98.77 98.13 98.75 98.88  98.89 97.63 97.56 98.10 97.54 98.00 97.80
100 98.93 98.97 98.86 98.87 98.95 98.99 98.10 97.97 97.96 97.76 98.14 98.00
300 98.88 98.99 98.91 98.97 98.84 9891 97.99 98.00 98.05 97.98 97.92 97.82
500 98.78 98.87 98.89 98.87 98.88 98.94 97.82 97.75 98.03 97.77 97.99 97.89
1000 98.86 98.97 98.93 99.02 98.86 98.94 97.96 97.97 98.09 98.06 97.95 97.89
3000 98.80 98.99 98.97 98.94 98.78 98.97 97.87 98.00 98.15 97.91 97.83 97.96

20Newsgroup veri kiimesi i¢in OR oznitelik se¢im yontemi, TF-IDF ve TF oznitelik agirliklandirma
metodu, 1000 ve 3000 6znitelik kullanan KA siniflandirict kombinasyonundan elde edilen en yiiksek Mikro-F1 ve
Makro-F1skoru sirasiyla 99.02, 98.15'tir. KA siniflandirict gogu durumda DVM’e goére daha basarilidir. Ayrica
DVM smiflandiricida en yiiksek skorlar daha ¢ok diisiik boyutlarda elde edilirken, KA smiflandiricida daha ¢ok
yiiksek boyutlarda elde edilmistir.

Tablo 9. DVM ile Enronl veri kiimesinden elde edilen Micro-F1 ve Macro-F1 skorlart (%)

Mikro-F1 skorlari (%) Makro-F1 skorlari (%)
DFSS OR CHI2 DFSS OR CHI2

. . TF- TF- TF- TF- TF- TF-
Dimension TF \DF TF \DF TF \DF TF IDF TF IDF TF \DF
50 92.56 92.56 91.05 91.09 94.67 9410 84.20 84.15 82.20 82.30 88.35 87.25
100 93.81 93.77 92.82 93.55 9545 9545  86.60 86.50 85.10 86.30 89.95 89.95
300 95.45 95.31 95.14 95.49 95.66 95.56  89.80 89.45 89.15 89.90 90.35 90.05
500 95.49 95.10 95.42 95.38 95.73 9577  89.70 88.80 89.55 89.50 90.35 90.40
1000 95.66 94.57 96.08 96.08 96.84 96.36 90.05 87.70 91.00 91.00 92.65 91.45
3000 95.49 9460  97.19 96.08 96.29 9580  89.65 87.75  93.40 90.95 91.35 90.20
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Tablo 10. KA ile Enronl veri kiimesinden elde edilen Micro-F1 ve Macro-F1 skorlart (%)

Mikro-F1 skorlar: (%) Makro-F1 skorlari (%)
DFSS OR CHI2 DFSS OR CHI2
TF- TF- TF- TF- TF- TF-

Dimension TF IDF TF IDF TF IDF TF IDF TF IDF TF IDF
50 9185 9185  89.97 89.890 9442 9442 8325 8325  80.00 80.35 87.80 87.80
100 91.96 91.96 92.74 92.52 95.24 95.25 83.05 83.05 84.95 84.50 89.55 89.55
300 92.78 92.78 93.55 94.35 9431 9431 84.60 84.60 86.35 87.85 87.65 87.65
500 91.92 91.92 93.30 92.93 92.96 9297 82.75 82.75 85.80 84.90 84.69 84.70
1000 91.81 9181  93.15 9326 9326 9326 8265 8265  85.05 8525 8550 85.50
3000 92.07 92.07 94.24 93.44 9417 93.44 83.00 82.90 87.10 85.35 87.10 85.85

Enronl veri kiimesi i¢in OR 6znitelik se¢im yontemi, TF 6znitelik agirliklandirma metodu, 3000 6znitelik
kullanan DVM siniflandirict kombinasyonundan elde edilen en yiiksek Mikro-F1 ve Makro-F1 skoru sirasiyla
97.19, 93.40'tir. KA smiflandirici ¢ogu durumda DVM’e gore daha basarilidir. Ayrica DVM siniflandiricida en
yiiksek skorlar daha ¢ok diisiik boyutlarda elde edilirken, KA smiflandiricida daha ¢ok yiiksek boyutlarda elde
edilmistir.

Genel olarak, TF agirliklandirma metodu TF-IDF metoduna gore daha yiiksek performans gostermistir.
Ayrica, OR 6znitelik se¢im metodu ise DFSS ve OR metotlarina kiyasla daha yiiksek performans gostermistir.
Ayrica 6znitelik boyutu arttik¢a siniflandirma performansi genel olarak artmistir. Bazi durumlarda kiigiik boyutlar
en yiiksek performansi gostermistir.

IV. SONUCLAR

Bu calismada, yaygin olarak bilinen iki farkli 6znitelik agirliklandirma metotlarinin iyi bilinen iki
siniflandirict, tig farkli lokal 6znitelik se¢im yontemi kullanilarak kapsamli bir sekilde analiz edilmistir. Bu analiz,
metin siniflandirma alaninda yaygin olarak kullanilan ii¢ farkli veri kiimesi lizerinde gergeklestirilmistir.
Deneylerde, 6n isleme adimlari olarak gereksiz kelimeleri kaldirma ve kok bulma metodu uygulanmigtir. Deneysel
sonuglar, DVM smiflandiricinin Reuters-21578 ve Enron1 veri kiimesinde en yiiksek performansi gdsterirken, KA
smiflandiricis1 ise 20Newsgroup veri kiimesinde en yiiksek performansi gostermistir. Buradan DVM
siiflandiricinin dengesiz veri kiimelerinde basarili performans gosterirken, KA siniflandiricinin ise dengeli veri
kiimesinde daha basarili oldugu gozlenmistir. Ayrica, TF agirliklandirma metodu genel olarak lokal &znitelik
secim metotlar iizerinde TF-IDF agirliklandirma metoduna gore daha yiiksek performans sergilemistir. Bunun
sebebi ise Ters Dokiiman Frekansi (IDF)’nin lokal 6znitelik se¢im metotlarinin performansina katki saglamadigi
goriilmektedir. IDF skoru biitiin dokiimanlar {izerinden hesaplanirken, lokal metotlar sadece ilgili sinif i¢in skor
tiretmektedir. Bu sebepten otiirii TF metodu daha basarili performans sergiledigi goézlenmistir. Gelecekteki bir
calisma olarak, iyi bilinen bu agirliklandirma metotlarini global 6znitelik secim metotlar iizerine uygulamak ve
performans analizi yapmak olacaktir.
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