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HIGHLIGHTS  GRAPHICAL ABSTRACT 

 Predicting heart disease by 

analyzing the factors that 

affect it.  

 Utilizing Machine 

Learning (ML) algorithms 

by selecting dataset 

features for prediction 

processes  

 Demonstrating that the 

prediction results obtained 

after feature selection 

using the Genetic 

Algorithm (GA) method 

and machine learning 

methods have a higher 

success rate. 

 

 The aim of this study was determined as the prediction of heart disease by analyzing the factors 

that affect this disease with Machine Learning (ML) algorithms using the feature selection 

with the Genetic Algorithm (GA) approach. In this context, K-Nearest Neighbor (KNN), 

Logistic Regression (LR), Decision Tree (DT), Random Forest (RF), Naive Bayes (NB) and 

Support Vector Machine (SVM) algorithms were used in the study. The graph of the success 

rates obtained in the experiments conducted in the first group using these ML algorithms 

within the scope of the study is presented below. 
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Aim of Article : The purpose of this study is to predict heart disease with ML algorithms using feature 

selection with GA approach. 

Theory and Methodology : In this study, ML methods and GA are used. 

Findings and Results: In the study, the importance of feature selection with GA was emphasized by 

proving that the accuracy of heart disease prediction was higher after feature selection was made with 

GA in the data set. 

Conclusion : As a result of the study, it has been shown that heart disease can be predicted with higher 

success rate and accuracy with ML algorithms using feature selection with the GA approach. 
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Ö N E  Ç I K A N L A R /  H I G H L I G H T S 

 Kalp hastalığını etkileyen faktör ve özelliklerin analiz edilerek bu hastalığın tahmin edilmesi 

 Geleceğe dönük tahmin işlemleri için veri seti öznitelik seçimi yapılarak Makine Öğrenmesi (MÖ) algoritmalarından 

yararlanılması  

  Genetik Algoritma (GA) metodu ve makine öğrenmesi yöntemleri kullanılarak  öznitelik seçimi yapıldıktan sonra elde edilen 

tahmin sonuçlarının daha yüksek başarı oranına sahip olduğunun gösterilmesi 
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Günümüzde Yapay Zeka (YZ) uygulamalarından sağlık sektöründe pek çok hastalığın teşhis ve 

tedavisinde giderek artan oranlarda faydanılmaktadır. Bu çalışmanın amacı Genetik Algoritma 

(GA) yaklaşımı ile öznitelik seçimi yaparak Makine Öğrenmesi (MÖ) algoritmalarıyla kalp 

hastalığını tahmin etmek olarak belirlenmiştir. Bu kapsamda çalışmada MÖ algoritmalarından 

K-En Yakın Komşu (K-EYK), Lojistik Regresyon (LR), Karar Ağacı (KA), Rastgele Orman (RO), 

Naive Bayes (NB) ve Destek Vektör Makinesi (DVM) algoritmaları ile 3 (üç) farklı grupta 

toplamda 28 (yirmi sekiz) deney gerçekleştirilmiştir. Çalışma sonucunda en yüksek başarı oranı 

GA ile yapılan deneylerde %93.44 ile elde edilmiştir. Çalışmamızda yapılan diğer deneylerde ise 

LR ile %90.16, K-EYK ile %81.96, DVM ile %83.60, NB ile %85.24, KA ile %81.96 ve RO ile 

%83.60 oranında başarı oranı elde edilmiştir. Çalışmada ABD Cleveland eyaletindeki bireylerin 

verisini içeren veri seti kullanılmıştır. Araştırmamızda elde edilen sonuçlarda kalp hastalığı 

tahminin GA yaklaşımı ile öznitelik seçimi yapılması durumunda daha yüksek doğruluk oranının 

elde edildiği görülmüştür. Çalışmamızın GA ile öznitelik seçimi yapılarak MÖ ile kalp 

hastalığınınım tahmin edilmesinde sağlık alanındaki literatüre katkı sağlayacağı 

değerlendirilmektedir. 

Anahtar Kelimeler / Keywords: Makine Öğrenmesi Algoritmaları, Genetik Algoritmalar, Kalp 

Hastalığı Tahmini, Öznitelik Seçimi 
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I. GİRİŞ [INTRODUCTION] 

Günümüzde Yapay Zekâ (YZ) uygulamaları sağlık 

sektöründe pek çok hastalığın teşhis ve tedavisinde 

giderek artan oranlarda kullanılmaktadır. Son yıllarda 

sağlık sektöründe pek çok hastalığın teşhis ve tedavisinde 

YZ tabanlı sistemlerin kullanıldığı görülmektedir. YZ 

teknik ve yöntemleri ile sağlık alanında birçok hastalığın 

tespiti, erken teşhisi ve tedavisi mümkündür. YZ 

yöntemlerinin sağlık alanında kullanımı hastalıkların başta 

hastalık tanılarının insan hataları olmak daha yüksek 

doğruluk ve oranda yapılabilmesi olmak üzere 

hastalıkların tanı ve teşhisinde pek çok imkân 

sunmaktadır. Kalp hastalıkları da bunlardan bir tanesidir. 
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Bu hastalık dünyanın dört bir tarafında yaşanan ölümlerin 

en büyük sebeplerinden birisi olarak öne çıkmaktadır. 

Kalp hastalığı, Dünya’da ve Türkiye’de ölüm sebebi 

olarak birinci sırada gösterilmektedir [1,2]. Kalp 

hastalıkları kadın ve erkeklerde dünyanın en yaygın 

hastalıkları arasındadır. Gelecekte bu hastalık nedeniyle 

ölüm sayısının daha da artacağı öngörülmektedir. Bu 

hastalık aynı zamanda pek çok başka hastalığın ortaya 

çıkmasına da sebep olmaktadır. Son yıllarda yapılan 

araştırmalar ani olarak hayatını kaybeden bireylerin yüzde 

46,2’sinin kalp ve damar hastalıkları nedeniyle hayatını 

kaybettiklerini, bu nedenle bu hastalığın erken teşhisinin 

ve tedavisinin çok önemli olduğunu ortaya koymaktadır 

[3]. Bulanık Mantık, Doğal Dil İşleme, Konuşma Tanıma, 

Örüntü Tanıma, Yapay Sinir Ağları (YSA), Makine 

Öğrenmesi (MÖ), Genetik Algoritmaları (GA) YZ 

kapsamında sağlık sektöründe uygulama imkânı 

bulmaktadır. MÖ öğrenmesi ile örnek veri setlerine 

dayanan sınıflandırma veya tahmin işlemleri 

yapılabilmektedir. MÖ öğrenmesi ile tahmin işlemlerinde 

veri setinin başarısını etkileyen birçok öznitelik 

bulunmaktadır. Veri setinde yer alan öznitelikler tahmin 

başarı oranlarını olumlu veya olumsuz düzeyde 

etkileyebilmektedir. Bu nedenle veri setindeki tüm 

özniteliklerin hepsini birebir alıp kullanmak yerine, veri 

setini daha belirgin olarak betimleyebilecek, veri setini en 

doğru temsil edebilecek nitelikli öznitelik alanlarının 

belirlenmesi önem kazanmaktadır. Bu şekilde belirlenecek 

olan öznitelik verileri sınıflandırma yöntemlerinin tahmin 

başarım oranlarını artırabilecektir. GA yöntemi de bu 

bağlamda özniteliklerin belirlenmesinde kullanılan 

yöntemlerden bir tanesidir. GA ile gerçekleştirilen 

uygulamalarda analiz yapılmasında yüksek doğruluk 

oranına sahip başarılı sonuçlar elde edilebilmektedir. [4]. 

 

MÖ çeşitli görevlerin öğrenilmesi, mantıksal ve ikili 

çıkarımlar yoluyla otomatik hesaplama yöntemlerini 

kapsayan bir süreç olarak kullanılmaktadır. MÖ ile pek 

çok hastalığın tanısı yüksek doğruluk ile 

yapılabilmektedir. Literatürde hastalık tanı tahminlerinin 

en yüksek doğruluk oranı ile alınabilmesi ile MÖ 

kullanılarak çeşitli çalışmalar yapıldığı görülmektedir. En 

yüksek doğruluk oranı ile YZ teknikleriyle hastalıkların 

tahmin edilmesinin hastalıklarının tedavisine büyük 

katkılar sağlayacağı bir gerçektir. Bu çalışmanın amacı 

GA yaklaşımıyla öznitelik seçimi kullanılarak MÖ 

algoritmaları ile kalp hastalığını tahmin etmek olarak 

belirlenmiştir. Bu bağlamda çalışmada YZ’nin bir alt dalı 

olan MÖ öğrenmesi ile daha yüksek doğruluk oranına 

sahip tahmin sonuçları elde edilmesinde GA ile öznitelik 

seçiminin öneminin belirlenmesi hedeflenmiştir. Bu 

bağlamda çalışmada öznitelik seçimi için GA’dan 

faydalanılmış ve bu yöntemin başarı oranına etkisi ortaya 

konmaya çalışılmıştır. Çalışmada kullanılan veri seti 

üzerinde farklı deneyler yapılmış ve bu deneyler 

neticesinde elde edilen başarı oranları değerlendirilmiştir. 

Deneylerde veri setinde öznitelik seçim yöntemlerinden 

YZ tabanlı GA kullanılarak daha belirgin öznitelikler 

seçilmiş ve MÖ sınıflandırma algoritmaları ile kalp 

hastalığının tahmini gerçekleştirilmiştir. 

 

Bu makale şu şekilde düzenlenmiştir: Çalışmanın ikinci 

bölümünde sağlık alanında hastalıkların tanımlamasında 

literatürde yer alan çalışmalar incelenmiştir. Üçüncü 

bölümünde yapılan deneyler anlatılmış ve elde edilen 

sonuçlar belirtilmiştir. Son bölümde ise çalışma 

neticesinde ulaşılan sonuçlar değerlendirilmiştir. 

II. İLGİLİ ÇALIŞMALAR [RELATED STUDIES] 

Sağlık alanında YZ yönteminin kullanılması ile ilgili 

çalışmalar, son yıllarda giderek artan bir hızla 

yaygınlaşmaya başlamıştır. Sağlık alanına yönelik olarak 

MÖ olmak üzere YZ teknik ve yöntemleri kullanılarak pek 

çok çalışmanın bulunduğu, ayrıca bu çalışmaların giderek 

arttığı görülmektedir. Biyomedikal veri kümesi üzerinde 

YSA algoritması dahil edilerek yapılan çalışmada elde 

edilen başarı oranları karşılaştırıldığında en yüksek 

doğruluk oranının K-EYK algoritması ile olduğu 

görülmüştür [5]. Karaciğer hastalığı üzerine denetimli 

makine öğrenimi algoritmalarını ile tahmin elde eden bir 

çalışmada LR, RO, KA, DVM, K-EYK ve NB için %75, 

%74, %69, %64, %62 ve %53 doğruluk değeri 

bulunmuştur [6]. MÖ ve Veri Madenciliği (VM) 

teknikleriyle öğretmenlerin psikososyal risk düzeylerinin 

tahmin edilmesi amacıyla yapılan çalışmada kullanılan 

veri seti üzerinde Elektrokardiyografi (EKG), 

Elektromiyografi (EMG) ve Elektroensefalografi (EEG) 

gibi fizyolojik faktörler MATLAB ortamında test edilmiş 

ve MÖ algoritmalarından KA, K-EYK, DVM 

karşılaştırılmış ve %99,9 doğruluk oranına ulaşılmıştır [7]. 

MÖ algoritmaları kullanılarak klinik tabanlı veriler 

üzerinden gerçekleştirilen çalışmada radyoloji verileri ile 

bütünlük sağlanarak kanser hastaları için kişisel tedavi 

aracı geliştirilmesi amaçlanmıştır [8]. Kalp hastalığı 

tahminin tespiti maksadıyla yapılan diğer bir çalışmada ise 

RO yöntemi ve DVM kullanılmış ve çalışmalar 

neticesinde %87,87 tahmin doğruluk oranına ulaşılmıştır 

[9]. Sağlık hizmetleri alanında yorumlanabilir makine 

öğrenmesi modellerinin kullanımı üzerine yapılan 

çalışmada ihtiyaç duyulan MÖ algoritmasının sisteme 

nasıl ekleneceği araştırılmıştır [10]. Diyabet teşhisi 
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konmasında hastalığın tahmin edilebilmesine yönelik 

olarak YZ teknikleri kullanılarak yapılan çalışmada 

optimizasyon algoritmaları kullanılmış ve optimizasyon 

algoritmalarının kullanımının tahmin sonucu başarı 

oranını artırabileceği gösterilmiştir [11]. Araç algılama 

sistemi geliştiren bir çalışmada YZ temelli çalışan bir 

video algılayıcı sistem kullanılarak ortalama hız, araç 

sınıflandırma vb. araç takibi bilgileri üretilir [12]. 
 

Öznitelik seçimiyle kanser sınıflandırması yapılan bir 

çalışmada sinyal görüntü oranı, K-EYK, DVM 

yararlanılmıştır. K-EYK ile %99.3 doğruluk oranı elde 

edilmiştir [13]. DVM algoritması ile tahmin işlemleri 

amacıyla yapılan çalışmada Veri Madenciliği (VM) ve R 

programlama dili kullanılmıştır [14]. Literatürde içinde 

bulunduğumuz Pandemi dönemine ilişkin olarak da 

çalışmalar yapıldığı görülmektedir. Yüksek risk altındaki 

hastaları, ölüm oranlarını ve diğer anormallikleri 

belirlemek için yapılan çalışmada MÖ öğrenmesi ile risk 

faktörlerini yaş, sosyal alışkanlıklar, konum ve iklim 

faktörlerinin hastalığa olan etkisi araştırılmıştır [15]. 

Ortaöğretim 6, 7 ve 8. sınıf öğrencilerine, belirli ölçütlere 

göre 24 sorudan oluşan anket uygulanarak yapılan bir 

diğer çalışmada anket sonuçları dikkate alınarak, MÖ 

öğrenmesiyle Türkçe, Matematik dersleri ve dönem sonu 

genel başarı puan ortalamalarının regresyon / çok sınıflı 

MÖ modelleri oluşturulmuştur [16]. Cilt kanserinin YZ 

teknik ve yöntemleri ile tahmin edilmesi konusunda 

yapılan çalışmada %94 ile doğruluk oranına ulaşılmıştır 

[17]. Kalp hastalıklarının tahmin edilmesi maksadıyla 

yapılan bir diğer çalışmada VM sınıflandırma teknikleri 

kullanılmış ve çalışma neticesinde kalp hastalıkları 

tahminlerinde risk faktörlerinin tahmin oranlarının yüksek 

veya düşük olarak belirlenmesine etki ettiği ortaya 

konmuştur [18]. Kalp ve meme kanseri hastaları için 

tahmini için NB, KA, Simple Logistic, J48 

algoritmalarının kullanıldığı çalışmada çapraz doğrulama 

yöntemleriyle algoritmaların performansları 

karşılaştırılmış ve Naive Bayes'in en başarılı sonuç verdiği 

anlatılmıştır [19]. DVM, NB, J48, RO, Adaboost, LR, KA, 

Tek ve Çok Katmanlı Perceptron ile yapılan çalışmada 

kalp hastalığı tahmini yapılması amaçlanmıştır [20]. MÖ 

öğrenmesi yöntemleriyle kalp hastalıklarının tahmin 

edilmesi için Anfis (Adaptive Neuro-Fuzzy Inference 

System) ve Bulanık K Ortalamalar yöntemleri kullanılmış 

ve K kat çaprazlama yöntemi ile %98,35 başarı oranı elde 

edilmiştir [21]. VM, YSA ve GA kullanılarak Matlab 

ortamında kalp hastalığı riskinin tahmini maksadıyla 

yapılan çalışmada %89 başarı oranı elde edilmiştir [22]. 

Diğer bir çalışmada Koroner Arter Hastalığı riski 

tespitinde bir sınıflama modeli %83,498 başarıyla Çok 

katmanlı YSA sınıflandırma yöntemi ile geliştirilmiştir 

[23]. Kalp hastalarının yaşam kalitesini artırmak 

hastaneye yatışını azaltmak ve iyileştirmek için kanıta 

dayalı tedavi kapsamında yapılan çalışmada bilimsel 

teknikler ve ölçümler kullanılmıştır [24]. 

"Kardiyovasküler Hastalık Risk Faktörleri Bilgi Düzeyi 

(KARRİF-BD)" ölçeği ile verilerin toplandığı çalışmada 

ise t testi, Kruskall Wallis Varyans Analizi, Mann Whitney 

U testi ve Spearman korelasyon analizi kullanılmış, 

çalışma neticesinde Göğüs ağrısı tipi, egzersize bağlı anjin 

ve egzersize bağlı ST depresyonu nitelikleri yüksek 

oranda birbiriyle ilişkili olduğu gösterilmiştir [25]. Kalp 

hızı ve kalp hızı değişkenliğinin kardiyovasküler risk 

faktörleri ile ilişkisinin araştırıldığı çalışmada başta kalp 

hızı ölçümü olmak üzere farklı değerler kullanılmıştır 

[26]. Yaşa bağlı olarak yapısal değişimlerin gen ifade 

düzeyleriyle olan ilişkisinin araştırıldığı çalışmada da yaş 

arttıkça gen ifade düzeylerindeki azalmanın görüldüğü 

ortaya onmuştur [27]. Obezite ile birçok hastalığın 

meydana geldiği düşüncesinden hareketle yapılan bir diğer 

çalışmada obezitenin kalp hastalığı oluşumunda etken 

faktör olduğu gösterilmiştir [28]. Amerikan Kalp Derneği 

(AHA) tarafından yapılan çalışma kalp hastalığı, felç ve 

kardiyovasküler risk faktörleri ile ilgili en güncel 

istatistiklere katkı sağlamak maksadıyla yapıldığı 

görülmektedir [29]. Temel bileşen analizi ile 

hipertansiyon hastalığının tahmininin amaçlandığı 

çalışmada Katmanlı Algılayıcı Ağ (ÇKA), Karar Tablosu 

ve C4.5 sınıflandırma algoritmaları kullanılmış ve çalışma 

neticesinde en başarılı sonucun %88 ile NB algoritması ile 

alındığı görülmektedir [30]. Kalp hastalarının sosyo-

demografik hastalığa ilişkin özelliklerin yaşam kalitesi ve 

sağlıklı yaşam biçimi davranışlarına etkisinin araştırıldığı 

çalışmada; erkek, 49-60 yaş arası, evli, lisans ve üstü 

mezunu, sosyo-ekonomik durumu iyi, çalışan, ek hastalığı 

olmayan bireylerin hastalıklarıyla ilgili eğitim alanlarının 

risk faktörü araştırılmıştır [31]. Kardiyovasküler 

hastalıkların yaşla ilişkisinin araştırıldığı çalışmada 

Kardiyovasküler hastalıklardan ölümlerin ve majör 

komplikasyonların %78’i, 75 yaş üzerindeki hastalarda 

görüldüğü çalışma sonucu olarak belirtilmiştir [32]. NB, 

Destek Vektör Makineleri, Lineer Diskriminant Analiz 

Algoritması, Yapay Sinir Ağları, C4.5, C5.0, K-Nearest 

Neighbor algortimaları ile yapılan çalışmada bu 

algoritmaların başarı oranları ortaya konmuştur [33]. 

Diğer bir çalışmada MÖ algoritmalarının sağlık alanında 

hastalık biyolojisi, ilaç keşfi, mikrobiyom araştırmaları ve 

sentetik biyoloji gibi birçok alanda kullanılabileceği 

araştırılmıştır [34]. Benzer şekilde başka bir çalışmada 

aynı araştırmanın ZeroR, OneR, NB, J48 Karar Ağacı, 

RO, Çoklu Algılayıcılar, K-EYK), LR, DVM gibi 

sınıflandırma algoritmaları ile WEKA programında 

yapıldığı görülmektedir [35]. MÖ yöntemleriyle 

telekomünikasyon sektöründeki müşteri kaybı tahmini 

üzerine çalışmada Yeniden Örnekleme, Sentetik Azınlık 
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Aşırı Örnekleme Yöntemi (SMOTE), Uyarlanabilir 

Sentetik Örnekleme (ADASYN), Rastgele Aşırı 

Örnekleme (ROSE) yöntemleri uygulanmış, sınıflandırma 

problemi için NB, KA, RO, Yapay Sinir Ağları, LR, DVM 

ve K-EYK yöntemleri 10 kat Çapraz Geçerlemeyle 

araştırılmıştır [36]. Futbol takımların hücuma dayalı ve 

savunmaya dayalı yetenekleri dikkate alınarak maçın 

sonucunu ne kadar başarılı tahmin edebildiği konusunda 

yapılan çalışmada 16 futbol liginde yapılan testler sonucu 

Karar Tablosu çoğunlukla en başarılı algoritma olduğu 

anlatılmaktadır [37]. Fiber optik dağıtılmış akustik 

algılama yapan bir çalışmada sınıflandırma bölümünde iki 

farklı derin öğrenme algoritmasından yararlanılmıştır 

[38]. MÖ ve VM tahmin ve modelleme ile ilişkisinin 

araştırıldığı çalışma, tahmine dayalı modelleme, finansal 

hizmetler, sağlık hizmetleri, telekomünikasyon vb. 

alanları üzerine yapılmış olan bir çalışmadır [39]. Koroner 

arter hastalığı teşhisi için MÖ ve VM teknikleri konusunda 

yapılan çalışmada, çalışma kapsamında geliştirilen veri 

tabanı sunulmaktadır [40].  

 

Biyomedikal veri kümeleri ile MÖ algoritmaları üzerine 

yapılan bir çalışmada YSA, K-EYK ve Lineer 

Diskriminant Analiz (LDA) algoritmaları ile EEG veri 

kümesi üzerinde sınıflandırma işlemleri sonucunda 

epileptik veriler başarı ile sınıflandırılmıştır [41]. MÖ 

yöntemleriyle kredi kartı dolandırıcılığına karşı yapılan 

bir çalışmada elde edilen en yüksek başarı sonucu Naive 

Bayes algoritmasında %97.92 olarak bulunmuştur 

[42]. Kredi kartı dolandırıcılığını MÖ yöntemleri 

kullanılarak tahmin eden bir başka çalışmada ise en 

yüksek başarı oranı çok katmanlı yapay sinir ağları ile 

%99,943’tür. Naive Bayes algoritması ile %98,207 başarı 

sonucu elde edilmiştir [43]. Değişken önem 

değerlendirmesine dayalı MÖ algoritmalarını 

karşılaştırmalı analizini yapan bir çalışmada, Random 

Forest, Cubist ve MARS, hem tahmin performansı hem de 

değişken önem değerlendirmesi için etkilidir sonucu 

çıkarılmıştır [44]. 

 

Çok katmanlı algılayıcı (ÇKA) sinir ağı modeli ile 

DVM yöntemleri kullanılarak yapılan çalışmada 

buzlanmadan kaynaklı kazaların önlenmesine yönelik 

%87.26 doğruluk oranına sahip bir buzlanma tahmin 

algoritması ve mobil uygulama geliştirilmiştir [45]. EEG 

sinyallerinden epileptik nöbet sınıflandırılmasının 

yapıldığı çalışmada DVM kullanıldığı görülmektedir [46]. 

Bölgelere göre itfaiye istasyonu ihtiyacının MÖ 

kullanılarak tahmin sınıflandırılmasında en başarılı 

algoritmanın %93,84 ile RO algoritması olduğu yer 

almaktadır [47]. Sağlık hizmeti üzerine veri madenciliği 

ile yapılan çalışmada NB, KA ve DVM algoritmaları 

karşılaştırılmıştır [48]. Kayısı çekirdeklerinin tatlı veya acı 

olarak sınıflandırılması üzerine yapılan çalışmada K-

EYK, DVM, KA, Rasgele Orman, NB ve Çok Katmanlı 

Algılayıcı algoritmaları kullanılmıştır [49]. Sosyal medya 

paylaşımları ile markaların itibarını analiz etmesini ve 

tüketiciler ile ilişkisini yöneten bilgi sistemi 

geliştirilmesinin hedeflendiği çalışmada MÖ 

yöntemleriyle sosyal medya marka itibar analizi alanında 

yazılım yapılmış ve çalışma neticesinde modeller 

arasından %90 F-ölçütü başarı skoruna sahip NB 

seçilmiştir [50]. Diğer bir çalışmada ise veri kümelerinin 

MÖ ile analiz edilmesi araştırılmıştır [51]. Duygu analizi 

konusunda yapılan çalışmada kümeleme, sınıflandırma, 

YSA ve VM teknikleri kullanılarak araştırma yapılmıştır 

[52]. Doğal dil işleme ve MÖ kullanılarak Twitter 

üzerinden iletilen mesajların hastalık bilgisinin içerme 

durumuna göre hastalık yayılım hızı analizi 

gerçekleştirilmiştir [53].  

 

Geliştirilen MÖ uygulamasında yapılan deneylerin 

üzerinde GA ile öznitelik seçimi yapılarak başarı oranının 

arttığı belirtilmiştir [54]. Genetik algoritma kullanarak 

MRI tabanlı beyin tümörü Sınıflandırması yapan bir 

çalışmada %92,03 doğruluk elde edilmiştir [55]. GA ile 

çözüme ulaşılacak evrim süreci bilgisayar ortamında taklit 

edilmektedir. Karmaşık çok boyutlu arama uzayında 

bütünsel en iyi çözümü aramaktadır [56]. GA, çok sayıda 

sınırlama içeren ve karmaşık optimizasyon sorunlarını 

yazılım yöntemleriyle çözerler. GA ve sınıflandırıcı 

yöntemler kullanarak kanseri tahmin eden bir çalışmada 

en başarılı sonuç akciğer kanserine ait verilerde %94.09 

olarak DVM algoritmasında elde edilmiştir [57]. Amacı 

tek bir çözüm değil çözümler kümesi ortaya çıkarmaktır. 

Hatta çözümsüz problemlere çözüm üretebilmektir. Bir 

problemin çözümü birden fazla olabilir. Bu çözüm 

kümesine nüfus adı verilir. Bireye ait her bir elemana gen 

denir. Algoritmada yapılan işlemler genetik operatör 

olarak adlandırılır. Genetik Operatörler seçme (selection), 

çaprazlama (crossover) ve mutasyon (mutation)’dur. 

Mutasyon sayesinde genetik çeşitlilik artar [58]. Bu 

sayede daha çok çeşit ortaya çıkar. Elde edilen bu nüfus 

ileriki nesillerde kullanılır. GA’da Mutasyon ile, kayıp 

veya keşfedilmemiş genetik materyaller bulunur ve erken 

yakınsamayı önler, yerel optimum seviyede kalır [59]. Her 

nesil için bu adımlar tekrarlanır. 

 

Çalışmamızda elde edilen başarı oranı ile literatürde yer 

alan benzer çalışmaların başarı oranları Tablo 1'de 

sunulmuştur. Çalışmamızın sonuçlarının araştırılan diğer 

çalışmalarla benzer sonuçlar içerdiği ve çalışmalarda 

belirtilen referans aralığında başarı sonucu gösterdiği 

görülmektedir. 
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Tablo 1. Literatür taramasının değerlendirilmesi 

Literatür Adı Kullanılan Algoritma Tipi Veri Seti 

Başarı 

Sonucu 

Hata 

Sonucu 

 Polatgil, 2020  Anfis ve Bulanık K Ortalamalar  Kalp  %98.35  %1.65 

 Ekrem, 2020  Rastgele Orman  Kalp  %87.87  %12.13 

 Ünver, 2020  Naive Bayes  Hipertansiyon  %88  %12 

 Kabaoğlu, 2021  ÇKA  

 2017 yılı kış ayının 

hava tahmin verileri  %87.26  %12.74 

 Selimoğlu, 2021  Çok katmanlı yapay sinir ağları 

 Kredi Kartı 

Dolandırıcılık Teşhis   %99.943  %0.057 

 Mishra, 2011  K-EYK Algoritması  Lösemi %99.3  %0.7 

 Rahman, 2019  Logistic Regresyon  Hint karaciğer hastaları  %75  %25 

Çalışmamız Genetik Algoritma Kalp %93.44 %6.56 
 

III. TEORI VE YÖNTEM [THEORY AND 

METHODOLOGY] 

A. Veri Seti (Dataset) 

Bu çalışmada Kaggle’dan elde edilen kalp veri seti 

kullanılmıştır. Bu veri seti ABD’nin Cleveland 

eyaletindeki bireylerin verisidir. Kalp veri seti; Andras 

JANOSI, William STEINBRUNN, Matthias PFISTER ve 

Robert DETRANO tarafından oluşturulmuştur [60]. 

Kullanılan veri setinde yaralan öznitelik bilgileri 14 sütun 

ve 303 satırdan oluşmaktadır. Veri setinde hasta bireyler 1 

rakamı, sağlıklı bireyler ise 0 rakamı ile ifade edilmiştir. 

Sütunlarda yer alan tüm veriler sayısal olarak 

gösterilmiştir. Veri setinde yer alan 14 farklı öznitelik 

değerleri şu şekildedir: Yaş, cinsiyet (0=kadın,1=erkek), 

göğüs ağrısı tipi (0=tipik angina, 1=atipik angina, 

2=anginal olmayan ağrı, 3=asemptomatik angina), 

dinlenme kan basıncı (tansiyon), kolesterol, açlık kan 

şekeri (120’den büyükse 1,değilse 0), dinlenme EKG 

ölçümü (0=normal,1=ST-T dalga anormalliği, 2=Sol 

ventrikül hipertrofisi), maksimum kalp atış hızı, egzersiz 

kaynaklı ağrı (1=evet,0=hayır), Egzersizin neden olduğu 

ST depresyonu, ST segmentinin eğimi (1=yukarı 

eğimli,2=düz,3=aşağı eğimli), ana damar sayısı(0-3), 

Talesimi (0=talasemi hastalığı yok, 1=sabit kusur, 

2=normal kan akışı, 3=geri dönüştürülebilir kusur). Veri 

setinde boş değer (null) bulunmamaktadır. Hedef sütunu 

y, diğer tüm sütunlar x olarak ayrılmıştır. Hold-out 

yöntemiyle veriler %20 test ve %80 eğitim (train) verisi 

olarak ayrılmıştır. Bu kapsamda çalışmada kullanılan 

toplamda 303 adet veriden 242 adedi eğitim verisi ve 61 

adedi ise test verisi olarak kullanılmıştır. Verilerin 

kalitesini artırmanın yolu verileri ön işlemden geçirmek 

suretiyle veri kalitesinin artırılması yoluyla 

gerçekleşebilir. Bu maksatla veri setimiz üzerinde veri ön 

işleme adımları gerçekleştirilmiştir. Veri setimizdeki 

verilerin tamamlanmamış, tutarsız ya da güncelliğini 

kaybetmiş olup olmadığı kontrol edilmiş ve kaliteli veri 

için veri ön işleme adımları uygulanmıştır. Bu bağlamda 

null değere sahip veriler sonuca dahil edilmeden önce veri 

setinden çıkarılmıştır. Veri ön işleme aşamasında eksik, 

gürültülü ve tutarsız olan veriler iyileştirilmiştir. Veri 

setimizde yer alan bireylerin yaşlarını gösteren sütun 

grafik Şekil 1’de gösterilmektedir. Bu grafiğe göre, 

örneğin 58 yaşında olan birey sayısı 19 kişidir.  

 

 
Şekil 1. Yaşa göre sütun grafiği 

 

Şekil 2’de genç yaşta bulunan bireylerin hasta ve sağlıklı 

olma durum oranları sunulmuştur. Söz konusu şekilde 

hasta bireyler 1 rakamı ile ve sağlıklı bireylerde 0 rakamı 

ile gösterilmiştir. 
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Şekil 2. Gençlerin kalp hastası/sağlıklı oranı 

 

Şekil 3’te ise veri setinde bulunan bireylerin cinsiyet 

dağılımına göre pasta grafiği oluşturulmuştur. Grafiğe 

göre veri setindeki bireylerin %31.7’ si kadın, %68.3’ ü 

erkeklerden oluşmaktadır.  

 

Şekil 3. Cinsiyet dağılımına göre pasta grafiği 

Şekil 4’te kalp hastalığının cinsiyete bağlı görülme 

sıklığı sunulmuştur. Bu grafiğe göre cinsiyeti kadın olan 

23 sağlıklı ve 70 hasta birey yer alırken cinsiyeti erkek 

olan toplamda 100 sağlıklı ve 90 hasta birey yer 

almaktadır. 

 

Şekil 4. Kalp hastası-cinsiyet dağılımı 

Şekil 5’de veri setindeki özniteliklerin korelasyon 

matrisi sunulmuştur. Bu matriste kullanılan korelasyon (r) 

kavramı ile özelliklerin birbiriyle ilişkisini gösterilmiştir. 

Bu bağlamda -1’e olan yakınlık değişkenler arasındaki 

negatif ilişkiyi, +1’e olan yakınlık ise pozitif ilişkiyi ve 0’a 

yakınlık da birbiriyle ilişkisi olmadığını göstermektedir. 

Bu duruma ilişkin durum Denklem (1)’de formülüze 

edilmiştir. 

 

−1 ≤ r ≤ +1                                                        (1) 

 
Şekil 5. Korelasyon matrisi  

 

Şekil 5 incelendiğinde bir bireyin kalp hastası olmasına 

göğüs ağrısı tipi, egzersize kaynaklı ağrı ve egzersizin 

neden olduğu, ayrıca ST depresyonu arasında pozitif ilişki 

bulunduğu görülmektedir. Bu durum kalp hastalığı 

tanısının konmasında etkindir. Ayrıca cinsiyet ve yaş 

öznitelikleri de kalp hastalığı tanısında etkilidir. Cinsiyeti 

erkek olan bireylerin ve yaşlıların kalp hastası olma 

ihtimalinin daha yüksek olduğu görülmektedir. 

 

B. Makine Öğrenmesi (MÖ) Algoritmaları  

MÖ algoritma yöntemleri denetimli öğrenme, yarı 

denetimli öğrenme ve denetimsiz öğrenme olmak üzere üç 

başlık altında gösterilebilir. K-EYK, NB, KA, RO, LR ve 

DVM algoritmaları bu kapsamda en çok kullanılan 

algoritmalar arasında sayılabilir. 

 

LR, çeşitli tahmin değişkenleri ile ikili sonuç arasındaki 

ilişkiyi değerlendiren istatistiksel bir tekniktir [61, 62]. LR 

analizinin sağlık hizmetleri alanında sıkça kullanıldığı 

görülmektedir [63]. Bu algoritma bir sınıflandırma 

algoritmasıdır. Bu algoritmanın formülü Denklem (2)’de 

sunulmuştur. 
 

𝑙𝑜𝑔𝑖𝑐(𝑝) = ln (
𝑝

1−𝑝
)            p =  probability                (2) 
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K-EYK algoritması da sık kullanılan sınıflandırma 

algoritmaları arasındadır. Bu algoritma parametrik bir 

algoritma değildir. Tahmin işlemlerinde veri seti içinde 

belirlenen K değeri hesaplanacak en yakın komşuların 

eleman sayısını ifade eder. Örneğin; K değeri 5 ise en 

yakın 5 komşunun elde edilen değer ile arasındaki uzaklık 

hesaplanır. Uzaklık hesaplarken Denklem (3) Öklid, 

Denklem (4) Manhattan ve Denklem (5) Minkowski 

standart mesafe ölçümü denklemlerinden yararlanılır. 

 

Ö𝑘𝑙𝑖𝑑 = √∑ (𝑥𝑖− 𝑦𝑖 )
2𝑘

𝑖=1                                                (3) 

 

𝑀𝑎𝑛ℎ𝑎𝑡𝑡𝑎𝑛 = ∑ |𝑥𝑖−𝑦𝑖|𝑘
𝑖=1                                            (4) 

 

𝑀𝑖𝑛𝑘𝑜𝑤𝑠𝑘𝑖 = (∑ (|𝑥𝑖−𝑦𝑖|)𝑞𝑘
𝑖=1 )

1
𝑞⁄
                              (5) 

 

MÖ yöntemlerinden DVM algoritması sınıflandırma ve 

regresyon için verilerin analizinde kullanılan denetimli 

öğrenme modelidir. Bu algoritmada amaç, iki sınıf 

arasındaki uzaklığın maksimum olduğu durumun 

bulunmasıdır. Vektör uzayı tabanlı olan bu makine 

öğrenmesi algoritması parametre almaz. DVM algoritması 

Denklem (6)’da formül olarak gösterilmiştir. 

 

{𝑥𝑖,𝑦𝑖 }|𝑖 = 1 … 𝐿, 𝑦𝑖 ∈ {−1,1}, 𝑥 ∈ 𝑅𝐷                         (6) 

 

NB algoritması, sınıflandırma algoritmalarındandır. Bu 

algoritmanın çalışma mantığı her bir eleman için tek tek her 

durumun olasılığını hesaplayarak en yüksek olasılık 

değerini temel alarak sınıflandırma yapmaktadır. NB 

algoritması Denklem (7)’de göre formül olarak 

gösterilmiştir. 

 

𝑃 (
𝑐𝑙𝑎𝑠𝑠

𝑑𝑎𝑡𝑎
) =

𝑝(𝑑𝑎𝑡𝑎/𝑐𝑙𝑎𝑠𝑠)×𝑝(𝑐𝑙𝑎𝑠𝑠)

𝑝(𝑑𝑎𝑡𝑎)
                                   (7) 

 

KA algoritması, veri kümesindeki çok büyük verileri 

belirli kurallar ile daha küçük kümelere ayıran 

sınıflandırma algoritmasıdır. RO algoritması denetimli 

sınıflandırma algoritmalarındandır. Büyük verileri 

kümeleyerek küçük ağaçlar oluşturur. Bu algoritmada 

ağaç sayısı artarsa kesinlik artar. Bu algoritmanın KA 

algoritmasından farkı kök düğüm bulma ve düğümlere 

bölme işleminin rastgele çalışmasıdır. 

C. Genetik Algoritmalar (GA)  

Teknolojinin gelişmiş algoritmalarından biri olan GA 

çalışma mantığı insan genlerinin nesiller arası geçiş 

sürecine benzetilmektedir. GA, doğal genetik ve biyolojik 

evrimin mekaniklerine dayanan fonksiyon optimizasyonu 

için kullanılan stokastik bir yöntemdir. Genetik 

algoritmanın çalışma prensibi Şekil 6’da gösterilmiştir 

[64]. 

 
Şekil 6. Genetik algoritma akış diyagramı 

 

GA çalışma adımlarında ilk olarak “nüfus” bilgisi 

bulunmaktadır. Bu bilgi ile verilere uygun popülasyon 

rastgele olarak başlatılır. İkinci aşama “uygunluk” 

değeridir. Sonuca ulaştıran her bir çözümün (kromozom) 

uygunluk değeri bulunur. Üçüncü aşamada gelecek nesil 

ile gen geçişi arasında yeni bir popülasyon olması için 

ebeveyn olarak en uygun kromozomlar seçilir. Dördüncü 

aşamada çaprazlama işlemi yapılmaktadır. Ebeveynler 

birleştirilip yeni kromozom seti oluşturulur. Daha sonra 

yeni oluşan popülasyona eklenir. Beşinci aşamada oluşan 

popülasyon setindeki kromozomun gen değişimleri 

yapılır. Bu işleme Mutasyon denilmektedir.  
 

D. Sistemin Akış Diyagramı  

Çalışmada Şekil 7 üzerinde belirtilen akış diyagramı 

kullanılmıştır. Akış diyagramına uygun olarak öncelikle 

Jupyter notebook yazılım programı başlatılmaktadır. 

Tahmini ve analizi yapılacak olan veri seti çalışmaya 

eklenmiştir. Kullanılacak algoritmalar, istatistikler, 

görselleştirme-animasyonlar için gerekli olan 

kütüphaneler yazılıma eklenmiştir. Elde edilen 

istatistiklerin görsel şekiller çıkarılmıştır. Veri setindeki 

bireylerin yaş dağılımı, cinsiyet ayrımı, öznitelik 

gruplandırma vb. istatiksel sonuçları daire, satır, sütun 

şekilleri ile gösterilmiştir. Gerekli analizler yapılır. Daha 

sonrasında öznitelik ayrımı yapılır. Bu ayrım sonucu hedef 

dışındaki tüm veriler giriş(x), hedef özniteliği ise çıkış(y) 

olarak ayrılmıştır. Hold out yöntemiyle %20 test ve %80 

eğitim verisi olarak veri seti ayrımı yapılır. LR, KA, NB, 

K-EYK, RO, DVM algoritmaları olan 6 makine öğrenme 

algoritması sırasıyla programa eklenir.  
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Sonrasında başarı ve hata oranları hesaplanır. Bu temel 

MÖ algoritmaları sütun grafiği ile karşılaştırması yapılır. 

Öznitelik seçimi olarak adlandırılan 24 farklı 

özniteliklerin algoritmalardaki başarı sonuçları hesaplanır. 

Yapılan tahminlerin her algoritma için sonucu 

karşılaştırılmıştır. Çalışma kapsamında toplamda 28 adet 

farklı deney yapılmıştır. Çalışmada kümesi içinde hangi 

özelliklerin sonuç üzerinde ne kadar etkili olduğunu 

belirlemek amacıyla öznitelik seçimi (feature selection) 

yöntem, özellik seçimi işlemi sistemin daha hızlı 

çalışmasını sağladığından dolayı uygulanmıştır.  

 

 

 

 
Şekil 7. Çalışmanın Akış Diyagramı 

 

IV. BULGULAR VE TARTIŞMA [RESULT AND 

FINDINGS] 

Çalışma kapsamında 3 farklı grupta toplamda 28 adet 

deney gerçekleştirilmiştir. İlk grupta 13 adet deney 

yapılmıştır. Bu grupta yapılan deneylerin amacı veri 

setindeki öznitelik sayısının her bir deneyde 

farklılaştırılarak başarı oranının ortaya komasıdır. İkinci 

grupta 10 adet deney yapılmıştır. Bu grupta yapılan 

deneylerin amacı, birinci grup deneyler sonucunda ortaya 

çıkan modellerin test verisi ile test edilmesidir.  Üçüncü 

grup deneyde ise 5 adet deney yapılmıştır. Bu grupta 

yapılan deneylerin amacı GA ile öznitelik seçimi yapılarak 

başarı oranını ortaya koymaktır. Deneylerde veri setinde 

bulunan bireylerin hasta veya sağlıklı olduğunun tahmini, 

Çalışmadaki en başarılı sonuç %93.44 ile GA olmuştur.  

 

Diğer algoritmalar için en başarılı sonuçlar; 

LR=%90.16, K-EYK=%81.96, DVM=%83.60, 

NB=%85.24, KA=%81.96, RO=83.60 olarak 

hesaplanmıştır. Çalışmanın başarı sonuçları %68.13 ile 

%93.44 arasındadır. İlk grup 13 deneyde giriş verilerinin 

ve MÖ algoritmalarının değişikliğine göre başarı sonuçları 

değişmiştir. Bu deneylerde elde edilen başarı sonuçları 

Tablo 2’de, hata sonuçları ise Tablo 3’de gösterilmiş, 

ayrıca algoritmalardan elde edilen başarı sonuçları 

karşılaştırılmıştır. 

 

Tablo 2. Öznitelik seçimi ile MÖ algoritmalarının başarı 

sonuçları  
Deney 

No. 

LR 

(%) 
K-

EYK 

(%) 

DVM 

(%) 
NB 
(%) 

 

KA 

(%) 
RO 

(%) 

1. 90.16 70.49 63.93 83.60 78.68 81.96 

2. 84.61 70.49 68.85 83.60 75.40 80.32 

3. 81.31 70.49 67.21 80.32 77.049 80.32 

4. 85.71 68.85 67.21 83.60 77.049 83.60 

5. 85.71 68.85 67.21 83.60 78.68 81.96 

6. 85.71 72.13 67.21 83.60 81.96 83.60 

7. 85.71 70.49 67.21 83.60 81.96 83.60 

8. 86.81 72.13 68.85 83.60 80.32 78.68 

9. 87.91 75.40 81.96 83.60 70.49 75.40 

10. 81.31 81.96 83.60 81.24 80.32 81.96 

11. 81.31 73.77 83.60 85.24 81.96 81.96 

12. 68.13 70.49 78.68 78.68 77.049 77.049 

13. 75.82 73.77 73.77 73.77 73.77 73.77 

 

 

Tablo 2 ve 3 üzerinde yapılan 13 deney kapsamında yaş, 

cinsiyet, göğüs ağrısı tipi, dinlenme kan basıncı, 

kolesterol, açlık kan şekeri, dinlenme ekg ölçümü, en fazla 

kalp atış hızı, egzersize bağlı ağrı, dinlenmeye göre 

egzersizin neden olduğu ST depresyonu, ST segmentinin 

eğimi, ana damarların sayısı, talasemi sütunları x, hedef 

sütunu y olarak temel MÖ algoritmalarının öznitelik 

seçimi yapılarak başarı oranı değerleri hesaplanmıştır.  
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Tablo 3. Öznitelik seçimi ile MÖ algoritmalarının hata 

sonuçları 
Deney 

No. 

LR 

(%) 
K-

EYK 

(%) 

DVM 

(%) 
NB 

(%) 
KA 

(%) 

 

RO 

(%) 

1. 09.84 29.51 36.07 16.40 21,32 18.04 

2. 15.39 29.51 31.15 16.40 24.60 19.68 

3. 18.69 29.51 32.79 19.68 22.951 19.68 

4. 14.29 31.15 32.79 16.40 22.951 16.40 

5. 14.29 31.15 32.79 16.40 21.32 18.04 

6. 14.29 27.87 32.79 16.40 18.04 16.40 

7. 14.29 29.51 32.79 16.40 18.04 16.40 

8. 13.19 27.87 31.15 16.40 19.68 21.32 

9. 12.09 24.60 18.04 16.40 29.51 24.60 

10. 18.69 18.04 16.40 18.76 19.68 18.04 

11. 18.69 26.23 16.40 14.76 18.04 18.04 

12. 31.17 29.51 21.32 21.32 22.951 22.951 

13. 24.18 26.23 26.23 26.23 26.23 26.23 

 

Bu deneylere ilişkin elde edilen sonuçlar aşağıda yer 

almaktadır. Yapılan deneylerde genel olarak her algoritma 

için veriler %20 test ve %80 eğitim verisi olarak 

ayrılmıştır.  

 

• LR algoritması kullanılarak yapılan deneylerde LR 

aşamasında algoritma 109 defa eğitilerek %90.16 başarı 

sonucuna ulaşılmıştır. Hata oranı %9.84’tür. 

 

•  K-EYK algoritmasında 3 komşu dikkate alınmıştır. 

Komşu sayısının tek sayı verilmesi optimum sonuç 

olmasına yardımcı olacağından hareketle komşu sayısı 

belirlenmiştir. Bu algoritma 41 defa eğitilerek %70.49 

başarı sonucuna ulaşılmıştır. Hata oranı %29.51’dir.  

 

• DVM algoritması 100 defa eğitilerek %63.93 başarı 

sonucuna ulaşılmıştır. Hata oranı da %36.07'dir.  

 

• NB algoritması 41 defa eğitilerek %83.60 başarı 

sonucuna ulaşılmıştır. Hata oranı %16.40’tır.  

 

• KA algoritması 109 defa eğitilerek %78.68 başarı 

sonucuna ulaşılmıştır. Hata oranı da 21.32’dir.  

 

• RO algoritması 41 defa eğitilerek %81.96 başarı 

sonucuna ulaşılmıştır. Hata oranı %18.04’tür. 

 

Tablo 2 ve 3 üzerindeki deneylerden 7 numaralı 

deneyde; dinlenme EKG ölçümü, en fazla kalp atış hızı, 

egzersize bağlı ağrı, dinlenmeye göre egzersizin neden 

olduğu ST depresyonu, ST segmentinin eğimi, ana 

damarların sayısı, Talasemi sütunları x, hedef sütunu y 

olarak temel MÖ algoritmalarının başarı oranı değerleri 

hesaplanmıştır. Veri setinde bulunan yaş, cinsiyet, göğüs 

ağrısı tipi ve dinlenme kan basıncı, kolesterol, açlık kan 

şekeri hariç tüm sütunlar dahil edilmiştir.  

 

Bu deneylere ilişkin elde edilen sonuçlar aşağıda yer 

almaktadır: 

 

• LR algoritmasında %30 test ve %70 train olarak 

ayrılmıştır. Bu algoritma 41 defa eğitilerek %85.71 başarı 

sonucuna ulaşılmıştır. Hata oranı %14.29’dur.  

 

• K-EYK algoritmasında 3 komşu dikkate alınmıştır. 

Komşu sayısının tek sayı verilmesi optimum sonuç 

olmasına yardımcı olur. Bu algoritmada %20 test ve %80 

train olarak ayrılmıştır. Algoritma 41 defa eğitilerek 

%70.49 başarı sonucuna ulaşılmıştır. Hata oranı 

%29.51’dir.  

 

• DVM algoritması 100 defa eğitilerek %67.21 başarı 

sonucuna ulaşılmıştır. Hata oranı da %32.79'dur.  

 

• NB algoritması 41 defa eğitilerek %83.60 başarı 

sonucuna ulaşılmıştır. Hata oranı %16.40’tır.  

 

• KA algoritması109 defa eğitilerek %81.96 başarı 

sonucuna ulaşılmıştır. Hata oranı da 18.04’tür.  

 

• RO algoritmasında %20 test ve %80 train olarak veriseti 

ayrılmıştır. Bu algoritma 41 defa eğitilerek %83.60 başarı 

sonucuna ulaşılmıştır. Hata oranı %16.40’tır. 

 

Çalışmada yapılan ikinci grup deneylerde veri setinde 

yer alan hasta ve sağlıklı olan toplam 10 bireyin verileri 

MÖ yöntemleri ile tahminleri yapılarak başarı ve hata 

sonuçları listelenmiştir. Örneğin; Deney 1’de tahmin 

edilen birey hastadır ve değeri “1”’dir. LR algoritması ile 

tahmin edilmesi istendiğinde %90.16 başarı oranıyla 

bireyin hasta olduğu tahmin edilmiştir.  

 

Tablo 4'de göründüğü gibi bu tahminin hata oranı 

0.1764’dür. Hasta birey: Hedef 1 ve Sağlıklı birey: Hedef 

0 olarak tanımlanmıştır. Tahminler; %20 test, %80 train 

olarak ayrılarak 100 defa eğitilerek sonuçlandırılmıştır.
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Tablo 4.Veri setinde bulunan 10 bireyin tahmini ve algoritmaların başarı sonuçları 

Deney  

No. 

Gerçek 

Veri 
LR (%)   K-EYK (%)   DVM (%)   NB (%)   KA (%)   RO (%)   

1. 1     %90,16 (1) %70,49 (0) %63,93 (1) %83,60 (1) %75,40 (0) %81,96 (0) 

2. 0    %90,16 (0) %70,49 (1) %63,63 (0) %83,60 (0) %75,40 (0) %81,96 (0) 

3. 1     %90,16 (1) %70,49 (0) %63,93 (1) %83,60 (1) %75,40 (1) %81,96 (1) 

4. 0     %90,16 (0) %70,49 (1) %63,93 (1) %83,60 (1) %75,40 (0) %81,96 (0) 

5. 0     %90,16 (0) %70,49 (0) %63,93 (0) %83,60 (0) %75,74 (0) %81,96 (0) 

6. 1     %90,16 (1) %70,49 (1) %63,93 (1) %83,60 (1) %75,40 (1) %81,96 (1) 

7. 1     %90,16 (1) %70,49 (1) %63,93 (1) %83,60 (1) %75,40 (1) %81,96 (1) 

8. 0     %90,16 (0) %70,49 (0) %63,93 (0) %83,60 (1) %75,40 (0) %81,96 (0) 

9. 0     %90,16 (0) %70,49 (0) %63,93 (0) %83,60 (0) %72,13 (0) %81,96 (0) 

10. 1    %90,16 (0) %70,49 (1) %63,93 (1) %83,60 (0) %73,77 (1) %81,96 (1) 

Tablo 5. Veri setinde bulunan bireylerin GA ile tahmini 

Deney No. Gerçek Veri GA ile Tahmin Veri 
1. 1 1 

2. 1 1 

3. 0 0 

4. 0 1 

5.  0 0 
 

Yapılan üçüncü aşamadaki deneyde ise GA ile veri 

setindeki bir bireyin değerleri girilerek hasta veya sağlıklı 

olup olmadığı tahmin edilmiştir. Tablo 5 üzerinde veri seti 

içerisinde bulunan 5 adet bireyin GA ile hasta veya sağlıklı 

olma tahmini yapılmıştır. Bu çalışma kapsamında GA 

kullanılarak %93.44 başarı ve %6.56 hata sonucu elde 

edilmiştir. Tablo 5 üzerinde “0” bilgisi sağlıklı bireyi, “1” 

bilgisi ise hasya bireyi temsil etmektedir. 

 

Tablo 6. Genetik algoritma parametreleri 

Parametreler Değerler 

Birey Sayısı 303 

Birey Seçim Yöntemi Sıralama 

Çaprazlama Olasılığı 1 

Mutasyon Olasılığı 0.1 

 

Tablo 6 üzerinde GA ile analizi yapılan işlemlerde 

kullanılan parametreler verilmiştir. Bu parametrelerden 

“Birey Sayısı” ile GA’da hesaplanacak çalışmanın 

popülasyonuna ait birey sayısını belirlenmiştir. “Birey 

Seçim Yöntemi” parametresi ile bireylerin çaprazlaması 

için hangi yöntemin seçeceğini belirlenmiştir. 

“Çaprazlama Olasılığı” parametresi ile yeni nesli 

oluştururken seçilen bireylerin ne oranda çaprazlama 

yapacağını belirten sayıdır. “Mutasyon Olasılığı” 

parametresi ise mutasyon yapılırken hangi oranda 

yapılacağını belirleyen olasılık parametresidir.  

 

Tablo 7 üzerindeki veriler ise Tablo 5 üzerindeki 1 

numaralı deneydeki bireyin detaylı bilgileri ve GA sonucu 

tahmin verisi verilmiştir. 
 

Tablo 7. Veri setinde bulunan bir bireyin detay bilgileri  

Tahmini yapılacak bireyin özellikleri Değerler 

Yaş 37 

Cinsiyet Erkek 

Göğüs ağrısı tipi 2 

Dinlenme kan basıncı 130 

Kolesterol 250 

Açlık kan şekeri 0 

Dinlenme ekg ölçümü 1 

Maksimum kalp atış hızı 187 

Egzersize bağlı ağrı 0 

Dinlenmeye göre egzersizin neden 

olduğu ST depresyonu 

3.5 

ST segmentinin eğimi 0 

Ana damar sayısı 0 

Talasemi 2 

Hedef 1(Hasta) 
 

Şekil 8’de GA ile bireyin tahmin sonucunu gösteren kod 

gösterilmiştir. 

 
Şekil 8. GA ile hastalık tahmini kod parçası 

 

Genetik algoritma (GA), çok boyutlu uzayda maliyet 

fonksiyonuna uygun olacak şekilde iterasyonlar yaparak 

optimum çözümü ararlar. LR ise bağımlı ve bağımsız 
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değişken arasındaki ilişkiyi en az sayıda değişken ile en iyi 

uyuma sahip olacak şekilde tahmin etmeyi amaçlar. Farklı 

sayıda değişken içeren regresyon modellerinden başarı 

sonucu yüksek olacağından genellikle Genetik Algoritma 

kullanılması tavsiye edilir. Bu sebeple LR başarısı yüksek 

çalışmaların GA başarısı da yüksektir. Bu çalışmada da 

LR yöntemi başarı sonucu % 90.16 olarak elde edilmiştir. 

Çalışmada GA temel MÖ yöntemleri ile karşılaştırılmış ve 

daha yüksek başarı sonucunu göstermiştir.  

V. SONUÇ VE DEĞERLENDİRME [CONCLUSION] 

Günümüzde YZ’nin bir alt dalı olan MÖ algoritmaları 

sağlık alanında çeşitli hastalıklara ilişkin teşhislerde 

uygun maliyet, hızlı ve daha doğru sonuçlar elde ederek 

tahminler yapmak mümkündür. Dünyada kalp hastalığı 

sonucu ölümlerin ilk sırada olması, aynı zamanda her 

geçen gün kalp hastalığı nedeniyle ölüm sayısının artması 

bu hastalığa ilişkin teşhislerde doğru tahminler 

yapılmasını gerektirmektedir. MÖ algoritmaları ile eğer 

bu hastalık yüksek başarı oranları ile tahmin edilebilirse 

erken teşhis ve önlemler sayesinde ölüm oranları 

azaltılabilir. Bu çalışmada kalp hastalığının GA 

yaklaşımıyla öznitelik seçimi kullanılarak MÖ 

algoritmaları ile tahmini gerçekleştirilmiştir. Bu kapsamda 

MÖ yöntemleri ve GA’dan faydalanılmıştır. Çalışmada 

sınıflama işlemi için hangi özniteliklerin önemli 

hangilerinin ise daha az önemli olduklarının belirlenmesi 

aşamasında öznitelik seçimi işlemi için GA metodundan 

faydalanılmıştır. Çalışmada ABD’nin Cleveland 

eyaletindeki bireylerin verisinden yararlanılarak Andras 

Janosi, William Steinbrunn, Matthias Pfister ile Robert 

Detrano tarafından oluşturulan ve Kaggle’dan [47] alınan 

veri seti kullanılmıştır. Çalışmada öncelikle kullanılan veri 

setinde GA’dan faydalanılmış ve MÖ yöntemlerinde 

öznitelik seçimi yapılmış, daha sonra belirlenen MÖ 

algoritmaları kalp hastalığı tahmininin yüksek doğruluk 

oranı ile yapılabileceği ortaya konmuş, böylelikle veri 

setinde GA ve MÖ yöntemlerinde öznitelik seçiminin 

tahmin doğruluk oranını artırdığı gösterilmiştir. Çalışma 

kapsamında kullanılan veri seti üzerinde K-EYK, LR, KA, 

RO, NB, DVM ve GA algoritmaları ile 3 grup deney 

gerçekleştirilmiştir. Farklı aşamada toplam 28 (yirmi 

sekiz) deney gerçekleştirilmiştir.  

Çalışma kapsamında yapılan deneylerde alınan başarı 

sonuçları sırasıyla LR=90.16, K-EYK=81.96, 

DVM=83.60, NB=85.24, KA=81.96, RO=83.60 olarak 

ölçülmüştür. Elde edilen hata oranlarına bakıldığında en 

başarılı sonucun GA yaklaşımıyla yapılan tahminde 

%93.44 başarı oranı elde edildiği görülmektedir. 

Çalışmada GA ile tahmin yapıldıktan sonra elde edilen 

başarı oranının daha yüksek olduğu gözlemlenmektedir. 

Çalışmada elde edilen sonuçlar GA yaklaşımı ve MÖ 

yöntemlerinde öznitelik seçimi kullanılarak kalp 

hastalığının daha yüksek başarı oranı ve doğrulukla 

tahmin edilebileceğini göstermektedir. Bu çalışma bize 

göstermiştir ki ilgili algoritma yapıları üzerinde veri sayısı 

ve öznitelik sayısı değişimi algoritmalar arasında başarı 

oranını etkilemektedir.  

GA ve MÖ yöntemleri ile geliştirilen bu çalışmanın 

sağlık alanındaki literatüre katkı sağlaması amaçlanmıştır.  
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