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ÖZ
Protein, canlı organizmaların biyolojik süreçlerinde çok önemli bir role sahiptir. Proteinin işlevini bilmek, biyoloji 
ve tıp alanında gelecekteki çalışmalara büyük katkı sağlar. Proteinin fonksiyonunu anlamak için üç boyutlu 
yapısını anlamak önemlidir. Protein yapısını çözümlemek için X-ışını kristalografisi ve NMR gibi deneysel 
yöntemler kullanılmasına rağmen, sonuçların yetersiz olduğu kanıtlanmıştır. Bu nedenle, proteinlerin üç boyutlu 
yapısının tahmini, süreçlerdeki en önemli konulardan biri haline gelmektedir. Birincil yapı olarak bilinen amino 
asit dizisinden proteinin üç boyutlu şeklinin belirlenmesi zorlu olarak tanımlandığından, ikincil yapının tahmin 
edilmesi bu konuda önemli bir rol oynamaktadır. Literatürde protein ikincil yapısını tahmin etmek için makine 
öğrenmesi ve son zamanlarda derin öğrenme gibi birçok yöntem kullanılmıştır. Bu makale, yaygın olarak 
uygulanan dört derin öğrenme yöntemi olan CNN, RNN, LSTM ve GRU kullanılarak geliştirilen modellerin 
performanslarının bir karşılaştırmasını sağlamayı amaçlamaktadır. Bu modellerin eğitimi ve test edilmesi 
amacıyla CB513 veri seti kullanılmış, buna ek olarak doğruluk, f1 skoru, doğruluk ve kesinlik gibi performans 
değerlendirme ölçütleri uygulanmıştır. CNN, RNN, LSTM ve GRU modellerinin doğruluk oranları sırasıyla 
%82,54, %82,06, %81,1 ve %81,48’dir.
Anahtar kelimeler: Protein İkincil Yapı Tahmini, CNN, RNN, GRU

ABSTRACT
Proteins play a crucial function in the biological processes of living organisms. Knowing the function of the 
protein offers significant insight into future biological and medical research. Since a protein’s shape determines its 
function, it is important to understand the protein’s 3D structure. Although experimental methods such as X-ray 
crystallography and nuclear magnetic resonance (NMR) have been used to examine the shape of proteins, so far 
the results have been insufficient. As a result, predicting the 3D structure of proteins is crucial. Determining the 
3D structure of a protein from its primary structure is challenging. Therefore, predicting the protein secondary 
structure becomes important for studying its structure and function. Many emerging methods, including machine 
learning, as well as deep learning, have been used to predict the secondary structure of proteins and comprise a 
crucial part of Structural Bioinformatics. The goal of this study is to compare the results generated by predictive 
models that were created using the four most frequently utilized deep learning methods: convolutional neural 
networks (CNN), recurrent neural networks (RNN), long short term memory networks (LSTM), and gated 
recurrent units (GRU). The CB513 dataset was used to train and test these models, and performance evaluation 
metrics viz. accuracy, f1 score, recall, and precision were applied. The CNN, RNN, LSTM, and GRU models had 
an accuracy of 82.54%, 82.06%, 81.1%, and 81.48%, respectively.
Keywords: Protein Secondary Structure Prediction, CNN, RNN, GRU
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1. GİRİŞ

Proteinler, canlı organizmaların temel bileşeni olup tüm canlı yapılarında bulunarak biyolojik süreçlere katılırlar (Allison, 
2007). Proteinlerin temel yapısı olan amino asit dizilimlerinde meydana gelen katlanmalar proteinin üç boyutlu yapısını ve 
fonksiyonunu belirler (Dill & MacCallum, 2012). Bu sebeple, proteinlerin yapılarının bilinmesi, fonksiyonlarını ve proteinlerin 
rol aldığı biyolojik süreçleri anlamak için oldukça önemlidir (Liu & Hsu, 2005). 

Proteinler birincil ikincil, üçüncül ve dördüncül yapı durumlarında bulunmaktadır. Proteinlerin yapı taşı olarak bilinen 
amino asitler arasında kurulan peptid bağları ile oluşan polipeptid zinciri birincil yapı olarak adlandırılmaktadır. Birincil 
yapı proteinin üç boyutlu yapısını ve işlevini belirleyen temel yapıdır. Birincil yapıda meydana gelen düzenli katlanmalar 
proteinin ikincil yapısını oluşturur. Temel ikincil yapı motifleri sarmal (Helix), tabaka (Sheet) ve döngü (Loop) olarak 
tanımlanmaktadır. Üçüncül yapı, ikincil yapı durumda meydana gelen etkileşimler sonucunda oluşan üç boyutlu yapıdır. 
Birden fazla polipeptid zincirinden oluşan bazı proteinlerin oluşturduğu yapı ise dördüncül yapı olarak bilinmektedir. 

Proteinlerin üç boyutlu yapıları X-ışını kırınımı, Nükleer Manyetik Rezonans ve elektron kristalografisi gibi deneysel 
yöntemlerle çözümlenebilmektedir. Ancak bu yöntemlerle çözümlenebilen protein sayısı sınırlı olduğundan ve zaman 
aldığından (Moraes, Evans, Sanchez-Weatherby, Newstead, & Stewart, 2014) bilgisayarlı teknikler kullanılarak gerçekleştirilen 
protein yapı tahmini çalışmaları öne çıkmaktadır.  Proteinlerin amino asit dizilimi kullanılarak ikincil yapısında meydana 
gelen katlanmaların tahmin edildiği ikincil yapı tahmin çalışmaları, proteinlerin yapı tahmininde kullanılan önemli bir 
aşamadır (Branden & Tooze, 2012).

Protein ikincil yapı tahmini çalışmaları ilk olarak 1970’li yıllarda başlamıştır. İstatiksel metotlar kullanılarak gerçekleştirilen 
bu çalışmalar %50-60 tahmin başarısına sahiptir. Literatürde bu çalışmalar birinci nesil olarak tanımlanmaktadır (B. Rost 
& Sander, 2000). GOR (Garnier, Osguthorpe, & Robson, 1978) ve Chou-Fasman (Chou & Fasman, 1974) algoritmaları birincil 
nesil yöntemler arasında yer almaktadır. 1980-1990 yılları arasında, tek bir amino asit kalıntısı yerine kayan pencere yöntemi 
kullanılmaya başlanmıştır. Bu dönemde, yapay sinir ağları, en yakın komşu algoritmaları ve istatiksel bilgi kullanılarak 
geliştirilen yöntemler kullanılmıştır. İkincil nesil olarak değerlendirilen bu yöntemlerin başarı oranları ise %70’leri aşamamıştır.

Deneysel yöntemlerle çözümlenen protein yapı bilgisinin zaman içerisinde artması ile birlikte, verilerden öğrenen makine 
öğrenmesi yöntemleri tahmin çalışmalarında sıklıkla kullanılmıştır. Protein ikincil yapı tahmin çalışmalarında sıklıkla 
kullanılan makine öğrenmesi yaklaşımları arasında yapay sinir ağları (Burkhard Rost & Sander, 1994),(Kneller, Cohen, & 
Langridge, 1990), k-en yakın komşu (Yi & Lander, 1993),(Salamov & Solovyev, 1995), destek vektör makineleri (Chen, Tian, 
Zou, Cai, & Mo, 2007),(Nguyen & Rajapakse, 2003) yer almaktadır. Son yıllarda, farklı problemleri öğrenmede başarılı 
olan derin öğrenme yöntemleri protein ikincil yapı tahmini çalışmalarında da ön plana çıkmıştır.  

Evrişimli Sinir Ağları (CNN) ve Tekrarlayan Sinir Ağları (RNN) ikincil yapı tahmin çalışmalarında sıklıkla kullanılmaktadır. 
Baldi ve arkadaşları protein ikincil yapısını tahmin etmek için PSI-BLAST (Altschul et al., 1997) hizalaması ile elde ettikleri 
pozisyona özgü skorlama matrisi (PSSM) ve çift yönlü (bidirectional) tekrarlayan sinir ağı kullanarak %76 Q3 başarı oranı 
elde etmişlerdir (Baldi, Brunak, Frasconi, Soda, & Pollastri, 1999). Bu yöntem geliştirilerek Porter adı verilen bir web 
sunucusu oluşturulmuştur (Pollastri & McLysaght, 2005). Porter 4.0 protein ikincil yapı tahmininde %82,2 Q3 başarı oranına 
ulaşmıştır (Mirabello & Pollastri, 2013). Heffarnan ve arkadaşları tarafından geliştirilen yöntemde, çift yönlü tekrarlayan 
sinir ağı ve Uzun-Kısa Süreli Bellek (Long-Short Term Memory, LSTM) hücreleri kullanılmış ve %84,48 Q3 başarı elde 
etmişlerdir (Heffernan, Yang, Paliwal, & Zhou, 2017). Wang ve arkadaşları, SSREDNs (Secondary Structure Recurrent 
Encoder–Decoder Networks) adını verdikleri yöntemde çift yönlü geçitli yinelenen birim (Gated Rcurrent Unit, GRU) 
kullandıkları ağı CB513 veri seti ile test etmişler ve %82,9 Q3 başarı oranı elde etmişlerdir (Y. Wang, Mao, & Yi, 2017). 
Wang ve arkadaşları tarafından CNN ve LSTM katmanlarından oluşan yöntem %80,18 Q3 başarı oranına ulaşmıştır (J. 
Wang, Cheng, Zhao, & Lu, 2019).  İkincil yapı tahmin çalışmalarında teorik limit %88 Q3 başarı oranı olarak belirtilmektedir 
(Rost, 2003).

Bu çalışmada, derin öğrenme yöntemlerinden CNN, RNN, LSTM ve GRU kullanılarak ağ yapıları oluşturulmuş ve protein 
ikincil yapı tahmini için CB513 veri seti kullanılarak ağlar eğitilmiş ve test edilmiştir. Ağların performansları başarı oranı, 
doğruluk, kesinlik ve F1 skoru hesaplanarak karşılaştırılmıştır.
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2. MATERYAL VE YÖNTEM

2.1. Veri Seti

Cuff ve Barton tarafından oluşturulan CB513 veri seti (Cuff & Barton, 1999), protein ikincil yapı tahmin çalışmalarında 
sıklıkla kullanılmaktadır.  Bu veri seti, toplamda 84119 amino asitten oluşan 513 protein içermektedir. Bu çalışmada kullanılan 
veri seti, CB513 veri setinde bulunan her bir amino asidin 539 öznitelikle temsil edildiği veri seti Aydın ve ark. çalışmasından 
(Aydin, Kaynar, & Görmez, 2018) elde edilmiştir. Veri setinde kullanılan öznitelik sayısının, her bir amino asit için hesaplanan 
49 öznitelik ve kayan pencere yöntemi olarak adlandırılan hedef amino asidin ortada bulunduğu 11 amino asit seçilerek 
etrafındaki amino asitlerle etkileşimini ölçmek için kullanılan yöntem ile toplamda 49x11 olmak üzere hesaplandığı 
belirtilmiştir.  Kullanılan veri seti, 513 proteinin her birinin eğitim ve test aşamalarında kullanılması için hazırlanmış olan 
yedi çapraz doğrulama kümesinden oluşmaktadır. Hazırlanan dört model belirtilen her çapraz doğrulama kümesi ile eğitilmiş 
ve test edilmiştir. 

Şekil 2.1. CB513 Veri Seti İkincil Yapı Dağılımı

Veri setinde yer alan 84119 amino aside karşılık gelen sarmal (H), iplik (E) ve döngü (L) ikincil yapılarında bulunma sıklığı 
Şekil 2.1.’de gösterilmektedir. Bu ikincil yapı durumları veri setinde 0, 1 ve 2 değerleri ile temsil edilmektedir.

2.2. Derin Öğrenme Modellerin Geliştirilmesi

Bu çalışmada, protein ikincil yapısının tahmini için CNN, RNN, LSTM ve GRU olmak üzere farklı derin öğrenme modelleri 
kullanılarak dört farklı derin ağ oluşturulmuştur. Modeller, Google Colaboratory (“Colab,” n.d.) platformu kullanılarak 
Python programlama diliyle hazırlanmıştır. Veriler, çalışma ortamına aktarıldıktan sonra program üzerinde 49x11 olmak 
üzere, 49 hedef amino asidin öznitelik sayısını ve 11 hedef amino asit etrafındaki seçilen amino asit sayısını (pencere boyutu) 
temsil etmektedir, yeniden boyutlandırılmış ve eğitim için hazır hale getirilmiştir. Amino aside karşılık gelen üç adet ikincil 
yapı durumu, sarmal (H), iplik (E) ve döngü (L), bulunduğundan üç sınıflı tahmin yapılmıştır. Her çapraz doğrulama eğitim 
setinin %10’u doğrulama seti olarak ayrılmıştır. Ağ katmanları ve parametreleri belirlenen modeller her çapraz doğrulama 
seti ile eğitilmiştir. Geliştirilen tüm modeller için aynı işlemler tekrarlanmıştır. 

2.2.1 CNN Modeli

Evrişimli Sinir Ağları kullanılarak geliştirilen bu model, girdi katmanı, bir boyutlu konvolüsyon katmanları, seyreltme 
katmanları, düzleştirme katmanı ve yoğun katmanlardan oluşmaktadır. Konvolüsyon katmanlarında sırasıyla 128, 64 ve 32 
filtre tanımlanmıştır. Kernel ise sırasıyla 5, 3 ve 3 olarak belirlenmiştir. Ağırlıkların düzenlenmesini sağlayan L2 regülasyonu 
bu katmanlarda 0,001 olarak seçilmiştir ve ReLu aktivasyon fonksiyonu kullanılmıştır. Seyreltme işlemi için 0,20 oranı 
belirlenmiştir. Çıktı katmanında sınıf sayısını temsil eden üç çıkış tanımlanmıştır ve sınıflandırma problemlerinde her sınıf 
için tahmin olasılığını hesaplayan softmax aktivasyon fonksiyonu kullanılmıştır. Şekil 2.2.’de CNN modelinin katman yapısı 
gösterilmektedir.
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Şekil 2.2. CNN Modeli Katmanları

2.2.2. RNN Modeli

Yineleyen Sinir Ağları kullanılarak geliştirilin RNN modeli, iki RNN katmanı ile iki yoğun katmandan oluşmaktadır. RNN 
katmanlarında sırasıyla 64 ve 32 nöron tanımlanmıştır. RNN katmanları ve ilk yoğun katmanın aktivasyon fonksiyonu ReLu 
olarak belirlenmiştir. Çıktı katmanında, 3 nöron ve softmax aktivasyon fonksiyonu tanımlanmıştır. Modelin katman yapısı 
Şekil 2.3’te gösterilmektedir.

Şekil 2.3. RNN Modeli Katmanları

2.2.3. LSTM Modeli

Kısa-Uzun Süreli Bellek kullanarak geliştirilen üçüncü model LSTM modeli olarak adlandırılıp iki LSTM katmanı ve iki 
yoğun katmandan oluşmaktadır. LSTM katmanlarında sırasıyla 128 ve 64 nöron yer almaktadır. LSTM katmanlarını 
aktivasyon fonksiyonu tanh, yoğun katmanın aktivasyon fonksiyonunda ise ReLu seçilmiştir. Çıktı katmanı diğer modellerde 
olduğu gibi 3 çıkıştan oluşmakta ve softmax aktivasyon fonksiyonu kullanılmaktadır. Şekil 2.4’te LSTM modelinin ağ 
katmanları gösterilmektedir.

Şekil 2.4. LSTM Modeli Katmanları

2.2.4. GRU Modeli

Bu çalışmada geliştirilen dördüncül modelde, geçitli yinelenen birim kullanılmıştır. Girdi katmanı, GRU katmanları, seyreltme 
ve yoğun katmanlardan oluşan modelin katman yapısı şekilde gösterilmektedir. GRU katmanlarında sırasıyla 100, 50, yoğun 
katmanda 50 nöron ile aktivasyon fonksiyonu olarak tanh tanımlanmıştır. GRU katmanlarının ardından 0,20 oranında 
seyrelme işlemi uygulanmaktadır.  Çıktı katmanında, 3 nöron ile softmax aktivasyon fonksiyonu belirlenmiştir. Şekil 2.5.’te 
geliştirilen GRU modeli katmanları gösterilmektedir.
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Şekil 2.5. GRU Modeli Katmanları

Modeller, 0,0001 öğrenme katsayısı ile ADAM optimizasyon algoritması ve 64 yığın boyutu kullanılarak eğitilmiştir.

2.3. Performans Değerlendirme Metrikleri

Bu çalışmada geliştirilen dört farklı derin öğrenme ağının performanslarını karşılaştırabilmek için, sınıflandırma problemlerinde 
kullanılan başarı oranı, kesinlik, duyarlılık ve F1 skoru değerleri hesaplanmıştır. Değerlendirme metriklerinin hesaplanması, 
Sklearn kütüphanesi kullanılarak gerçekleştirilmiştir.

2.3.1. Başarı Oranı

Q3 başarı oranı, üç sınıflı protein ikincil yapı tahmin çalışmalarında kullanılmakta ve sarmal (H), döngü (L) ve iplik (E) 
sınıflarının doğru tahmin edildiği örnek sayısının toplam örnek sayısına bölünmesi ile hesaplanmaktadır. 

2.3.1. Duyarlılık

Çok sınıfllı tahmin çalışmalarında duyarlılık (recall) her sınıf için ayrı olarak, doğru tahmin edilen pozitif durumların (TP, 
True Pozitive), pozitif durumların toplamına bölünmesi ile hesaplanır. FN (False Vegative), yanlış tahmin edilen negatif 
durumları temsil etmektedir.

2.3.1. Kesinlik

Kesinlik (precision), doğru tahmin edilen pozitif durumların (TP), pozitif tahmin edilen tüm durumlara bölünmesi ile elde 
edilir. Yanlış pozitif (FP, False Positive), yanlış tahmin edilen pozitif sınıfları temsil etmektedir.

2.3.1. F1 Skoru

Duyarlılık ve kesinlik değerlerinin harmonik ortalaması alınarak hesaplanan metrik F1 skoru olarak tanımlanmaktadır.

3. ARAŞTIRMA BULGULARI

Bu çalışmada, CNN, RNN, LSTM ve GRU olmak üzere dört faklı derin öğrenme modeli geliştirilerek protein ikincil yapı 
tahmini yapılmıştır. Geliştirilen modellerin eğitimleri gerçekleştirildikten sonra, her çapraz doğrulama kümesi için test 
edilmiştir. Ağların eğitim ve test aşamaları Google Colaboratory platformunda GPU kullanılarak gerçekleştirilmiştir. RNN 
ağının GPU üzerinde eğitimi CPU üzerinde çalıştığından daha uzun sürdüğünden, tüm aşamaları CPU üzerinde yürütülmüştür. 

Geliştirilen dört model, yedi çapraz doğrulama seti ile eğitilip test edildiğinden her model için 14 yakınsama grafiği elde 
edilmiş olup, her bir modelin birinci çapraz doğrulama seti ile eğitim aşamasında elde edilen yakınsama grafikleri örnek 
olarak Tablo 3.1.’de verilmiştir.
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Tablo 3.1. Birinci Çapraz Doğrulama Seti ile Modellerin Eğitimi Sonucunda Elde Edilen Başarı Oranı ve Kayıp Değeri Grafikleri
Model Başarı Oranı Kayıp Değeri

CNN Modeli

RNN Modeli

LSTM Modeli

GRU Modeli

Eğitilen ağların her çapraz doğrulama seti ile test edilmesinden sonra performanslarını karşılaştırmak için kesinlik, duyarlılık, 
F1 skoru, Q3 başarı oranları ve karmaşıklık matrisleri hesaplanmıştır. Her bir modelin birinci çapraz doğrulama sonucunda 
hesaplanan karmaşıklık matrisleri örnek olarak Şekil 3.1., 3.2., 3.3. ve 3.4.’te gösterilmektedir.
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Şekil 3.1. CNN Modeli Birinci Çapraz Doğrulama Seti Karmaşıklık Matrisi

Şekil 3.2. RNN Modeli Birinci Çapraz Doğrulama Seti Karmaşıklık Matrisi

Şekil 3.3. LSTM Modeli Birinci Çapraz Doğrulama Seti Karmaşıklık Matrisi
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Şekil 3.4. GRU Modeli Birinci Çapraz Doğrulama Seti Karmaşıklık Matrisi

Modellerin toplam eğitim süreleri, çapraz doğrulama setleri için hesaplanan değerlendirme metriklerinin ağırlıklı ortalamaları 
ve başarı oranlarının standart sapma değeri tablo 3.2.’de yer almaktadır. 

Tablo 3.2. Geliştirilen Modellerin Ortalama Değerlendirme Metrikleri
Eğitim Süresi Kesinlik Duyarlılık F1 skoru Başarı oranı Standart Sapma

CNN 13 dk. 39 sn. 0,8267 0,82 0,82 0,8254 0,0100
RNN 50 dk. 52 sn. 0,8267 0,8133 0,82 0,8206 0,0081
LSTM 19 dk. 36 sn. 0,8167 0,80 0,81 0,8110 0,0087
GRU 16 dk. 18 sn. 0,8167 0,8034 0,81 0,8148 0,0087

Tablo 3.2.’de görüldüğü gibi geliştirilen CNN, RNN, LSTM ve GRU modelleri ile protein ikincil yapılarının tahmininde 
sırasıyla %82,54, %82,06, %81,1 ve %81,48 başarı elde edilmiştir. Modellerin duyarlılık değerleri 0,8167 ile 0,8267, duyarlılık 
değerleri 0,80 ile 0,82 arasında yer almaktadır. F1 skoru, CNN ve RNN modelleri için 0,82, LSTM ve GRU modelleri için 
ise 0,81 olarak hesaplanmıştır. 

4. TARTIŞMA VE SONUÇLAR 

Bu çalışmada, proteinlerin birincil yapı bilgisinden ikincil yapısının tahmini için CNN, RNN, LSTM ve GRU yöntemleri 
kullanılarak dört farklı derin öğrenme modeli geliştirilmiştir. Google Colaboratory ortamında hazırlanan derin ağlar, CB513 
veri seti kullanılarak eğitilmiş ve test edilmiştir. 

Test sonuçlarına göre, %82,54 doğruluk değeri ile CNN modeli başarı oranı en yüksek model olmuştur. LSTM modeli %81,1 
doğruluk ile modeller arasında ikincil yapı tahmin başarısı en düşük model olmuştur. Ortalama F1 skorları değerlendirildiğinde, 
CNN ve RNN modellerinin diğer modellere göre %1 daha iyi sonuç elde ettiği görülmüştür. GPU üzerinde çalışan modeller 
arasında en hızlı eğitilen model CNN, en yavaş eğitilen modelin ise LSTM olduğu görülmüştür. RNN modelinin eğitimi 
CPU üzerinde çalıştırılmış ve 50 dk. 52 sn. de tamamlanmıştır.

Literatürde yer alan çalışmalar ile karşılaştırıldığında, RNN kullanılarak %76 başarı elde edilmiş olan (Baldi, Brunak, 
Frasconi, Soda, & Pollastri, 1999), CNN ve LSTM modellerinin hibrit olarak kullanılması sonucu %80,18 başarı edilen (J. 
Wang, Cheng, Zhao, & Lu, 2019) çalışmalardan daha iyi sonuç verdiği görülmektedir. Bu çalışmada RNN ile elde edilen 
%82,06’lık başarı oranının, RNN modeli kullanan Porter 4.0 test sonucunda %82,2 ile geçildiği görülmektedir (Mirabello 
& Pollastri, 2013). Mirabello ve Pollastri’nin çalışmasında kullanılan veri setinde aminoasit sayısının fazla olması ve veri 
setinin hacmi bu çalışmada kullanılan CB513 veri setinden daha büyük olduğu göz önüne alındığında başarının oldukça 
yakın olduğu görülmektedir. Rost’un çalışmasında belirttiği teorik başarı oranı olan %88 (Rost, 2003) baz alındığında ve 
literatürdeki çalışmaların başarı oranlarına bakıldığında %76 ile %85 arasında değiştiği gözlemlenmektedir. Bu çalışmada 
kullanılan tüm modellerin literatürde yer alan çalışmalar ile yakın sonuçlar verdiği görülmektedir.
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Sonuç olarak, çalışmada geliştirilen modellerin tahmin başarılarının birbirine yakın olduğu görülmüştür. Modellerin eğitim 
sürelerinin literatürde yer alan diğer çalışmalardan oldukça kısa olması sebebiyle, tahmin hızının önemli olduğu durumlarda 
bu çalışmada geliştirilen derin ağ yöntemlerinin ve geliştirme ortamının kullanılabileceği görülmektedir. 
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