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Son yillarda internete erisim imkanlarmm artmasi ve kullanicilardaki akilli telefon kullanimmin yayginlasmasi
sebebiyle sosyal medya olarak adlandirilan ve insanlarm ¢esitli konulardaki fikirlerini paylastig1 servisler ¢ok
yaygin olarak kullanilmaktadir. Sosyal medya verilerinin analiz edilmesiyle insanlarin farkli konulardaki
duygularina dair anlamli ¢ikarimlarda bulunulmasi anlamina gelen ve temelde bir siniflandirma iglemi olan Duygu
Analizi ¢aligmalar1 son yillarda 6ne ¢ikan ¢alisma alanlarindan biridir. Bu ¢alismada, Python programlama dili
icindeki kiitiiphaneler kullanilarak Naive Bayes (NB), Logistic Regression (LR), Support Vector Machine (SVM),
Decision Tree (DT), Random Forest (RF) ve Artificial Neural Network (ANN) gibi 6 adet smniflandirma
algoritmasmin Duygu Analizi kapsaminda, performans karsilastirmasi yapilmistir. Veri seti olarak, agik kaynakli,
IMDB sitesinde yer alan etiketli kullanic1 yorumlar: kullamlmistir. Dogal Dil Isleme yontemleri kullamlarak
temizlenen veri setinin sayisal olarak temsil edilebilmesi i¢cin Bag of Words (BoW), TF-IDF, FastText ve
Word2Vec metin temsil yontemleri kullanilmigtir. Veri setinin egitimi ve test edilmesi asamasinda k=5 olacak
sekilde k-fold cross validation yontemi kullanilmistir. 6 farkli siiflandirma yontemi igin elde edilen sonuglar
accuracy, precision, recall ve fl score hesaplanarak ayrintili bir kargilastirma yapilmis ve sonuglar kaydedilmistir.
En yiiksek accuracy degerleri olarak LR ve SVM sirasiyla BOW’da %86, TF-IDF’te %87, word2Vec’de %87 ve
FastText’te %83 seviyelerinde benzer sonuglar vermistir.

Anahtar Kelimeler: Dogal Dil Isleme, Duygu Analizi, Makine Ogrenmesi, Metin Temsil, Suflandirma, Veri
Madenciligi.
Performance Comparison of Different Classification Algorithms and

Text Representation Methods in Sentiment Analysis

ABSTRACT

Due to the increase in internet access opportunities and the widespread use of smartphones in recent years, services
called social media where people share their opinions on various issues are widely used. Sentiment Analysis
studies, which means making meaningful inferences about people's emotions on different subjects by analyzing
social media data, and which is basically a classification process, is one of the prominent fields of study in recent
years. In this study, 6 classification methods such as Naive Bayes (NB), Logistic Regression (LR), Support Vector
Machine (SVM), Decision Tree (DT), Random Forest (RF) and Artificial Neural Network (ANN) were used by
using libraries in Python programming language. Within the scope of Sentiment Analysis of the algorithm,
performance comparison was made. As the dataset, open source, labeled user comments on the IMDB site were
used. Bag of Words (BoW), TF-IDF, FastText and Word2Vec text representation methods were used to represent
the data set that was cleaned using Natural Language Processing methods. During the training and testing of the
data set, the k-fold cross validation method was used, with k=5. The results obtained for 6 different classification
methods were calculated by calculating accuracy, precision, recall and f1 score, and a detailed comparison was
made and the results were recorded. As the highest accuracy values, LR and SVM gave similar results at 86% in
BOW, 87% in TF-IDF, 87% in word2Vec and 83% in FastText, respectively.

Keywords: Natural Language Processing, Sentiment Analysis, Machine Learning, Text Representation,
Classification, Data Mining..
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|. GIRIS

Son yillarda internete erisim imkanlarmin artmasit ve kullanimi gittikge artan, insanlarin cesitli
konulardaki fikirlerini paylastig1 servisler olarak adlandirilan sosyal medya platformlarinin ¢ogalmasi
ile cok biiyiik miktarda islenmemis veri ortaya ¢ikmustir. Kullanicilar tarafindan bu servislere girilen ve
bir¢ok farkli platformda depolanmakta olan veriler ¢esitli veri madenciligi yontemleriyle analiz edilerek
anlaml1 bilgi ¢ikarimlart yapilmaya calisilmaktadir. Sosyal medya verilerinin analiz edilmesiyle
insanlarin farkli konulardaki duygularina dair anlamli ¢ikarimlarda bulunulmasi anlamina gelen Duygu
Analizi calismalart da bu konuda 6ne ¢ikan calisma alanlarindan biridir. Insanlarin sanal ortamlarda
gergek diislincelerini daha rahat ve 6zglirce paylastig1 diisiiniildiigiinde, paylasilan mesajlardan duygu
analizi yapabilmek, yiliz ylize sohbet edilen bir insanin duygusunu anlamaktan ¢ok daha kolay
olabilmektedir. Duygu analizi, bir metinden fikir ¢ikarmak, doniistirmek ve yorumlamak ve bunlari
olumlu, olumsuz veya dogal duygular olarak siiflandirmak igin Dogal Dil Isleme'yi (DDI) kullanan bir
yaklagimdir [1]. Duygu analizi, ciimle diizeyi, belge diizeyi ve 6zellik diizeyi olmak iizere ii¢ farkl
diizeye ayrilmistir. Amag, diisiinceyi cliimle, belge veya 6zelliklerden olumlu ve olumsuz duygu olarak
smiflandirmaktir [2].

A. LITERATUR TARAMASI

400 binden fazla tiiketici yorumu ile yapilan bir duygu analizi ¢alismasinda, kullanici yorumlar
word2vec yontemiyle vektor gosterim sekline doniistiiriilerek analiz edilmis, 10 katli ¢apraz dogrulama
yontemi kullanilarak Support Vector Machine, Naive Bayes, Logistic Regression ve Random Forest
algoritmalar1 yardimiyla sonuglar elde edilmistir. Elde edilen sonuglar incelendiginde en yliksek
dogruluk degerine Random Forest algoritmasi ile ulagilmigtir [3].

Veri 6n isleme adimlarinin degerlendirmesinin yapildig1 bir ¢calismada, Twitter mesajlarindan olusan
veri seti i¢in duygu analizi ¢alismasi yapilmis, Support Vector Machine, Naive Bayes, Logistic
Regression ve Evrisimli Sinir Agir (Convolutional Neural Network) gibi 4 popiiler makine 6grenmesi
algoritmasi yardimi ile elde edilen sonuglar karsilastirilmistir. Yapilan gézlemler sonucunda kelimeleri
kok hallerine doniigtiirme, rakamlart silme, kesme isaretini kaldirma gibi yontemlerin dogruluk oranini
olumlu yonde etkiledigi, noktalama isaretleri kaldirmanin ise dogruluk degerine c¢ok fazla katki
saglamadig1 gorilmistiir [4].

Facebook mesajlarinin veri seti olarak kullanildigi bir diger ¢alismada, Endonezya bagkanlik secimleri
oncesinde sosyal medyada paylasilan mesajlar Naive Bayes siniflandirma algoritmasi kullanilarak
analiz edilmis ve elde edilen sonuglar ile ger¢ek sonuglar karsilastirilmistir [5].

As1 ve asilanma ile ilgili tweet’lerden olusan bir veri setinin kullanildigi ¢alismada, insanlarin as1 ile
ilgili goriisleri bag of words ve Support Vector Machine yontemleri kullanilarak analiz edilmis ve
sonuglar sunulmustur [6].

Il. VERi MADENCILIGIi

Veri madenciligi, sonuglari tahmin etmek i¢in biiylik veri kiimeleri i¢indeki anormallikleri, kaliplart ve
baglantilar1 bulma siirecidir. Veri Madenciligi ¢esitli alanlarda kullanilmaktadir. Telekomiinikasyon,
medya ve teknoloji sirketleri, miisteri davranislarini tahmin etmek, hedefe yonelik ve miisteri odakl
kampanyalar sunmak adina veri madenciligi yontemlerini kullanirlar. Veri madenciligi, egitimcilerin
Ogrenci verilerine erismesine, basar1 diizeylerini tahmin etmesine ve ekstra dikkat gerektiren 6grencileri
veya dgrenci gruplarini belirlemesine yardimei olur.

A. SINIFLANDIRMA YONTEMLERI
A. 1. Naive Bayes

Son yillarda duygu analizi ¢aligmalarinda sik¢a kullanilmaya baglayan Naive Bayes yontemi, Bayes
Teoremine dayanan bir siniflandirma yontemidir. Naive Bayes siniflandiricilart, belirli bir siniftaki
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elemanlarin (6zelliklerin) birbirleriyle olan yakinlik baglantilarinin kesilmesi bekler. Naive Bayes
yontemi, metni birden ¢ok sinifa ayirma isinde genis ¢apta kullanilmaktadir [7].

A. 2. Support Vector Machine

Support Vector Machine (SVM) yonteminin duygu analizi ¢aligsmalarinda yiiksek performans gosterdigi
bilinmektedir. SVM metni arastirir, yapilacak secimlerin smirlarimi karakterize eder ve girdiler
icerisinde gergeklestirilen hesaplama i¢in bilesenleri kullanir. Gerekli bilgi, her biri m boyutundaki iki
vektor seklinde sunulur. Bu noktada, vektor olarak ifade edilen her bir veri bir sinifa atanir. Daha sonra
makine, egitim agamasinda ornekler araciligi ile herhangi bir yerden uzak olan iki sinif arasindaki sinir
noktasini belirler. Yapilan ayrim siiflandirma smirinin netlesmesine yardimei olur. Bu asamada sinif
kenarlarinin genisletilmesi kararsiz (siniflandirilamayan) secenekleri azaltir [8].

A. 3. Logistic Regression

Logistic Regression, adina ragmen Genellestirilmis Dogrusal Modeller yontemlerine ait popiiler bir
algoritmadir ve Maksimum Entropi olarak da bilinir. Bu modelde, tek bir denemenin olas1 sonuglarini
tanimlayan olasiliklar, bir lojistik fonksiyon kullanilarak modellenir. Logistic Regression yontemi, bir
veya birden fazla bagimsiz degisken oldugunda ciktiy1 veya sonucu belirlemek i¢in kullanilir. Cikis
degeri 0 veya 1, yani ikili bigimde olur [9].

A. 4. Decision Tree

Decision Tree smiflandirmasinda, verileri bélmek igin bir kosul kullanilir. Kosulu saglayan veriler bir
sinifa, kalan veriler diger sinifa yerlestirilir. Bu yinelemeli bir siirectir. Birden fazla ayirma yontemi
vardir. Bunlar, siniflandirma yapmak icin belirli kelime varligimi veya yoklugunu arayan tek 6znitelik
b6lme ve belgedeki kelimeleri 6nceden tanimlanmis kelimelerle eslestiren benzerlik tabanli ¢oklu
Oznitelik bolmedir [10].

A. 5. Random Forest

Random Forest siniflandirma algoritmasi, siniflandirma ve regresyon igin bir 6grenme yontemidir.
Egitim agamasi sirasinda bir dizi karar agaci olusturulur. Yeni gelen durumu siniflandirmak i¢in yeni
durum agaglarin her birine gonderilir. Her aga¢ siniflandirma yapar ve sonug olarak bir sinif ¢ikarir.
Cikt1 sinifi, cogunluk oylamasina dayali olarak ¢esitli agaclar tarafindan olusturulan maksimum benzer
smif sayis1 dikkate alinarak secilir. Random Forest yontemi, hem profesyoneller hem de siradan insanlar
icin ¢ok az arasgtirma ve programlama gerektirir, 0grenmesi ve kullanmasi kolaydir. Giiglii bir
istatistiksel altyapiya sahip olmayan kisiler tarafindan bile rahatlikla kullanilabilir [11].

A. 6. Artificial Neural Network

Yapay Sinir Aglar algoritmasinin ana fikri, verilerin dogrusal birlesiminden 6zelliklerini ¢ikarmak ve
sonrasinda elde edilen bu bilgiyi 6zelliklerin dogrusal olmayan bir fonksiyonu olarak modellemektir.
Sinir aglari, birbirleriyle belirli sekillerde baglanan diigiimlerin yer aldigu bir ag semas1 olarak
kargimiza g¢ikar. Diiglimler bir katmanda diizenlenir. Mimari olarak sinir aglar1 ii¢ katmandan olusur:
giris katmani, ¢ikis katmani ve gizli katman. leri beslemeli ve geri beslemeli olmak iizere iki tiir sinir
ag1 mevecuttur. ileri beslemeli sinir aglarinda diigiimler sadece tek bir yonde bagli olduklarindan bu sinir
ag1 tirld duygu analizi ¢alismalar i¢in daha uygundur. Diigiimler arasindaki her baglantinin, gradyan
inis algoritmasi yardimiyla hata fonksiyonu en aza indirilerek elde edilen bir agirlik degeri vardir. Bir
noron, iki asamada bir deger veren bir matematiksel modelden olusur. ilk asamada, néron girdisinin
agirlikli toplami hesaplanir ve bu toplama bir aktivasyon fonksiyonu uygulanarak ¢ikti alinir.
Aktivasyon islevi dogasi geregi dogrusal olmayan bir iglevdir ve tiim agdaki giris verileri yardimiyla
onceden 6grenilen dogrusal olmayan bir islevi tahmin edebilmesini saglar [12].
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III. METIN MADENCILIGI

Metin madenciligi, belgelerdeki ve veri tabanlarindaki yapilandirilmamis metni, analize uygun
normallestirilmis, yapilandirilmis verilere doniistiirmek i¢in dogal dil islemeyi kullanan bir yapay zeka
teknolojisidir.

A. METIN ON ISLEME ISLEMLERI

Kullanilan metnin 6zelligine ve almdig1 kaynaga gore farkli metin 6n isleme (temizleme) islemleri
mevcuttur. Bu ¢alismada, harf disindaki tiim sembollerin metinden ¢ikarilmasi, tiim harflerin kiigiik
harfe cevrilmesi, etkisiz kelimelerin (stopwords) ¢ikarilmasi ve kelimelerin kok hallerine getirilmesi
(stemming) yontemleri kullanilmistir.

B. METIN TEMSIL YONTEMLERI

B. 1. Bag of Words

Bag of Words (kelime torbasi) yontemi, dogal dil isleme ve bilgi ¢ikariminda kullanilan, bir belge
icerisinde yer alan verinin sayisal olarak temsil edilerek Ozelliklerinin ¢ikarilmasi islemidir. Bu
yontemde bir belge, kendi igerisinde yer alan tiim kelimelerin bir ¢antasi olarak temsil edilir. Duygu
analizi ¢aligmalarinda kelime torbasi yontemini kullanmak, belge igerisinde yer alan duyguyu ifade
etmesi agisindan faydali kelimelerin bir listesini olusturmak anlamina gelir.

1 2 3 4 5 6 7 8 9 10 11 Yorum
This movie is very scary and long not slow spooky good Uzunlugu
Yorum 1 1 1 1 1 1 1 1 0 0 0 0 7
Yorum 2 1 1 2 0 0 1 1 0 1 0 0 7
Yorum 3 1 1 1 0 0 0 1 0 0 1 1 6

Sekil 1. Bag of words yontemi ile yorumlarin temsil edilmesi.
B. 2. Word2Vec

Word2vec, biiyiik bir veri kiilmesinden sozciik yerlestirmeyi inceleyen sinir ag1 tabanli bir modeldir.
Yiiksek boyutlu bir uzayda her kelime i¢in bir vektor iiretir. word2vec, vektor temsili olugturmak igin
iki mimari igerir: siirekli kelime torbasi ve skip-gram. CBoW (continuous bag of words) modeli,
kelimeleri ¢evreleyen baglamlarini kullanarak tahmin eder. Skip-gram modeli, mevcut kelimenin ifade
ettigi baglami tahmin etmek igin kullanir.

Girdi Tahmin  Cikti Girdi Tahmin  Cikti
Wi(t-2) Wit-2)
W(t-1) Wit-1)
w(t) W(t)
W(i+1) W(t+1)
W(t+2) W(t+2)
CBOW Skip-gram

Sekil 2. Word2Vec Mimarisi.
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B. 3. Tf-1df

TF-IDF, bir terimin bir metin igerisinde ne siklikla gegtigi (TF) ve o terimin metin igerisinde ne kadar
onem arz ettigi (IDF) bilgisini kullanan bir ¢ikarim teknigidir. Her kelime veya terimin kendi TF ve IDF
puanlar1 vardir. Bir terimin TF ve IDF carpim puanlari, o terimin TF*IDF agirligin1 belirler. Basitce
anlatmak gerekirse, bir terimin TF*IDF puami (agirlik) ne kadar yiiksekse terim o kadar nadirdir, bu
deger ne kadar diisiik ise bu terim o kadar yaygindir.

Kelime
This
maovie
is
very
scary
and
long
not
slow
spooky
good

Yorum 1
1

=T =T = N = T S ST

Yorum 2
1

== R I R R =R R

B. 4. FastText

Yorum 3
1

[ - -

TF(Yorum 1) TF(Yorum 2} TF({Yorum 3)

1/7
1/7
1/7
1/7
1/7
1/7
1/7
0

0
0
0

1/8
1/8
1/4
0
1/8
1/8
0
1/8
1/8
0
0

1/6
1/6
1/6
0
0
1/6
0
0
0
1/6
1/6

IDF
0.00
0.00
0.00
0.48
0.18
0.00
0.48
0.48
0.48
0.48
0.48

TF-IDF(Yorum 1)
0.00
0.00
0.00

0.0e8

0.025
0.00

0.068
0.00
0.00
0.00
0.00

Sekil 3. Ornek Yorumlar icin TF-IDF puan hesaplanmast.

TF-IDF(Yorum 2)
0.00
0.00
0.00
0.00

0.022
0.00
0.00

0.060

0.060
0.00
0.00

TF-IDF{Yorum 3)
0.00
0.00
0.00
0.00
0.00
0.00
0.00
0.00
0.00
0.080
0.080

FastText, bir metin igerisinde tiim baglamdan bir kelimeyi veya merkezdeki tiim kelimelerden baglami
ogrenerek calisir. Ogrenme, iki katman agirhik ve ii¢ katman néron igeren bir sinir aginda bir dizi
giincelleme olarak goriilebilir; burada iki dis katmanin her birinde kelime dagarcigindaki her bir kelime
i¢in bir ndron bulunur ve orta katmanda gémme alaninin boyutlar1 kadar ndron bulunur.

Kelime 1 Kelime 2
Gémme GOmme
N N

Zﬁ““"%.&.’ —

Ortalama

|

Agirlik

4

Sonug

Sekil 4. Ornek bir FastText modeli.
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IV. METOT

A. VERI SETININ OLUSTURULMASI VE TEMIiZLENMESI

Bu ¢alismada kullanilan veri seti, IMDB internet sayfasinda yer alan film yorumlarindan olugmaktadir.
Toplam 50.000 adet yorumdan olusan veri setinde 25.000 adet pozitif, 25.000 adet negatif olarak
etiketlenmis yorum bulunmaktadir [13].

Veri setinin analize hazir hale getirilebilmesi i¢in 6ncelikli olarak 50.000 adet yorumun tek bir dosyada
toplanmasi gerekmektedir. Orijinal veri seti 25.000 adet pozitif ve 25.000 adet negatif olmak iizere
toplam 50.000 adet bireysel .txt dosyasindan olugmaktadir. Veriler tek bir dosya altinda toplanarak
analizler tek bir dosya {izerinden yapilmistir. MATLAB programi kullanilarak yazilan kod sayesinde
tim yorumlar tek bir dosya haline getirilmistir. Veri setinin son hali 50.000 satir ve 2 siitundan
olugsmakta olup ilk siitun film yorumunu ikinci siitun ise yorumun etiketini (pozitiflik veya negatiflik)
belirtmektedir.

Veri seti tek bir dosya haline getirildikten sonra Jupyter Notebook programina verinin aktarilmasi yani
analizlerin yapilabilmesi i¢in verinin bu programlara tanitilmasi gerekmektedir. Bu islem igin Jupyter
Notebook’ta (python dilinde) “pandas” kiitiiphanesi kullanilarak “pd.read csv” fonksiyonu ile veri seti
iceri aktarilmustir.

Veri seti programa tanitilmig olsa bile su anki haliyle analize tam olarak hazir degildir. Duygu analizinin
verimli bir sekilde yapilabilmesi igin veri setinin bir takim temizleme asamalarindan gegmesi
gerekmektedir. Metin 6n isleme iglemleri olarak adlandirilan bu asamada veri setinden harf digindaki
tiim semboller ¢ikarilmistir. Bunun icin “re.sub” fonksiyonu kullanilmistir. Ardindan tiim harfler kii¢iik
harfe c¢evrilmigtir. Bunun igin “lower” fonksiyonu kullanilmigtir. Sonrasinda etkisiz kelimeler
(stopwords) veri setinden ¢ikarilmistir. Bunun i¢in “remove_stopwords” fonksiyonu kullanilmigtir. Son
olarak kelimeler kok hallerine (stemming) getirilmistir. Bunun i¢in “stem” fonksiyonu kullanilmistir.
Bu metin 6n isleme islemlerinin ardindan veri seti duygu analizi i¢in hazir hale getirilmistir.

Veri Seti Onisleme

Adimlan

Harf digindaki
karakterlerin silinmesi

$

Tdm harflerin kiigik harfe
donusturdlmesi

4

Anlamsiz kelimelerin
(stopwords) cikarilmas!

¥

Kelimelerin kik hallerine

Veri Seti Segimi

donusturdlmesi
(stemming)

Sekil 5. Veri Setinin Temizlenmesi i¢in Uygulanan Adimlar.
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B. VERI SETININ EGIiTiM VE TEST SETLERi OLARAK AYRILMASI

Veri seti temizlendikten ve analize hazir hale getirildikten sonra yapilmasi gereken bir sonraki adim veri
setinin egitim ve test setleri olarak ayrilmasidir. Bu asamada farkli yaklasimlar izlenebilir. Bu ¢aligmada
k-fold cross validation (k-kath ¢apraz dogrulama) yontemi kullanilmistir. Veri seti 25.000 pozitif ve
25.000 negatif yorumdan olustugu i¢in dengeli dagilan bir veri setidir. Veri setinin orijinal halinde ilk
25.000 satir pozitif, kalan 25.000 satir negatif yorumlardan olugmaktadir. Veri setinden parcalar alarak
egitim ve test setleri seklinde ayirmadan once veri seti rastgele karistirilmis ve ardindan bu karigtirilan
veri seti k=5 olacak sekilde 5 parcaya ayrilarak %80 egitim, %20 test olacak sekilde islenmistir. Bu
yontemin avantaji tiim veri setinin hem egitim hem de test i¢in kullanilmasi ve analiz sonuglarinin her
bir kat i¢in ortalamasmin alinarak optimum sekilde elde edilebilmesidir. K-fold cross validation
yapilabilmesi i¢in gerekli kodlar yazilmis, gerekli dongii yapist kurularak her bir k degeri i¢in egitim ve
test setleri olusturulmustur.

C. METIN TEMSIL YONTEMLERININ UYGULANMASI

C. 1. Bag of Words

Bag of Words modelinin olusturulabilmesi i¢in python dilinde bulunan “bag of words” fonksiyonu
kullanilmigtir. Burada dikkat edilmesi gereken nokta bag of words modeli olusturulduktan sonra
secilecek kelime sayisidir. Bag of words modeli olustugunda elimizdeki veri setinde yer alan tiim
kelimeleri ve bu kelimelerin veri setinde kag kez gectigi bilgisi elde edilmis olunur. Bu ¢alismada bag
of words degeri olarak 1500 degeri se¢ilmis ve siniflandirma algoritmalar1 gergeklenmistir.

C. 2. Word2vec

Word2vec modelinin olusturulabilmesi igin python dilinde bulunan “word2vec” fonksiyonu
kullanilmistir. Burada dikkat edilmesi gereken nokta model olusturulurken word2vec fonksiyonunun
icine girilecek dimension (boyut) parametresinin degeridir. Bu calismada bu deger 300 olarak
belirlenmis ve tiim programlarda model bu sekilde olusturulmustur. Bu yontem ile veri setindeki her bir
kelime 300’Lik bir vektor ile ifade edilir ve duygu analizi her bir yorumdaki tiim kelimelerin vektor
degerleri karsilastirilarak yapilir.

C. 3. Tf-Idf

TF-IDF modelinin olusturulabilmesi i¢in python dilinde bulunan “tf-idf” fonksiyonu kullanilmistir. Bag
of words modeliyle benzerlik gostermesi ve karsilagtirmanin daha verimli yapilabilmesi ic¢in bu
yontemde de “max_count” degeri 1500 olarak alinmis ve siniflandirma algoritmalari ger¢eklenmistir.

C. 4. FastText

FastText modelinin olusturulabilmesi i¢gin python dilinde bulunan “fasttext” kiitiiphanesi kullanilmig ve
hazir olarak kullanilabilen fasttext modeli iceri aktarilarak edilerek veri setinin fastText modeli
olusturulmustur. Word2vec modeli ile benzerlik gostermesi ve daha saglikli bir karsilastirma
yapilabilmesi i¢in bu yontemde de vektor sayisi 300 olarak belirlenmistir.

D. SINIFLANDIRMA YONTEMLERININ UYGULANMASI
D. 1. Naive Bayes

Naive Bayes siniflandirma algoritmasi, python dilinde “GaussianNB” fonksiyonu kullanilarak
gerceklenmistir. 5-fold cross validation yontemi kullanildigi i¢in her bir kat ile algoritma caligtirilmis,
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her bir kat ayr ayri egitilmis ve test edilmistir. 5 kat icin elde edilen hata matrislerinin ortalamasi
alinarak Naive Bayes yontemi i¢in ortalama hata matrisi kaydedilmistir.

D. 2. Support Vector Machine

Support Vector Machine siniflandirma algoritmasi, python dilinde “SVC” fonksiyonu kullanilarak
gerceklenmistir. 5-fold cross validation yontemi kullanildig: i¢in her bir kat ile algoritma calistiriimas,
her bir kat ayrn ayr egitilmis ve test edilmistir. 5 kat i¢cin elde edilen hata matrislerinin ortalamasi
alinarak Support Vector Machine yontemi i¢in ortalama hata matrisi kaydedilmistir.

D. 3. Logistic Regression

Logistic Regression siniflandirma algoritmasi, python dilinde “LogisticRegression” fonksiyonu
kullanilarak ger¢eklenmistir. 5-fold cross validation yontemi kullanildig1 i¢in her bir kat ile algoritma
calistirllmig, her bir kat ayr1 ayri egitilmig ve test edilmistir. 5 kat i¢in elde edilen hata matrislerinin
ortalamasi almarak Logistic Regression yontemi igin ortalama hata matrisi kaydedilmistir.

D. 4. Decision Tree

Decision Tree simiflandirma algoritmasi, python dilinde “DecisionTreeClassifier” fonksiyonu
kullanilarak gergeklenmistir. 5-fold cross validation yontemi kullanildigi igin her bir kat ile algoritma
calistirilmig, her bir kat ayri ayri egitilmis ve test edilmistir. 5 kat icin elde edilen hata matrislerinin
ortalamasi alinarak Decision Tree yontemi igin ortalama hata matrisi kaydedilmistir.

D. 5. Random Forest

Random Forest siniflandirma algoritmasi, python dilinde “RandomForestClassifier” fonksiyonu
kullanilarak ger¢eklenmistir. 5-fold cross validation yontemi kullanildig1 i¢in her bir kat ile algoritma
calistirllmig, her bir kat ayr1 ayr1 egitilmis ve test edilmistir. 5 kat icin elde edilen hata matrislerinin
ortalamasi almarak Random Forest yontemi i¢in ortalama hata matrisi kaydedilmistir.

D. 6. Artificial Neural Network

Bu caligmada kullanilan diger siniflandirma yontemlerinden farkli olarak Artificial Neural Network
smiflandirma algoritmasmin caligtirilabilmesi i¢in Oncelikli olarak bir yapay sinir agi yapisinin
olusturulmas1 gerekmektedir. Yapilan arastirmalar sonucunda sinir ag1 olusturulurken aktivasyon
fonksiyonu olarak “ReLu” fonksiyonu kullanilmis, ¢ift gizli katman kullanilmis ve sayilar1 10 olarak
belirlenmis, “batch size” degeri 32 olarak alinmistir. 5-fold cross validation yontemi kullanildig1 i¢in
her bir kat ile algoritma calistirilmis, her bir kat ayr1 ayr egitilmis ve test edilmistir. Her bir k degeri
icin dongii basa dondiigiinde sinir agir tekrar olusturularak herhangi bir tutarsizlik olusmamasi
saglanmigtir. 5 kat igin elde edilen hata matrislerinin ortalamasi alinarak Artificial Neural Network
yontemi i¢in ortalama hata matrisi kaydedilmistir.

E. KARSILASTIRMA PARAMETRELERI VE DONANIM BILGISi

Bu calismada 4 farkli metin temsil yontemi, 6 farkli siniflandirma yontemi kullanilarak elde edilen
sonuglarin saglikli sekilde karsilastirilabilmesi ve hangi yontemin nasil sonu¢ verdiginin verimli bir
sekilde anlagilabilmesi i¢in Oncelikli olarak her bir siniflandirma algoritmasindan hata matrisleri elde
edilmistir. Hata matrisinde yer alan degerler kullanilarak accuracy (dogruluk), precision (kesinlik
derecesi), recall (animsama) ve fl-score (f1 puani) degerleri hesaplanmis, her bir yontemin ne kadar
stirdiigii sonug tablosuna eklenmistir. Ayrica, HWINFO isimli program yardimiyla ortalama bellek ve
islemci kullanimlar1 hesaplanmistir. Hesaplamanin verimli bir sekilde yapilabilmesi i¢in simiilasyonlar
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sirasinda bilgisayarda herhangi baska bir program ¢alistirilmamis ve bagka bir islem yapilmamistir. Bu
sayede verimli bir gekilde karsilastirma sonuglari elde edilmistir.

Bu c¢alismada tiim simiilasyon sonuglart Intel(R) Core(TM) i7-4700HQ CPU @ 2.40GHz, 12 GB

RAM’e sahip bir laptop kullanilarak elde edilmistir. Windows isletim sistemi olarak kurulu olan
bilgisayarda 480GB BX500 CT480BX500SSD1 2.5" SATA 3.0 SSD yer almaktadir.

V.DENEY SONUCLARI

A. SINIFLANDIRMA YONTEMLERININ PERFORMANSLARININ
KARSILASTIRILMASI

Bu calismada 4 farkli metin temsil yontemi ile 6 farkli siniflandirma yontemi kullanilarak gergeklenen
duygu analizleri sonucunda 5-fold cross validation yontemi kullanilarak hata matrisleri elde edilmis, bu
hata matrisleri yardimiyla karsilagtirmalarin yapilacagi degerler hesaplanmistir. Hata matrisi, 2x2
boyutunda bir matris olup igerisinde yer alan degerler asagidaki gibidir:

True Positive (gergek pozitif): Dogru sekilde pozitif olarak siniflandirilan yorumlar.
True Negative (ger¢ek negatif): Dogru sekilde negatif olarak siniflandirilan yorumlar.
False Positive (yanlis pozitif): Yanls sekilde pozitif olarak siniflandirilan yorumlar.
False Negative (yanlis negatif): Yanlis sekilde negatif olarak siniflandirilan yorumlar.

Accuracy (dogruluk) degerinin hesaplanabilmesi i¢in asagidaki formiil kullanilmistir.

P ~ TP + TN 0
CUracy = Trp Y FP+ FN + TN

Precision (kesinlik derecesi) degerinin hesaplanabilmesi i¢in asagidaki formiil kullanilmustir.

TP
Precision TP L FP 2

Recall (animsama) degerinin hesaplanabilmesi i¢in asagidaki formiil kullanilmistir.

TP
- 3
Recall TP T FN 3

F1-score (F1 degeri) degerinin hesaplanabilmesi igin asagidaki formiil kullanilmistir.

1 ) Precision * Recall (@)
= *
score Precision + Recall

B. ELDE EDILEN SONUCLAR

Accuracy, precision, recall ve f1-score degerleri igin en iyi sonucu veren iki yontem Logistic Regression
ve Support Vector Machine olmustur. Calisma siiresi agisindan en hizli yontem word2vec ve fastText
ile Naive Bayes, en yavas yontem ise bag of words ile Support Vector Machine olmustur. Karsilastirma
icin se¢ilen siniflandirma yontemleri arasinda ¢aligma prensibi geregi en yavas yontemin Support Vector
Machine oldugu goriilmiistiir. Bunun nedeni olarak Support Vector Machine algoritmasinin iki ana ayar
parametresi kullanmasi ve bu durumun karmagikligi, dolayisiyla ¢aligma siiresini etkiledigi tespit
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edilmistir. Ortalama bellek kullanim1 acisindan en fazla bellek kullanan yontem fastText ile Logistic
Regression, en az bellek kullanan yontem ise word2vec ile Support Vector Machine olmugtur. Ortalama
islemci kullanimi agisindan en fazla islemci kullanan yontem TF-IDF ile Logistic Regression, en az
islemci kullanan yontem word2vec ile Random Forest olmustur.

Tablo 1. Python ile Elde Edilen Tiim Sonuglar.

Metin Bellek islemci
Simiflandirma Temsil Siire Kullamm Kullanim

Algoritmasi Yontemi  Accuracy Precision Recall F1-Score (Sn) (GB) (GHz)
Bag of 076 0,82 0,67 074 11,34 7.93 0,37

Words
Naive Bayes _ TF-IDF 081 0,81 0,81 0,81 11,39 8,33 0,44
Word2vec 077 077 078 077 248 6,35 035
FastText 0,70 0,70 071 0,70 2,52 9,82 0,40

Bag of
Words 0,87 0,86 0,88 0,87 87968,68 7,76 0,34
Support Vector  TF-IDF 0,87 0,86 0,88 0,87 434228 7,68 0,34
Machine Word2vec 0,87 087 0,88 087 1400,32 6,07 0,34
FastText 0,84 083 085 0,84 1707,09 8,08 035
Bag of 0,87 0,86 0,88 0,87 38,64 8,11 127

Words
Logistic TF-IDE 0,87 0,87 0,88 0,88 33,08 8,65 1,35
Regression  “\vordavec 0,87 0,87 0,88 0,87 97 6,55 1,27
FastText 0,83 0,82 0,84 0,83 8,74 10,08 1,26
Bag of 0,79 0,82 073 078 35,52 778 033

Words
Random Forest _ TF-IDF 0,79 0,82 074 078 47,54 8,22 035
Word2vec 0,81 083 0,77 0,80 46,7 6,33 033
FastText 073 0,77 0,68 072 49,38 9,87 034
Bag of 072 072 071 072 158,32 7,68 033

Words
Decision Tree  TF-IDF 072 0,72 0,72 072 217,13 8,10 035
Word2vec 074 074 074 074 126,98 6,62 0,34
FastText 0,67 067 067 0,67 128,31 9,90 0,33

Bag of
Words 0,82 0,83 0,81 0,82 838,96 771 0,77
Artificial Neural — TF-IDF 0,82 083 0,80 0,81 911,13 7.1 0,79
Network Word2vec 0,87 087 0,88 087 578,78 753 0,75
FastText 0,84 0,84 085 0,84 575,75 9.88 076

Bu calismada, Python programlama dili icindeki kiitliphaneler kullanilarak Naive Bayes, Logistic
Regression, Support Vector Machine, Decision Tree, Random Forest ve Artificial Neural Network gibi
6 adet siniflandirma algoritmasinin Duygu Analizi kapsaminda, performans karsilastirmasi yapilmigtir.
Veri seti olarak, agik kaynakli, IMDB internet sitesinde yer alan etiketli kullanici yorumlar
kullanilmistir. Dogal Dil Isleme yontemleri kullanilarak temizlenen veri setinin sayisal olarak temsil
edilebilmesi i¢cin Bag of Words, TF-IDF, Word2Vec ve FastText metin temsil yontemleri kullanilmistir.
Veri setinin egitimi ve test edilmesi asamasinda k=5 olacak sekilde k-fold cross validation yontemi
kullanilmistir. 6 farkli siniflandirma yontemi i¢in elde edilen sonuglar accuracy, precision, recall ve f1
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score hesaplanarak ayrintili bir karsilastirma yapilmis ve sonuglar kaydedilmistir. Elde edilen sonuglar
incelendiginde en iyi performans word2vec ile LR yontemi kullanilarak elde edilmistir.
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