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Oz

Bilgisayarla gérme tekniklerinden biri olan nesne saptamasi
son yillarda hem akademik hem de ticari potansiyeli sayesinde
biiyiik ilgi gérmektedir. Giiniimiizde teknolojinin gelisimi ile
birlikte glivenlik ya da kisisel amaglarla ¢ekilen video
goriintiilerinin artmasi ve donanim elemanlarinin gelismesi,
ihtiya¢ duyulan kaynaklara erisimi kolaylastirmis dolayisiyla
nesne saptama sistemlerinin gelisimini hizlandirmistir. Bu
alanda yaya saptamasi, yiiz tanima gibi bazi klasiklesmis
konularda ¢ok sayida c¢alisma bulunmaktadir. Fakat bu
calismada farkli nesne gruplarinin getirdigi zorluklari
gézlemlemek adina tehlikeli nesneler (izerine yapilan ve
glivenlik gii¢lerine yardimci sistemlerin tasarlanmasina katki
saglayan c¢alismalar arastirilip derlenmistir. Calismalarda
kullanilan nesne saptama yéntemleri geleneksel yéntemler ve
derin 6grenme tabanli modern yéntemler olarak iki kissmda
incelenmis olup avantajlari ve dezavantajlari tartisiimistir.
Ayrica literatiirdeki  eksiklikler  belirlenip,  gelecekteki
calismalar icin arastirmacilara yénergeler sunulmustur.

Anahtar Kelimeler: Nesne saptamasi,
tehlikeli nesneler, derin 6grenme

nesne algilama,

Abstract

Object detection, which is one of the computer vision
techniques, has been very interested in both academic and
commercial potential in recent years. Today, the development
of technology, combined with the increased video images for
security or personal purposes, and the development of
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hardware elements, made it easier to access the resources
needed, thereby accelerating the development of object
detection systems. There are many studies in some classics
such as pedestrian detection, face recognition etc. in this area.
However, this studies on dangerous objects and contributing
to the design of safety-aid systems have been researched and
compiled to observe the challenges of different groups of
objects in the study. The methods of object detection used in
the studies have been studied in two parts as traditional
methods and deep learning modern methods, discussing the
advantages and disadvantages. In addition, deficiencies in the
literature have been identified and guidelines have been
provided to researchers for future studies.

Keywords: Object detection, object recognition, dangerous
objects, deep learning

1. Giris

Atesli silahlar ya da kesici aletlerin kisi/kisilere karsi
kullanilmasi ya da tehdit amaciyla tasinmasi kanunen sug
sayllmaktadir. Fakat Ulkemizde ve dinyada bireysel
silahlanma ile su¢ isleme orani hizla artmaktadir.
Gergceklestirilen bu silahli saldirilar genellikle sokakta, evde ya
da daha sakin alanlarda olsa da insanlarin bir arada bulundugu
okul, alis-veris merkezi, digln salonlari, oyun parki, hastane
gibi yerlerde de silahlarin kullanildigi ve masum insanlarin
kurban gittigi gorilmektedir. Bu durum o6zellikle kanuna
basvurma oraninin disik oldugu bolgelerde ya da kalabalik
sehirlerde  yasanmaktadir.  Birgok Ulkede  “bireysel
silahsizlanmayl”  6zendirmek amaciyla ¢esitli  vakiflar
kurulmasina ragmen bu durum hala bir giivenlik sorunu olarak
devam etmektedir [1-3]. Olasi tehlikelerin 6nline ge¢cmek
amaclyla yetkililer 6zellikle kalabalik ortamlardaki sug oranini
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azaltmak ve caydiricihigl arttirmak icin giivenlik kameralari
kurmaktadir. Mevcut kamera sistemleri sayesinde suclunun
saptamasini saglayabilmektedir. Fakat suclunun isledigi
eylemi geri alamamaktadir. Dolayisiyla silahli saldirilara
kurban giden kisiler zamaninda midahale edilemedikleri icin
yaralanma ya da hayatlarini kaybetme riskleri ile karsi karsiya
kalmaktadir. Bu gibi durumlarin 6niine ge¢mek amaciyla
tercih edilen kapali devre televizyon sistemlerinin
(Close Circuit TeleVision - CCTV) ve sehir izleme sistemlerinin
(MOBESE)  kullanimi kamu  kuruluslarinda, alis-veris
merkezlerinde, bankalarda, otoparklarda, hastane ve
fabrikalarda yayginlastirilmaktadir. Kameralardan gelen
veriler operatérler tarafindan 7/24 izlenerek, insanlar ve
milkler icin zararli olma potansiyeli yiliksek bireyler ve
durumlar incelenmektedir [4]. Bu glvenlik kameralarini
izleyen operatorlerin temel gorevi olasi tehditleri saptamak,
kontrol etmek, gdzlemlemek ve tehditlere karsi 6nlem alarak
insanlarin  gilivenligini  saglamaktir ~ [5].  Guvenligin
saglanabilmesi icin operatorler 4, 9 ve 16 ekrani ayni anda
izlemektedirler. Fakat insanin dogasi geregi, ayni anda birden
fazla video akisiniizlemenin oldukga zor oldugu bilinmektedir.
Bu operatorlerin algilama oranlari yaslarina bagh olarak
degismekle birlikte, yastan bagimsiz her bireyin 1 saat sonra
algilama orani 6nemli 6lglide distligl one sirilmektedir [6].
Dolayisiyla giin gegtikge artan CCTV verilerinin manuel olarak
incelenmesinin ve analiz edilmesinin olduk¢a zor oldugu
gorlilmektedir. Bu tarz sistemlerin otomatiklestirilerek
operatorlere yardimci sistemler haline getirilmesi bir ihtiyag
haline geldigi arastirmacilar tarafindan fark edilmistir [7].
Ancak son yillarda bu tarz calismalar yapilmaya
baslanabilmistir. Bunun temel nedeni kameralardan elde
edilen verilerin gercek zamanh islenmesi glinimizdeki
teknolojilerle (son 10 yilda) ancak mimkin hale gelmesinden
kaynaklanmaktadir [8].

Gergek zamanl verilerin islenmesi 6zellikle derin 6grenme
tabanli  modeller ile daha kolay bir sekilde
gerceklestiriimektedir. Bu modeller blylk veriler ile
calismaktadir. Gerekli olan verilerin saklanmasi igin ihtiyag
duyulan depolama miktarina ve isleme hizina glinimuzdeki
mevcut yontemler ile ulasmak miimkindur. Dolayisiyla 10-15
sene Once donanim  yetersizlig§inden  kaynaklanan
problemlerin giinimizde teknolojinin gelismesiyle asildigI ve
guvenlik ya da kisisel amaglarla gekilen video gorintilerinin
arttigi bilinmektedir. Hareketli ya da sabit kameralar ile
cekilen ve zaman icerisinde artis gosteren bu video
gorintdleri, bliytk bir veri havuzu olusturmaktadir. Bu sayede
cok sayida video verilerinin bir araya getirilip incelenmesi ve
analiz edilmesi akademik ve ticari potansiyeli ile artan bir ilgi
gormektedir.

Bu calismada ozellikle tehlikeli (silah/bicak) nesnelerin
saptanmasini gergeklestirip kaynaklara katki saglayan derin
o0grenme tabanl ¢alismalar incelenerek, kullanilan modeller
analiz edilmis, kaynaklardaki katkilari degerlendirilerek vars
eksiklikleri ya da yenilikleri belirtilmistir. Kaynaklarda bazi
benzer c¢alismalarin  yapildigi  gorilmektedir. [8]'de
arastirmacilar nesne saptama calismalarinin son 20 yildaki
gelisimini ele alarak kullanilan geleneksel ve derin 6grenme
tabanli modelleri incelemis, yliz tanima, metin tarama, yaya

algilama gibi calismalari degerlendirmistir. [9] ve [10]’da derin
0grenme tabanli nesne saptama teknikleri incelenip
eksiklikleri ve gelecekte yapilabilecek oneriler sunulmustur.
Video goruntilerindeki zorluklar ve tikanikliklar igin
onerilerde bulunarak arastirmacilara yol gostermislerdir.
[11]'de derin 6grenme ybdntemleri ile gergeklestirilen yaya
saptama c¢alismalari incelenerek degerlendirilmistir. Yaya
algilamaya vyonelik modern yontemleri incelemis olan
arastirmacilar ayni zamanda farkli veri setlerindeki 6zellik
tabanli yaklasimlari karsilastirarak veri setlerinin 6nemini
vurgulamiglardir. Bu ¢alismada ise benzerlerinden farkh
olarak sadece tehlikeli nesnelere odaklaniimistir. Dolayisiyla
calismadaki hedef nesnelerin boyutlarinin kigik olmasi
ozellikle  hareketli gorintiler Uzerinde algilamasini
zorlastirmaktadir.  Fakli  nesnelerin ~ farkh  zorluklar
beraberinde getirdigi bilindigi icin bu calisma arastirmacilara
diger derleme calismalarindan daha farkli bir bakis agisi
sunacagl dusinidlmektedir.  Yalnizca tehlikeli nesnelere
odaklanilarak yapilmis calismalar dikkate alinarak; kullanilan
teknikler, veri setleri, c¢alisma ortamlari ve donanim
gereksinimleri incelenip detayli analiz edilmistir.

Calisma 6 bolim seklinde organize edilmistir. 2. Bolimde
nesne saptama kavrami agiklanmis ve hangi amaglar igin
kullanildigi  konusuna deginilmistir. 3. Bolimde derin
O6grenme tabanli algoritmalar incelenmistir. 4. Bolimde bu
algoritmalar kullanilarak tehlikeli nesnelerin saptanmasini
gerceklestiren galismalar incelenip kategorize edilmistir. 5.
Bolumde yapilan galismalarin eksiklikleri ve yayinlara katkilari
Gzerine bir tartisma gerceklestirilip son bolimde sonug ve
gelecekteki calismalardan bahsedilmistir.

2. Nesne Algilama

insanlar 6nceden bildigi bir nesne ile tekrar karsilastiginda
bunun ne oldugunu aninda algilayabilir ve tanimlayabilir.
Nesne algilama islemi insanin bu Ozelliginden esinlenerek
tasarlanmis ve bilgisayarlara bu eylemi yaptirmak igin
gelistirilmis bir bilgisayarla goéru teknigidir. Temel amaci
gorintli veya videolardaki nesneleri saptama edip
konumlandirarak siniflandirabilmektir. Yillar icerisinde bu
alanda birgok algoritma gelistirilse de 2001 yilinda Viola ve
Jones tarafindan gelistirilen ve kendi isimleri ile anilan Viola-
Jones algoritmasi bu alanda devrim vyaratmistir [12].
Arastirmacilar, bu yontem ile, 24x24 beneklik insan yuzi
iceren ve insan ylzl icermeyen egitim seti olusturup
tasarladiklari modeli egiterek gorseldeki insan yizlerini
algilayabilen bir model tasarlamislardir [13]. Zaman igerisinde
donanimin gelismesiyle birlikte tasarlanan nesne algilama
modellerinin veri isleme hizi ve basarisi artarak devam
etmistir. Ginlimuzde yaygin olarak kullanilan nesne algilama
modellerinden, otonom siirlis [14-16], yaya saptamasi [17-
20], yluz tanima [12, 21-23] gibi pek ¢ok alanda
yararlaniimaktadir.

2.1 Nesne Algilamanin Gorevleri

Literatlirde nesne algilama ve nesne saptamasi lizerine birgok
¢alisma mevcuttur. Ancak zaman zaman bu terimlerin
karistinldigi ve birbiri yerine kullanildigi gérilmektedir. Clinku
bu iki terim nesneleri tanimlamaya vyonelik benzer
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tekniklerdir. Temelde nesne saptamasi goriintideki hedef
nesne/nesneleri bulma islemini gerceklestirir ve nesne
algilamanin alt kiimesidir. Bu ¢cergcevede nesne algilama birgok
gorevin catisini olusturmaktadir. Gorlntl igerisindeki tim
nesneleri tanima ve konumlandirma islemi yapan nesne
algilama yonteminin gergeklestirilmesi sirasinda bazi teknik
gorevler mevcuttur [24, 25]. Bu teknikler 6rneklerle birlikte
Cizelge-1'de agiklanmaktadir.

Tekli ve ¢oklu nesnenin saptanmasi sirasinda siniflandirma +
yerellestirme ya da nesne saptamasi islemi kullanilir. Bu iki

yontem benzer mantikta calisir fakat siniflandirma +
yerellestirme goriintlide tek bir nesne varsa ya da nesnelerin
sayisi biliniyorsa dogru calisabilmektedir ancak bu durum ag
performansinin diismesine sebep olur. Clinkii amag sadece
nesnenin sinifini belirlemek degil ayni zamanda sinirlarin
gizilebilmesi igin 4 koordinat noktasinin tahmini bilgilerini de
belirlemektir. Dolayisiyla nesne siniflandirma + yerellestirme
modelinin egitimi icin; dnceden etiketlenmis gorintd verileri
ve bu goérintli verilerinde yer alan nesnelerin sinir
koordinatlari yer almaktadir.

Cizelge-1: Nesne algilamada yer alan teknik gorevler

Gorev Aciklama Ornek
Nesne Onceden etiketli veriler ile egitilmis modele bir girdi
Siniflandirma verildiginde bu girdi verisini bazi metriklere gore siniflandirir.
{
o ok
c Goriuntideki nesnenin konumunu saptama ederek sinirlayici bir . .
4 . . . . . . Bu eylem ancak siniflandiriima isleminden
= Nesne kutu ile temsil eder. Sinirlayici bir kutu gizmek igin x koordinati, .
= . . R . - . . sonra hedef nesne/nesneler igin
< | Yerellestirme y koordinati, ylkseklik ve genislik olmak lizere 4 stirekli sayi .
O] . . : gerceklesir.
[ kimesini tahmin eder.
Gorintlde yalnizca bir nesne varsa ya da verideki nesnelerin
Siniflandirma + [ . . "
. sayisini biliniyor ise nesnelerin yerleri saptama edilip sinirlarinin
Yerellestirme L S
cizilmesini saglar.
Nesne - - . . -
Goruntideki tim nesnenin saptanip sinirlarinin belirlenmesini
Saptamasi .
saglar.
% Ornek béliitleme: Ayni  sinifin
2 birden ¢ok érnedi ayri béliitlenir.
2 Gériintideki h Tim nesneler ayni sinifa ait olsalar
S .f)runtu €Kl Ner nesne | pire farkli renklerle renklendirilir.
icin olusturulan benek
bazinda maskeler, bir
Goranti nesnenin varhiginin
Bolitleme isaretlenmesini  saglar.
Sinirlayici kutudan daha
etkili nesne algilama | Anlamsal béliitleme: Ayni siniftaki
yontemidir. tim nesneler icin tek bir sinif
olusturulur, bu nedenle ayni
siniftaki tiim nesneler ayni renkle
renklendirilir.
[MIEN ;'

Nesne siniflandirma sirasinda nesnenin hangi sinifa ait oldugu
tahmin  edilirken, vyerellestirme sirasinda  nesnenin

cevresindeki sinirlayici kutunun x koordinati, y koordinati,
yukseklik ve geniglik bilgileri olmak tizere 4 surekli sayi kimesi
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tahmin edilmelidir. Bu nedenle evrisimli sinir agi hem nesne
sinifini hem de sinirlayici kutuya ait koordinat bilgisini tahmin
etmeyi Ogrenecektir [26, 27]. Eger gorintiide birden fazla
nesne varsa ve nesnenin mevcut sayisi bilinmiyorsa, sistemin
Uiretecegi sinirlayict kutu sayisi dolayisiyla koordinat sayisi
bilinemeyecektir. Bu noktada nesne saptama yontemi
kullanilmasi gerekmektedir. Bu yontemi etkili bir sekilde
uygulayabilmek igin ¢esitli derin 6grenme tabanl algoritmalar
mevcuttur.

3. Nesne Saptama Algoritmalari

Nesne saptama yontemleri geleneksel ve derin 6grenme
tabanli yontemler olarak iki kisimda incelenebilir. Sekil-1’de
nesne saptamasi icin gelistirilen algoritmalarin zaman
cizelgesi gosterilirken Sekil-2’de  kaynaklarda kullanilan
algoritmalar gosterilmistir. Sekil-1’de gorildigi lzere, 2014
yiindan 6nceki dénemde geleneksel yontemler, sonraki
donemde ise derin O6grenmeye dayali yontemler ortaya
cikmugtir [8].

_______ Geleneksel Yontemler
_______ Iki Asamali Nesne
——————— Tek Asamalit Nesne Saptamasi
Fast-RCNN
Viola & P | r = — SPP-net
Jones |
1 I AlexNet I, YOLO
| | 1 |
Haar | HOG : ;o RO b MaskRONN
| | | | I | | I | |
[ I | | I | o [
1 I I I I 1 oy I
| 1 | 1
o o—o& O—0—0-—0o— o—»
1998 1999 2001 2005 2008 2012 20:14 20:15 2 I 6 2018
| I I I I
| I I | I
SIFT OverFeat | sso !
I | — RFCN
Faster-RCNN
Sekil-1: Nesne saptamasi icin gelistirilen algoritmalarin zaman gizelgesi
4 N\ 4 N\
Haar 1 SIFT iki Asamali Tek Asamali
|\ J |\ J
( )\ ( N\ ( N\ ( N\ ( )\ ( )\
HOG —— DPM RCNN = SPPNet YOLO v1 — YOLO v2
\ J \ J | J & J & J & J
4 N\ 4 N\ 4 N\ 4 N\
Fast-RCNN — Faster-RCNN YOLO v3 —1 YOLO v4
. J . J . J . J
4 N\ 4 N\ 4 N\ 4 N\
RFCN —  Mask-RCNN YOLO v5 —— SSD
| J & J & J & J

Sekil-2: Kaynaklarda taranan algoritmalarin diyagrami
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3.1 Geleneksel Yontemler

Geleneksel nesne saptama algoritmalari gorinti icerisindeki
nesnelerin saptanip 06zelliklerinin ¢ikartiimasindan sonra
siniflandirilmasiyla olusan 3 temel adimdan olusmaktadir.

3.1.1 Bolge Segimi

Cok olgekli stirglilli pencere yardimi ile tim goériinti taranarak
farkh boyutlarda ve farkli konumlarda olan nesnelerin
saptanmasi gergeklestirilir. Sabit boyutlu bir pencere gorinti
Gzerinde kaydirilarak ilgili bolge aranmaktadir. Fakat bu
yontem oldukga zaman almakta ve hatali sonuglar
Gretebilmektedir [28]. Buna ragmen hala bazi nesne saptama
islemlerinde kullanilan bir ydntemdir.

3.1.2 Ozelik Cikarimi

Bolge seciminde belirlenen nesneye ait 06zelliklerin
¢ikartilmasi, dogru siniflandirma igin oldukga 6nemlidir. Fakat
nesneye ait Ozellik cikarimi yapilirken farkli aydinlatma
kosullari ve farkh arka planlar yapilan islemleri zorlastirabilir.
Bu nedenle goériintilerin ozelliklerini elle tanimlamak yerine
Haar, Olcek Degismez Unsur Doéniisimi (Scale-Invariant
Feature Transform - SIFT), Yo6nli Gradyanlar Histogrami
(Histograms of Oriented Gradients - HOG), Degisime
Ugrayabilen Parc¢a Bazli Model (Deformable Part Model - DPM
ve benzeri 6zellik ¢cikarim teknikleri kullanilmaktadir [9]. Bu
teknikler asagida kisaca aciklanmistir.

Haar: Bir goriintlide belirlenmis iki veya daha fazla bitisik
dikdortgen bolgenin benek degerlerinin toplaminin farki ile
elde edilen oOzellik g¢ikarim algoritmasidir. GoOrlntly
dikdortgenler yardimi ile tarayarak dikdortgenlerin icerdigi
beneklerin toplamlarina ya da farklarina esik degeri uygulanir
[29,30].

SIFT: Ozellik ¢cikarimi, bir nesnenin veya sahnenin Gaussian
filtresi sonucunda elde edilen farkli gorinidmleri arasindaki
degismeyen ozelliklerini kesfedilmesiyle saglanir.
Gorlntunin dondirme, oOlgeklendirme ve aydinlatma gibi
islemler sonucunda degismeyen bdlgesel Ozelliklerini
Gaussian filtresi yardimiyla kesfeden 4 adimh etkili bir
algoritmadir [31].

HOG: Gorintli gradyanini bir goriintide meydana gelen
yogunluktaki veya renkteki yonli degisiklikleri temsil
etmektedir. Gorlintl gradyan vektorleri, en blylk yogunluk
artisinin meydana geldigi yonu simgeleyen isaretcilerdir ve
temel amag gorintilerden bilgi almaktir. HOG algoritmasi,
gorinttideki beneklerin yonelim ve buylklik degerlerini
kullanarak o6zellik haritasi ¢ikaran bir algoritmadir.
Goruntlinlin yatay ve dikey gradyanlari hesaplanarak kenarlar
ve onemli noktalar bulunur. Goérintl hicrelere bolanr,
hiicre igerisindeki her bir benegin gradyan buyukligu sahip
oldugu aclya gore histogram bolgelerine dagitilir. Sonug
olarak, bir blok icerisinde olusturulan tim histogramlarin
birlestirilerek blytk bir histogram elde edilir [32,33].
HOG algoritmasi 3 temel adimdan olusmaktadir:

e Yeniden boyutlandirma ve renk normallestirme

e Her benegin gradyan vektorl, blyiklGgi ve yonin
hesaplanmasi

e GOrlintinin  birden fazla 8x8’lik beneklere
bolinmesi
DPM: Aydinlatma, bakis acisi, tikaniklik gibi cesitli

sebeplerden dolayl nesne algilama sirasinda cesitli varyanslar
olabilmektedir. DPM bu degisimleri yakalayarak nesne
saptama islemini basarili bir sekilde gerceklestirebilmektedir
[34]. Model 3 ana kisimdan olugmaktadir:

e KOk (root) filtresi, tim nesneyi kaplayan bir
pencereye sahiptir bu pencere ile bdlge ozelligi
vektoru igin agirliklari belirler.

e Parcal filtre, nesnenin daha kiguk bolimlerini
kapsar.

e Mekansal model, koke gore parca filtrelerinin
konumlarini puanlamak icin kullanilir.

Ayrica filtrelemeden Once piramit seviyelerinde HOG
ozelliklerini ve bir nesnenin farkh parga konumlarini bulmak
icin egitim sirasinda dogrusal Destek Vektér Makinesi
(Support Vector Machine - SVM) kullanir.

3.1.3 Nesnenin Siniflandiriimasi

Ozellikleri gikartilan nesnelerin hangi sinifa ait olduklarinin
belirlenmesi gerekmektedir. Bu islem igin SVM veya Adaboost
algoritmasi kullaniimaktadir.

SVM: Sonsuz boyutlu alanda olusturulan bir hiper-diizlem
kiimesi ile verilerin siniflandirma yapilarak ayristiriimasini
saglayan denetimli makine 0Ogrenme algoritmasidir. Bu
algoritma eldeki verileri kullanarak iki veya daha fazla sinifi
birbirinden ayirabilen bir yapiya sahiptir. 2 boyutlu
dizlemlerde ¢oziilemeyen problemler Kernel hilesi yontemi
(boyut arttirlyormus gibi yapar) kullanilarak
¢6zimlenebilmektedir [35,36].

AdaBoost: Topluluk ydntemini kullanarak siniflandirma yapan
makine 0Ogrenmesi algoritmasidir. Zayif siniflandiricilarin
hatalarindan ders c¢ikarmak ve onlarn gigli  olanlara
donustirmek icin yinelemeli bir yaklasim kullanmaktadir [13].

Geleneksel nesne algillama yontemleri hala kullaniimasina
ragmen bazi eksiklikler icermektedir. Ornegin; bélge secimi
icin  kullanilan  slrglli  pencere teknigi  gorlntlyl
tarayabilmek icin c¢ok fazla pencere kullanir. Bu sebepten
hesaplama maliyeti oldukca yuUksektir. Ayrica 6zellik gikarim ey
ontemleri gorintulerde olusabilecek morfolojik cesitlilikler
yuziinden her zaman iyi haritalama gergeklestiremeyebilir. Bu
gibi islevsel sorunlarin éniine gecilmesine 2014 yili itibari ile
gerceklestirilmeye  baslanmistir.  Arastirmacilar nesne
saptamas! sirasinda agirhkli olarak derin 6grenme tabanh
yontemler kullanmaya ve gelistirmeye odaklanmistir.

3.2 Modern Yontemler

1995 yilinda gelistirilmis olan SVM algoritmasindan elde
edilen sonuglar problemlere ¢6ziim getirebilecek dogruluk
oranlarina  sahip oldugu icin makine  Ogrenmesi
algoritmalarinin gelisimi bir sire duragan sekilde varligini
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sirdirmeye devam etmistir. Bu durum 2009 yilinda Hinton
tarafindan gelistirilen cok katmanl Derin Sinir Ag1 (Deep Belief
Networks - DBNs) modeli sayesinde degiserek denetimsiz
0grenme modelini ortaya ¢ikarmistir [37]. Ardindan veri
kiimelerinin buylmesi, bilgisayar donaniminin gelismesi ve
dogru aktivasyon fonksiyonlarinin tercih edilmesi ile makine
0grenmesi yonteminin bir alt kiimesi olan ¢ok katmanlh
yapilardan meydana gelen derin 6grenme yontemleri
gelistirilmigtir. ImageNet tarafindan nesneleri
siniflandirabilmek icin yapilan yarismalar ile daha popiler
olmaya baslayan derin 6grenme yontemi, Krizhevsky ve ark.
tarafindan 2012’de tasarlanan 7 katmanli AlexNet ag ile
arastirmacilarin  dikkatini ¢ekmistir [38]. Goruntdlerin
siniflandirilmasi icin kullanilan bu yéntemin nesne saptama
islemlerinde de kullanip kullanamayacagini sorgulamaya
baslamis ve 2014 yilinda Bolge Tabanli Evrisimli Sinir Ag
(Region Based Convolutional Neural Networks - RCNN) ve
OverFeat adinda iki farkli nesne saptama mimarisi tanitilmistir
[39-41]. Tanitilan bu iki mimari sayesinde nesne saptama
islemleri derin 6grenme yontemlerine dayali tekniklerle
gerceklestiriimeye baslanmistir. Zaman igerisinde tasarlanan
yeni teknikler ile nesne saptamasi gigli bir sekilde
gelistirilmis ve gelistiriimeye devam etmektedir [42].

Bu galismada belirtilen algoritmalarin igerikleri, dogruluk ve
veri isleme hizlilarinin avantajlari — dezavantajlari
algoritmalarin  oOzelliklerine gore iki farkh bashk altinda
tartisilmigtir.

3.2.1 iki Asamali Nesne Saptamasi

Geleneksel yontemde oldugu gibi modern yontemlerde de bir
nesnenin saptanmasi icin gorlinttdeki yeri, ozellikleri ve
ardindan hangi sinifa ait oldugu bulunmahdir. Nesnelerin
potansiyel konumlarini gosteren yerleri kesfedebilmek icin
bolge oneri yontemi kullanilmaktadir. Sabit boyutlu 6zellikler
bu bolgelerden beslenerek elde edilmektedir. Ardindan
ozellikler siniflandiricilara  gonderilerek nesnenin sinifini
tahmin etmektedir. iki asamali yéntemlerin &zellik ¢ikarim
sirecinde yavas oldugu fakat geleneksel yontemlere gore
daha ylksek dogrulukta sonug lrettigi bilinmektedir [42, 43].

3.2.1.1 Bolge Tabanli Evrigimli Sinir Aglar

Girshick vd. tarafindan 2014 yilinda gelistirilmis olan bu
mimari temelde bolge dnerisi, 6zellik gikarimi ve siniflandirma
+ yerellestirme olarak 3 ana bélimden olusmaktadir (Sekil-3).

Bolge Onerisi: Bolge Onerisi bir gorlintideki olasi nesnelerin
yerini belirleme islemidir. Bu ydontem ile gériintiide ¢ok sayida
bolge secilmektedir. Secilen bolgeler Secici Arama algoritmasi
ile 2000 aday bolgeye indirgenerek evrisimli katmana
gonderilmektedir [43]. Belirlenen bolgelerin segici arama
algoritmasi ile azaltilmasi islemi ise temelde Sekil-4’te bir
ornegi gosterildigi gibi nesnelere farkli renkler atayip
gorintuden ayiran bir yéntemdir [44]. Algoritmanin ¢alisma
prensibi asagidaki gibi ifade edilebilir:

e GOrlntl bolitlenerek bircok aday bolge belirlenir.

o Acgozlii 6zellige sahip bir algoritma kullanilarak
benzer renklerdeki bolgeler tekrar tekrar birlestirilir.

e Nihai aday bolge 6nerilerini Uretmek icin olusturulan
bolgeler kullanilir.

Sekil-4: Secici arama algoritmasi ile insan saptamasi [44]

Ozellik gikarimi: Bolge onerisi ile belirlenen yaklasik 2000
adet aday bilginin her biri ayri ayri Evrigimli Sinir Ag
(Convolutional Neural Networks - CNN) modeline girdi olarak
gonderilmektedir. CNN modeli ile her bolgeden sabit
uzunlukta  o6zellik ¢ikarma islemi  gergeklestirilerek
siniflandiriimasi icin SVM modeline ve sinirlayici kutularin
belirlenebilmesiicin bir regresyon modeline gonderilmektedir
[39].

Siniflandirma + yerellestirme: Evrisimli katmanlardan elde
edilen ozellikler siniflandiriimasi icin bir SVM algoritmasina
gonderilmektedir. Siniflandirilacak nesnenin
cercevelenebilmesi icin sinirlayici kutunun koordinatlarini
tahmin edecek bir regresyon modeli belirlenmektedir [39].

RCNN modeli derin 06grenme tabanli nesne saptama
algoritmalarinin ~ atasi  olarak  bilinmektedir.  RCNN
algoritmasinin  performansi geleneksel nesne saptama

algilarima gore daha basarili sonuclar Urettigi bilinse de bu
modelin  bazi dezavantajlari  bulunmaktadir [8]. Bu
dezavantajlar asagidaki gibi ifade edilebilir:

e GoOrUntllerin bolge onerisi ile birlikte saklanmasi
gerektigi  icin ¢ok fazla depolama alani
gerektirmektedir [46].

e Her gorintiden 2000 aday bolge Onerisinin
siniflandirmasi, zaman kaybina sebep olmaktadir
[46].

e Model sadece 227 X 227 boyutunda girdi verisi
alabildigi icin nesne bilginin kaybolmasina yol
acabilmektedir [8, 10].

e Bolge onerisi ¢cikarimi sirasinda gereksiz birgok teklif

Urettigi icin zaman karmasikliginin artmasina sebep
olmaktadir [45, 46].
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CNN ile Ozellik

SVM ile
Siniflandirma

Cikarimi

Regresyon ile
Sinirlayici Kutu

Sekil-3: RCNN mimarisinin akis diyagrami

3.2.1.2 Mekansal Piramit Havuzlama Agi

He ve ark. tarafindan 2015 yilinda gelistirilen bu mimarinin
temel amaci sabit boyutlu girdilere mecburiyeti ortadan
kaldirmak ve goriintli boyutu ne olursa olsun ¢ikti olarak sabit
uzunlukta bir temsil olusturabilmektir. CNN mimarileri giris
verisi olarak goruntulleri sabit boyutta almaktadir. Fakat bu
yaklasimi gercekgi ve kolay bulmayan arastirmacilar Mekansal
Piramit Havuzlama (SPP-net) adini verdikleri bir strateji
kullanarak tam baglanti katmanindan kaynaklanan sabit
boyutlu girdi problemini ortadan kaldirmiglardir.

Mekansal piramit havuzlama: Rastgele boyutlarda
goruntler ile agi besleyebilmek icin son havuzlama katmani
ile mekansal piramit havuz katmani yer degistiriimektedir.
SPP katmanlari yalnizca bir havuzlama islemi uygulamaz.
Birkag¢ farkh cikti boyutunda havuzlama islemi uygular ve
sonuglari bir sonraki katmana géndermeden 6nce birlestirir.
Bu sayede tam baglantih katmani icin (veya diger
siniflandiricilara) sabit uzunlukta giktilar Gretilmektedir [47].

RCNN’deki ozellik hesaplamasi goriinti basina binlerce
bolgenin ham beneklerine tekrar tekrar uyguladigi icin zaman
alir, oysa SPP-net evrisim katmanlarini yalnizca bir kez
calistirdigi icin daha hizlidir. Ayrica RCNN’ye kiyasla sinirlayici
kutu tahmin hizi daha basarildir. Bu iyilestirmelere ragmen
mevcut dezavantajlari asagidaki gibi ifade edilebilir:

Derin Sinir Agi

—|—> Rol izdiisimii —|—>

Goruntu

Ozellik Haritas! J

e Ozellik c¢karma ve ince

agin
yapilandiriimasi zaman almaktadir.

ayarlarinin

e Bolge onerilerinden dolayi fazla yer kaplamaktadir.

e RCNN gibi, oOzelliklerin ¢ikarilmasi, ince ayar
yapilmasi, SVM ile egitmeyi ve son olarak sinirlayici
kutu vyerlestirmeyi iceren ¢ok asamali bir islem
hattindan olusmaktadir [46].

3.2.1.3 Hizli Bolge Tabanl Evrisimli Sinir Aglari

RCNN’de kullanilan yaklasik 2000 adetlik aday bolgeler egitim
zamanini ve maliyeti arttirdigi bilinmektedir. Bu soruna ¢6ziim
Uretebilmek adina Girshick 2015 yilinda RCNN mimarisini
gelistirerek zamandan ve maliyetten tasarruf etmeyi basaran
Hizli Bolge Tabanli Evrisimli Sinir Ag1 (Fast-RCNN) mimarisini
tasarlamistir. Girshick bu sefer goriintliyl bolge tavsiyelerine
gore ayirmak yerine tiim goriintl ve bolge tavsiyelerini CNN
mimarisine girdi olarak vermektedir. Sekil-5'de gosterildigi
gibi gorunti CNN’e gonderilerek oOzellik haritasi Gzerinde
bolge Onerilerinin izdlslimleri alinmaktadir. Buradan elde
edilen bilgiler Rol (Region of Interest - ilgi Alani) havuzlama
katmanina génderilerek her bdlge 6nerisi igin sabit uzunlukta
(3% 3, 5x5, 7x7) bir ozellik vektort elde edilmektedir.
Her ozellik vektorlii 6nce tamamlama katmanina sonra
siniflandirma icin Softmax ve sinirlayici kutu icin regresyon
modeline gonderilmektedir. Boylece 6zellik haritalarini ayrica
saklamaya gerek kalmadigi icin depolamadan da tasarruf
saglamaktadir [46].

=

Tam Baglanti
Katmani

Rol Havuzlama

Katmani
Softmax ile
Siniflandirma

Regresyon ile
Sinirlayici Kutu

Sekil-5: Fast-RCNN mimarisinin akis diyagrami
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- 215/32=6,7

Ozellik Haritasi

Sekil-6: Ozellik haritasinda Rol’lerin izdiisim, 6zellik haritasinda silah ~3 X 6, yiiz ~7 X 9 biyiikligiinde yer alir. Buna ek olarak x ve y
koordinatlarinda benzer sekilde hesaplanmaktadir.

Rol havuzlama katmani: Goriintliden onerilen bolgelere Rol
denilmektedir. Orijinal gérinti bir derin sinir agina (VGG16,
ResNet-50 vs.) verilerek 6zellik haritasi gikartiimaktadir. Bu
ozellik haritasi lzerinde olasi nesnelerin izdlstimleri
bulunarak Rol’ler elde edilmektedir (Sekil-6).

Harita Gzerindeki konumu ve sinirlayici kutunun blyakIGgi
ozellik haritasi boyutunda hesaplanir. Bu yapinin tam baglanti
katmanina gonderilebilmesi icin farkli boyuttaki Rol’lerin ayni
boyutta olmasi gerekmektedir. Sekil-6’da gorildigi gibi
belirlenen nesnelerin buyuklikleri birbirinden farkhdir. Her
birinin sabit boyutta olabilmesi tam baglanti katmani icin
onemlidir. Bu sebeple elde edilen tim Rol’ler, havuzlama
katmanindan gecirilerek es boyutlara indirgenmektedir. Rol
havuzu temelinde maksimum havuzlama yaparak farkli
boyutlardaki girdileri sabit boyutlu (genelde 7 X 7) 6zellik
haritalarina  donustirmektedir.  Sekil-7’de  bir  Rol’nin
havuzlama katmanindan gegirilmesine iliskin 6rnek gérsel yer
almaktadir. Bu ornekte gosterilen Rol ~3 X 6 boyutundadir.
Ozellik haritasini 3 X 3 olarak belirledikten sonra uygun
boyutlu filtre (bu 6rnek icin 1 X 2) hesaplanarak maksimum
ozellikli havuzlama katmanina gonderilir. Ardindan elde
edilen 3 X 3 X 512 boyutlu bu bilgi, tam baglanti katmanina
gdnderilmektedir [46]. Ozellik gikarimi sirasinda Rol’nin harita
Gizerinde kapladigi alan benek bazinda belirlenirken bazi veri
kayiplari yasanabilmektedir. Bu veri kayiplari beneklerin tam
sayl ile ifade edilmesinden kaynaklanmaktadir. Bu sebepten
Rol boyutlari belirtilirken yaklasik (~) ifadesi kullaniimistir.
Yasanan bilgi kayiplarinin yani sira bilgi kazanimlari da
yasanabilmektedir fakat kayiplar nesne siniflandirma igin
daha 6nemli olabilmektedir. Bu durumun 6niine gegcip daha
hassas Ozellik haritalarinin ¢ikartila bilinmesi i¢in niceleme
yontemi kullanmayan RolAlign yontemi kullanilabilir [48].

0,3 |0,2 |0,8 ¢

v
1 (j0,8 (0,7 1 l08|os
09(0510,3

09(06(0,3
0,7/06 (0,2

0,8(0,7(0,3
05(0710,3
08|06 0,1 3x3 Rol

Havuzlama
3x6 Rol

Sekil-7: ~3 X 6 boyutundaki Rol’nin havuzlama katmanindan
sonraki donisimu

Tam baglanti katmani: Bu katman kendisine gelen bilgileri tek
boyutlu vektére donustirerek siniflandirma ve regresyon
katmanina gondermektedir.

Siniflandirma ve regresyon: Tam baglanti katmaninda tek
boyutlu vektdre donustirulen bilgiler siniflandirma igin
Softmax, sinirlayici kutu icin lineer regresyon algoritmasina
gonderilmektedir.

Fast-RCNN, RCNN, SPP-net'ten daha ylksek algilama
kalitesine baska bir deyisle Ortalama Hassasiyete (mAP) sahip
oldugu bilinmektedir. Ozellikle depolama alanindan tasarruf
ettigi ve diger iki modele goére goriintli basina yalnizca bir
islem yaptigin icin daha hizli egitim sirecinin oldugu
bilinmektedir [46]. Fakat bu ydntemin kendine gbre bazi
dezavantajlari bulunmaktadir. Fast-RCNN, RCNN’ye benzer
sekilde, bolgenin tekliflerini bulmak igin segici arama
algoritmasi kullanmaktadir. Dolayisiyla RCNN’den daha hizh
olsa bile hala yavas ve zaman alici bir stirece sahiptir.

3.2.1.4 Daha Hizli Bolge Tabanli Evrisimli Sinir Aglari

SPP-net ve RCNN’de bir darbogaz haline gelen bolge
Onerisinin maliyetini ortadan kaldirmak icin Ren ve digerleri
Bolge Oneri Agini (RPN) &nermislerdir. Bu mimari sayesinde
bolge Onerilerinin Urettigi maliyet yok denecek kadar
azaltilarak bolge oneri siiresini 2 saniyeden 10 milisaniye’ye
disirmeyi basarmislardir. Ayni zamanda bdolge Onerisi
asamasinin  6zellik temsilinde genel bir iyilesmeyi
saglamislardir. Daha hizli Bélge Tabanli Evrisimli Sinir Ag
(Faster-RCNN) yapisi Sekil-8'de gosterildigi gibi RPN ve Fast-
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RCNN yapilarinin birlestirilmis halini temsil etmektedir [49].
Faster-RCNN modelinin calisma sekli asagidaki gibi ifade
edilebilir:

e GOrUntliniin herhangi bir derin sinir agi (VGG16,
ResNet50, AlexNet vs.) ile 6zellik haritasi ¢ikartihr.

e RPN katmanina gonderilen o6zellik haritasi, n Xn
(3 X 3,5 % 5 vs.) boyundaki filtre ile N (224, 512 vs.)
adet evrisim katmanindan gegirilir.

e Elde edilen bilgiler olasi nesnenin saptanmasi icin
Softmax katmanina ve sinirlayici kutu icin regresyon
katmanina gonderilir.

e RPN katmanindan gikan veriler ve derin sinir agindan
elde edilen 6zellik haritasi, Rol havuzlama katmanina
gonderilir.

e Farkli boyutlardaki verilerin tamamlama katmani
tarafindan anlasila bilinmesi igin her bodlgeden sabit
uzunlukta 6zellik vektoéria gikarilir.

Goriinti ——| Derin Sinir Ag1 ——  Ozellik Haritas

RPN

Regresyon ile
Sinirlayici Kutu

i H
H Fast-RCNN i
i i
i | Rol Havuzlama i
i Katmani i
i Softmax ile i

1
i A Siniflandirma | !
i i

1
i Tam Baglanti !

1
i Katmani i
i i
i 1
E"“'“' EE— Regresyon ile i

1

E i Sinirlayici Kutu i

1
+— | |

e Cikarilan 6znitelik vektorleri Fast-RCNN’deki Softmax
katmani sayesinde siniflandirilir, regresyon katmani
sayesinde ise sinirlayici kutulari gizilir.

RPN: Nesne sinirlarini ve her bir konumdaki puanlari ayni
anda tahmin etme yetenegine sahip olan tamamen evrisimli
bir ag yontemidir. Herhangi bir 6lcekteki gérintiiden bolge
onerileri ¢ikartmakta ve Onerilen bolgelere tahmin etme
dogrulugu icin skor atamasi yapmaktadir. RPN yonteminin
temelinde ¢ipa kutulari yer almaktadir. Bu kutular sayesinde
gorintide algillanan farkh boyuttaki nesnelerin olasi
konumlari saptanabilmektedir. Ugtan uca egitilebilir bir
model oldugu igin segici arama algoritmasina gére daha iyi
bolge Onerileri sunmaktadir. Ayrica RPN ve Fast-RCNN
mimarisinde ayni evrisimli katmanlar kullanilarak gorinti
islenebildigi icin secici arama algoritmasina gore daha hizh
bolge onerileri Gretebilmektedir. Ayni evrisim katmanlarini
kullanmalari sayesinde ise, iki yontem birlegtirilerek egitim
sadece bir kere gergeklestiriimektedir [49].

Softmax ile Skor
Tahmini

Sekil-8: Faster-RCNN mimarisinin akis diyagrami

3.2.1.5 Bolge Tabanh Tam Evrigimli Aglar

Etkili ve verimli nesne tanima algoritmasi sunmayi hedefleyen
Dai ve ark. 2016 yilinda RFCN mimarisini gelistirmislerdir. Bu
algoritma temelde Tam Evrisimli Aglar (FCN) mimarisine
dayanmakta olup benzer sekilde paylasilan evrisimli
mimarilerden olugsmaktadir. Bir dizi 6zel evrisimsel katman ile
bircok konuma duyarli puan haritasi olusturarak her biri
goreceli bir uzamsal konuma gore hesaplanan o6zellik bilgisi
sayesinde Fast/Faster RCNN’den daha hizh ve verimli
calistigini gostermislerdir [50].

Bu algoritma su sekilde calismaktadir:

e GOrlintliinin ResNet derin 6grenme agl ile ozellik
haritasi ¢ikartilir.

e Ozellik haritasi RPN ve RFCN arasinda ozellikler
paylasihr.

e RPN ile 6zellik haritalarinda aday bolgeler belirlenir.

e Belirlenen her bir aday bolgenin 3 x 3’lik haritasi
cikartilir. Bu harita sol Ust, orta Ust, sag Ust, sol orta,

sag alt alanini algilayan 9 bolge tabanli o6zellik
haritasidir.
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e Elde edilen 3 X 3’lik 6zellik haritasindaki hiicrelerin
ortalamasi alinarak nesneyi algilama puanini elde
edilir.

e C adet sinif varsa, nesne olmayan yerler iginde bir
sinif eklenerek toplamda C+1 tane 3 X 3’lik harita
olusturulur ve C+1 tane sinif puani elde edilir.

e Ardindan, her bir sinifin olasiligini hesaplamak igin
elde edilen puanlar Softmax algoritmasina
gonderilir.

RPN isleminden sonra Rol havuzlama katmanina gdnderilen
bilgiler burada bir stizgecten ge¢mektedir. Belirlenen bir aday
bolgenin 3 X 3’luk haritasinin elde edilip sinif puaninin
hesaplanmasi Sekil-9’da gosterilmektedir.

Derin Sinir Ag Ozellik Haritasi

1

Oy
—» Evet
Goruntl ve Pozisyon ve
Rol hassasiyet Rol

havuzu

Skor haritasi

(a)
01 066 04 T
! Sinif Puani !
0,59 0,75 0,7 4’! 0,51 i
| |
0,5 0,66 0,23
(b)

Sekil-9: (a) Rol’lerin 3x3’llik harita ile basarili bir sekilde 6rtismesi
[50], (b) Ornek bir skor tablosu ve Sinif Puaninin hesaplanmasi

Sekil-10"daki akis diyagramina gore Sekil-9’da “Rol havuzlama
Katmanindan-Sinif  Puanlamasina” giden kisim temisil
edilmektedir. Bu islem her bir aday bodlge i¢in yapiimaktadir.

RPN Her Rol igin hesaplanir
(C+1 kez)

Sinif
Puanlamasi

Softmax ile
Siniflandirma

Rol Havuzlama
Katmani

Sekil-10: RFCN mimarisinin akis diyagrami

3.2.1.6 Maske Boélgesi Tabanli Evrisimli Sinir Aglari

He ve ark. tarafindan 2018 yilinda gelistirilmis olan Maske
Bolge Tabanh Evrisimli Sinir Ag1 (Mask-RCNN) mimarisi bir
evrisimsel sinir agidir ve segmentasyon acisindan son
teknoloji olarak bilinmektedir. Faster-RCNN’e segmentasyon
isleminin eklenmesiyle elde edilen Mask-RCNN mimarisi
iceresinde Semantik ve Ornek olmak {izere 2 ana gériinti
segmentasyon tird bulunmaktadir [51].

Sekil-11’de gosterildigi gibi Mask-RCNN temelde Faster-
RCNN’den tiretilmis bir yapidir. Faster-RCNN’de yer alan iki
cikisa ek olarak Uglinci bir cikis yer almaktadir. Bilinen
¢ikislardan biri aday nesne, digeriise sinirlayict kutudur. Mask-
RCNN’de bu c¢iktilara ek olarak nesnenin maskesinin
bulundugu Uglinci bir ¢ikis eklenmektedir. Bu da yapinin iki
asamadan meydana gelmesine sebep olur.

ilk asama:

e  GOruntlnin bir derin 6grenme agi ile 6zellik haritasi
cikarihr.

o Ozellik haritasi kullanilarak RPN ile gériintiideki
Rol’ler saptanir.

ikinci asama:

e  Onerilen bélgelerin her biri icin sinirlayici kutular ve
nesne sinifinin tahmini gergeklesir.

e Paralel olarak her bir Rol igin m X m boyutlu ikili
maske ciktisi Gretilir.

Onerilen her bolge farkli boyutta olabilmektedir fakat
aglardaki tam baglantili katmanlari, tahminlerde bulunmak
icin her zaman sabit boyutlu vektor gerektirir. Bu yiizden
Onerilen bu bdlgelerin boyutu, RolAlign yontemi kullanilarak
sabitlenir.
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RolAlign: Bu islem Rol havuzlama islemine benzemektedir.
Aralarindaki temel fark ise RolAlign’in  niceleme
gerceklestirmemesidir. Niceleme islemi buylk bir deger
kiimesindeki girdiyi ayri bir kiimeye sinirlama (yuvarlama)
islemidir. Sinirlama islemi kolay hesaplama yapilmasini
saglarken veri kaybetmemize sebep olmaktadir. Bu durumu

asabilmek icin RolAlign yonteminde filtre boyutuna gore
(3x3ise 9, 4 X4 ise 16 kutu vs.) saptanan nesneyi esit
parcalara bolme islemi gerceklestirilerek her birinin igine gift
enterpolasyon uygulanmaktadir. RolAlign, ortalama olarak
daha iyi hassasiyet sagladigi icin nesne saptama islemleri daha
basarih bir sekilde gerceklestirilebilmektedir [52].

Nesne Algilama

| 1
| i
1 1
| i
1
E »| Regresyonile .
1
RPN i Sinirlayici Kutu .
| i
i i
: i
i i Softmax ile i
Gorunti Derin Sinir Ag Ozellik Haritasi i Siniflandirma :
| i
A4 i i
A
> Rol Align S ————— i

Uretimi

i .
i [Segmentasyon ile Maske}

Maskeleme

Sekil-11: Mask-RCNN mimarisinin akis diyagrami

3.2.2 Tek Asamali Nesne Saptamasi

Tek asamali nesne algilama algoritmalari, bdlge onerisi
vasitasiyla nesne konumlarini 6nceden belirlemeye ihtiyag
duymamaktadir. Bunun vyerine nesne siniflandirma ve
algilama  islemlerini  dogrudan gorlintlii  seviyesinde
gerceklestirmektedir. Bu sayede, nesnenin siniflandirma
dogrulugunu ve koordinat konumunu dogrudan elde
edebildigi icin iki asamall nesne saptama yontemlerine gore
daha hizli calismaktadir [42].

iki asamali nesne saptama ydntemlerinde; egitim birden fazla
asamadan olusur, bu sebepten verileri islemek ve sonug
Uretme zamani oldukga uzundur. Buna istinaden, tek agamali
nesne saptama yontemlerinin motivasyonu bu problemleri
ortadan kaldirarak, iki asamali nesne saptama yontemlerinde
yasanan sorunlarin 6niine gegmektir.

3.2.2.1 Sadece Bir Kez Bak

Redmon ve ark. tarafindan 2016 yilinda evrisimli sinir aglarini
kullanarak gelistirilen gercek zamanlh nesne algilama
mimarisidir. iki asamali nesne saptama mimarilerinde bir
nesnenin saptanmasi bir siniflandirma problemi, sinirlayici
kutusu ise bir regresyon problemi iken, Sadece Bir Kez Bak
(You Only Look Once- YOLO) mimarisi tamamen bir regresyon
problemidir. YOLO mimarisi goruntulerdeki/videolardaki
nesneleri ve bu nesnelerin koordinatlarini ayni anda
saptanmaktadir. YOLO’nun zaman igerisinde gelisen cesitli
versiyonlari mevcuttur. Her bir versiyon bir 6ncekinde var
olan probleme ¢6zim getirmesi amaciyla gelistirilmistir [53].
YOLO’nun temelini olusturan YOLOv1 algoritmasi su sekilde
¢ahismaktadir:

e  GoOruntl SxS boyutunda esit biyuklikte (3 X 3,5 X
5,19 x 19 gibi) parcalara (1zgara/hiicre) boélunar.

e lIzgara hicrelerinin her biri sinirlayict kutu ve bu
kutular icin gliven skoru tahmin eder.

e Hiucreler, her nesnenin sinifini belirlemek igin tek bir
evrisimsel sinir agindan gegcirilir. Omurga olarak
GoogleLeNet mimarisi kullanilir.

e YOLO her izgara igin ayri bir tahmin vektori
[x,y,w, h, gliven skoru] olusturur.

e Hucreler agdan gegirilirken nesnenin orta noktasi
hicre icinde bulup bulunmadigi kontrol edilir.

e Eger nesnenin orta noktasi (x,y) hicre iginde ise,
saptadigl nesnenin yuksekligini (h), genisligini (w),
sinifini ve gliven skorunu hesaplar.

e Her bir bolgedeki nesneleri cevreleyen sinirlayici
kutular hesaplanan koordinatlar [x, y, w, h, gliven
skoru] sayesinde gizilir.

e Ongoériilen sinirlayic kutu gergek kutuyla ayniysa,
Birlesim Uzerinden Kesisme (Intersection Over Union
-10U) 1’e esittir. Gergek kutuya esit degilse sinirlayici
kutular ortadan kaldirilir.

Giiven Skoru: Sinirlayict kutu ile gevrilen hiicre igindeki
nesnenin iceriginden ne kadar emin oldugunu goésteren skor
tlrtdir. Eger hiicrede nesne bulunmuyorsa skor degeri 0’dir.

P(nesne): Hiicre icinde nesnenin bulunma olasihigidir.

loU: Gergekte nesnenin bulundugu kutu ile tahmin edilen
kutunun kesisimidir.

Bu elemanlarin arasindaki iliski asagidaki denklem ile ifade
edilmistir.

Guven skoru = P(nesne) x IoU
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Sekil-12’de gosterilen gorselde silah nesnesinin orta noktasi
4. hiicrede yer almaktadir. Eger bu hiicre icerisinde baska bir
nesnenin de orta noktasi olsaydi sinirlayici kutu sadece gliven
skoru yiksek olan icin gizilecektir [51].

Sekil-12: Gorintu 3x3’lik hiicrelere bolinmustdr. Silah nesnesinin
orta noktasi ve koordinatlari hesaplanmistir. Sinirlayici kutu ile
cercevelenmistir.

Bu durumda var olan diger nesnenin sinirlayict kutusu
gizilmeyecektir. Bunun igin farkh ydntemlerin gelistiriimesine
ihtiyac duyulmustur. Buradan yola c¢ikarak YOLOvl'in
dezavantajlari asagidaki gibi ifade edilebilir:

e Kiguk nesneleri ya da birbirine yakin nesneleri
saptamaya zorlanir.

e Genelleme vyetenegi zayiftir (ayni nesne farkh
boyutlarinda siniflandirma yapamamaktadir).

e Birden fazla nesnenin orta noktasi ayni hiicrede ise
birini se¢mek zorunda kalir.

YOLOv1'deki problemlere istinaden Redmon ve Farhadi
tarafindan bir sonraki yil YOLO9000 diger adiyla YOLOv2
mimarisi tanitilmistir [54]. YOLOv2'deki yenilikler asagidaki
sekilde ifade edilebilir:

e Toplu normallestirme yaparak modelin

diizenlenmesi saglanmistir.

e Giris boyutu yikseltilerek ortalama hassasiyet ~%4
oraninda yukseltilmistir.

e Birden fazla orta nokta durumunu asmak icin ¢ipa
kutulari eklenmistir. Bu sayede her bir hiicre igin
vektor hesaplamak yerine her bir ¢capa kutusu icin
vektor hesaplanmistir.

e 13x13’lik 1zgaralar kullanarak goruntiideki kiguk
nesnelerin saptanmasi gergeklestirilmistir.

e Cok Olgekli  egitim  sayesinde  nesnelerin
genellestirilmesi saglanmistir. Baska bir deyisle giris
gorlntlslinlin boyutunu sabitlemek yerine, birkag
yinelemede bir ag1 degistirip, her 10 grupta bir ag
rastgele yeni gorintl boyutlar segerek egitimini
tamamlamistir.

e Omurga olarak DarkNet19 mimarisi kullaniimistir.

YOLOv2 mimarisi nesne saptamasi alaninda oldukga basarili
sonuglar Uretmektedir. Fakat daha da basarili sonuglar
alabilmek i¢cin Redmon ve Farhadi 2018 yilinda YOLOv3
mimarisini  tanitarak  artinrmli  iyilestirmeler  olarak
isimlendirdikleri bazi yenilikleri agiklamistir [55]. YOLOv3'teki
yenilikler asagidaki sekilde ifade edilebilir:

e Her sinirlayici kutu igin skor Giretimi lojistik regresyon
yontemi ile gerceklestirilmistir.

e YOLO v2'de kullanilan Softmax yerine her sinif igin
lojistik siniflandiricilar kullaniimugtir.

e Nesnelerin tahmini sirasinda daha fazla bilgi elde
etmek icin “neck (boyun)” adinda ara katmani
eklenerek, farkli 6lgeklerde daha iyi sonuglara sahip
olmak igin Ozellik Piramit Agi (Feature Pyramid
Network- FPN) [56] yontemi kullanilmistir.

e Omurga olarak DarkNet53 mimarisi kullaniimistir.

2020 yilinin baslarinda Redmon bilgisayarla gori alanindaki
¢alismalarini durdurdugunu agikladiktan sonra YOLO’nun
gelistirilmesi diger arastirmacilar tarafindan
gercgeklestiriimeye devam etmistir. Bochkovskiy ve ark. 2020
yilinin ortasina gelindiginde  YOLOv4 mimarisini
gelistirdiklerini duyurarak v3’e gore daha hizli, performansli
ve maliyetli oldugunu belirtmislerdir [57]. YOLOv4'deki
yenilikler asagidaki sekilde ifade edilebilir:

e Ozellik gikarim siresini arttirmadan BoF (Bag-of-
Freebies - Hediye Canta) teknigi ile veri artirimi
yapilmistir.

e (Cikarim maliyetini yalnizca kiglk bir miktar artiran
ancak nesne algilamanin dogrulugunu 6nemli dlgiide
artirabilen BoS (Bag-of-Specials - Ozel Canta) teknigi
kullanilmistir.

e YOLOv3'te kullanilan FPN yerine Yol Toplama Agi
(Path Aggregation Network - PAN) [58] ve SPP
kullanilmistir.

e Omurga olarak CSPDarkNet53 mimarisi

kullanilmistir.

YOLOv4'Un tanitildigl ayni sene igerisinde Jocher tarafindan
YOLOV5 mimarisi GitHub Gzerinden tanitilmistir. YOLOVS,
diger YOLO versiyonlarindan farkli olarak bir PyThoch
uygulamasidir. YOLOv4'teki gibi omurga olarak CSPDarkNet53
kullanmaya devam ederken neck katmaninda yalnizca PAN
kullanmaktadir.

YOLO versiyonlarina bakildiginda YOLOv4 ve YOLOvV5'in v3, v2,
vl mimarilerinden daha hizli ve basarili sonuglar Urettigi
cesitli kaynaklarda gosterilmistir [57, 59, 60]. Fakat YOLOv4 ve
YOLOvV5 hakkinda net bir sonu¢ bulunmamaktadir. Bazi
kaynaklarda YOLOv4'Un bazilarinda ise YOLOv5'in daha
performansli sonuglar dretildigi gosterise de bu durum
kullanilan veri kiimeleri, degistirilmis hiper-parametreler gibi
birgok fakttre bagh olabilmektedir [60-63]. Asagidaki Cizelge-
2’de  YOLO versiyonlarinda kullanilan  teknikler ve
parametreler yer almaktadir.
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Cizelge-2: YOLO versiyonlarinin 6zellikleri

YOLOv1 YOLOv2 YOLOv3 YOLOv4 YOLOv5
Omurga GoogleLeNet DarkNet19 DarkNet53 CSPDarkNet53 CSPDarkNet53
Boyun K. - - FPN SPP & PAN PAN
Aktivasyon F. Linear Logistic Linear Mish Lealfy Re!_U &
Sigmoid
. . Binary Cross-
B - B -
Kayip F. Sum-Squared Error Sum-Squared Error inary Cross inary Cross Entropy & Logits
Entropy Entropy .
loss function
3.2.2.2 Tek atista ¢oklu kutu algilama 4.1 Geleneksel Yontemler ile Tehlikeli Nesnelerin

Liu ve ark. tarafindan 2016 vyilinda arka plan bilgisini
kullanilarak Tek Atista Coklu Kutu Algilama (Single shot multi-
box detector — SSD) nesne algilama mimarisi gelistirilmistir.
SSD mimarisi temelde VGG16 mimarisi Gizerine insa edilmistir.
Ancak tamamen bagli katmanlari kullanmak yerine bir dizi
evrisim katmani ekleyerek; birden cok 6lcekteki ozelliklerin
cikarilmasi ve her katmanda girdi boyutunun kademeli olarak
azaltilmasi  saglanmistir. Nesnenin yerellestirilmesi ve
siniflandiriimasi agin tek bir ileri gecisinde
gerceklestirilmektedir [64]. Sinirlayici kutu icin Szgedy’nin
MultiBox Uzerindeki calismasindan ilham alarak inception
(baslangic) tarzi bir evrisim agi kullanilmistir. 1 X 1 boyutlu
filtreler sayesinde boyut sayisinin azalmasi saglanmistir [65].

MultiBox: Nesne sinirlama kutularinin  koordinatlarini
dogrudan gikaran inception tabanl evrisimli ag mimarisidir.
ilgili nesnenin dogru bir sinirlayici kutu igcinde olma olasiliklari
hesaplamak icin Gliven Kaybi ve Konum Kaybi adi verilen iki
bileseni  kullanir.  Glven kaybi, sinirlayici  kutunun
nesnelliginden ne kadar emin oldugunu garpraz entropi ile
hesaplarken, konum kaybi tahmin edilen sinirlayici kutularin
gercek degerlerinden ne kadar uzakta oldugu L2-Norm ile
hesaplamaktadir. a degeri, konum kaybinin sonuca katkisinin
belirlenmesinde yardimci olmaktadir [65].

MBKaywpDeger = GuvenKaybt + a x KonumKaybt

MultiBox mimarisinde loU degerlerinin hesaplanmasi igin
Faster-RCNN mimarisinde kullanilan ¢apalara benzer
priors adinda  yapilar  eklenmistir.  MultiBox, nesne
siniflandirmasi yapmazken SSD yapar. Bu nedenle, tahmin
edilen her sinirlayici kutu igin, veri kiimesindeki her olasi sinif
adina bir dizi ¢ sinifi tahminleri hesaplanir.

4. Tehlikeli Nesnelerin Saptanmasi

Bir sahnedeki tim nesneleri ya da belirlenen 6zel bir nesneyi
bulmak icin kullanilan nesne saptama ydntemi bir¢ok alanda
kullanilmaktadir. Calismada kaynak taramasi daraltilarak,
sadece video gorintileri Gzerinden tehlikeli nesneleri (silah,
kesici, delici aletler vs.) saptayan ¢alismalar ve bu asamada
kullanilan ydontemler iki kisma ayristirilarak incelenmistir.

Saptanmasi

Tehlikeli nesnelerin, yetkisiz kisilerce kullanimi her zaman bir
sorun olmustur. Bu sorunun oniine ge¢cmek adina 2000’li
yillarin basinda gizli silah ve bigak saptama sistemleri
gelistiriimeye  baslanmistir.  Bu  sistemler  kizil6tesi
gorintileme, milimetre dalga gorintileme gibi baz
goriinttileme tekniklerini kullanarak kisinin kiyafetlerinin
altinda tasidig1 gizli nesneyi tespit edebilmektedir. Ancak
nesnenin tehlikeli olup olmadigini ve  tlrdnd
saptayamamaktadir [66-70]. Zaman igerisinde yapay sinir
aglari ile bu nesnelerin tiirii de saptanmaya ¢alisilmistir [71].
Ancak burada kullanilan goérintileme teknikleri kalabalik
alanlarda kullanima uygun olmadigi distnilmektedir. Bunun
yerine glniimizde hemen hemen her yerde bulunan
MOBESE, CCTV, IP gibi kamera sistemlerinden elde edilen

veriler kullanilarak neredeyse gergcek zamanh tespitler
gerceklestirmek hem  maliyet agisindan hem de
uygulanabilirlik acisindan daha kolay oldugu

disinidlmektedir.

Buna istinaden 2007 yilinda hem silahlari hem de silahla sug
isleme niyetinde olan kisileri CCTV araciligiyla otomatik olarak
saptanmasi amaglanmis ve bu dogrultuda MEDUSA adinda bir
program olusturulmustur [7]. Ertesi yil operatorler ile silah
saptamanin sinirll  oldugu belirtilerek atesli silahlarin
saptamasini otomatiklestirmek igin model gelistirmislerdir.
Fakat bu model ayni sahne igerisinde yer alan farkl silahlari
algilamada basarili olamamustir [72]. ilerleyen yillarda yiiksek
kapasiteli donanimlara erisim, veri saklama miktarindaki artis
ve derin 6grenme tabanl mimarilerin gelistirilmesiyle birlikte
nesne saptama sistemleri daha da 6nem kazanmistir. Bu siireg
icerisinde nesne algillama yontemleri kullanilarak yaya
saptamasi, ylz tanima gibi c¢esitli problemlere ¢6ziim
aranmistir. Ancak nesne algilama yontemleri kullanilarak
tehlikeli nesnelerin saptamaya baslanmasi, 2013 yilinda
Grega ve ark. tarafindan gerceklestirilmistir. Grega ve ark.
arka plan alglama, kenar algilama, siirgili pencere, temel
bilesen analizi ve sinir aglari yonteminden yararlanarak kendi
olusturduklari  veri setleri ile silah saptama islemi
gerceklestirmislerdir [73]. Ardindan 2015 yilinda Tiwari ve
Verma gorintliden ilgisiz nesneleri ortadan kaldirmak igin
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renk tabanli bolitlemeden yararlanmistir. Hedef nesneyi
bulmak icin Harris ilgi noktasi dedektéri ve Hizli Retina
Anahtar Noktasi (Fast Retina Keypoint - FREAK) yontemlerini
kullanmigtir. %84,26 siniflandirma dogruluk orantile galigtigini
belirtmelerine ragmen arka plan degisimlerine duyarh oldugu
icin gercek zamanli c¢alisabilecek bir sistem olmadigi
distinilmektedir [74]. Ayni yil yazarlar benzer sekilde ilgisiz

nesneleri ortadan kaldirma adina yine renk tabanli
bolutlemeden yararlanmis ve bu sefer Hizlandiriimis Saglam
Ozelliklerin  (SURF) ilgi noktasi dedektériinii  pargali

gorintilerde hedef nesneyi bulmak igin kullanmiglardir. Veri
setini kendilerinin topladigini ve 15 adet silah, 10 adet silah
olmayan goriintiilerden olustugunu belirtmislerdir. Sistemleri
%88,67 oraninda basari elde etmesine ragmen veri setinin
azhigr ve silahlarin sabit bir sablonla eslestirilmesi sistemin
gercekei calismadigini distindiirmektedir [75]. Grega ve ark.
2016 yilinda kendi verilerini toplayip, nesne saptamasi igin
sirglili pencere ve Canny kenar algilama tekniklerinden
yararlanarak bigak ve silah saptama sistemi gelistirmislerdir.
Bicak algilama algoritmasinin 6zgulliga ve duyarhhgi sirasiyla
%94,93 ve %81,18 iken atesli silah algilama algoritmasinin
ozgullugu ve duyarhhg sirasiyla %96,69 ve %35,98'dir. Dusuk
¢ozlinurlikteki verilerde c¢ahsabildigi igin gergek zamanh
verilerde galisabilecegini belirtmislerdir. Fakat sabit boyutlu
surguli pencere kullanmalari hatali tespitlere ve zaman
kaybina yol acabilmektedir [76]. Geleneksel yéntemlerden
yararlanan bir diger calismada ise Vajhala ve ark. oznitelik
vektorini cikartirken HOG teknigini, siniflandirma igin ise
yapay sinir agindan yararlanmistir. Nesne saptamasi sirasinda
%83 oraninda dogruluk degeri elde ettiklerini belirtmislerdir.
Fakat bu ¢calismada kullanilan silah ve bigaklardan olusan veri
seti dengesizdir, gorintl kalitesi ylksektir ayrica silah
resimlerinin arka plani beyazdir dolaysiyla gercek zamanli
veriler Uzerinde iyi bir sonug liretemeyecegi disinilmektedir
[77]. Kaynaklarda karsilasilan bir diger c¢alismada ise;
Buckchash ve Raman farkli olgcek ve konumdaki bigcaklarin
cevrimici videolarda saptanmasi icin bir cerceve sunmaktadir.
Calismalarinda o6n plan boliutleme ile o6zellik ¢ikarimi,
Hizlandirilmis Bolltleme Test (Features from Accelerated
Segment Test - FAST) teknigi ile nesne saptamasi ve Coklu
Cozunurluk Analizi (Multi-Resolution Analysis - MRA) teknigi
ile nesne siniflandirma islemini yaparak %98,48 dogruluk
degerine ulagmiglardir [78]. Farkli konum ve pozisyonlarda
bulunan bicaklardan olusan veri kiimesi kullanmalari basari
oranini arttirdigi gérilmektedir. Fakat bununla beraber egitim
ve test sirasinda kullanilan veri sayisinin azhg (retilen

performans sonucun ve siresinin gercekci olmadigini
dusindirmektedir.
4.2 Modern Yontemler ile Tehlikeli Nesnelerin

Saptanmasi

2014 yihnda tanitilan RCNN ve OverFeat mimarileri nesne
saptama islemlerinde c¢igir acarak saptama islemlerinin
basarisini ve hizini arttirmistir. Bu donemden sonra yapilan
galismalarin  bircogu derin 6grenme tabanh mimariler
cergevesinde gergeklestirilmistir. Sunulan bu mimariler ile
bircok (yaya saptamasi, otonom siiris, yliz tanima vs.) nesne
tanima sistemi gelistirilse de tehlikeli nesneler 6zelinde
bilinen ilk calisma Lai ve Mapes tarafindan 2017 yilinda

hazirlanmistir.  Yapinin omurgasi OverFeat mimarisinden
olusturulmus ve gergcek zamanl siniflandirma yapabilmek
adina film sahnelerinden alinan veriler kullanilmistir. En iyi
performansi Overfeat-3'te %93 egitim dogrulugu ve %89 test
dogrulugu ile elde etmislerdir. Ancak veri setlerinin
¢Ozlinlrliglh yiksek oldugu icin gercek veriler (izerinde
calismasinin zor oldugu dislinilmektedir. Bunun yani sira
calismada da belirtildigi gibi her siniflandirmanin yaklasik 1,3
saniye sirmesi gercek zamanli gbzetlemenin
yapilamayacagini gostermektedir [79]. Ayni yil Verma ve
Dhillon tarafindan karmasik sahnelerde otomatik silah
algilama icin Faster-RCNN tabanli model gelistirilmistir. Ayrica
saptanan nesnelerin siniflandiriimasi icin SVM, K En Yakin
Komsu (K Nearest Neighbors - KNN) ve Topluluk Agaci
(Ensemble Tree - ES) algoritmalarindan yararlanmislardir. Veri
setlerini film, televizyon sovlar, video oyunlar ve
animelerden olusturmuslardir.  En iyi sonucu %93
siniflandirma dogrulugu ile topluluk agaclari algoritmasiyla
elde etmislerdir. Kullanilan egitim verilerinin ¢ozunurlikleri
ylksek oldugu icin gercek zamanl sistemlerdeki basarisinin
benzer sekilde yliksek olacagi distinilmemektedir [80].

2018 yilinda tehlikeli nesnelerin derin 6grenme tabanli
mimariler ile saptanmasi birgcok arastirmaci tarafindan
gercgeklestirilmis ve bu alanda 6nemli katki saglamiglardir.
Olmos ve ark. 2018 yilinda Faster-RCNN tabanli silah saptama
modeli gelistirmislerdir. Modelin CNN omurgasinda 6énceden
egitilmis VGG16 mimarisi kullanarak kendi olusturduklari
3000 adetlik veri seti ile ince ayar yaparak modelin egitimini
tamamlamislardir. Calismanin sonucunda %100 hatirlama ve

%84,21'lik bir hassasiyet degeri elde ederek duslk
¢ozlintrlikteki videolarda da basaril sonuglar
Uretebildiklerini gostermislerdir. Genel olarak iyi sonug
Ureten bu c¢alisma fatura, clizdan, kart gibi benzer

blylklikteki nesnelerden silah nesnesini ayirt etmekte
zorlanmaktadir [81]. Akcay ve ark. X-RAY verilerini kullanarak
siirglili pencere tabanli CNN, Faster-RCNN, RFCN, YOLOv2
mimarilerinin performanslarini karsilastirmislardir. YOLOv2
mimarisinin hem dogruluk hem de hiz agisindan diger
mimarilerden daha iyi oldugunu belirterek 544 X 544
boyutlu girislerde %88,5’lik mAP, 416x416 boyutlu girislerde
%97,4’luk mAP degeri elde ettiklerini gostermislerdir [82].
Singleton ve ark.. gesitli yonlerde, sekillerde ve boyutlarda
tabancalari tanimlamak igin yaklagik 5 bin veri kullanarak
MobileNetvl agini egitmislerdir. Modeli test ederken 30
silahli fotograftan 26’sini basari ile saptama ettiklerini
belirterek %86,67’lik siniflandirma dogrulugu elde ettiklerini
gostermislerdir. Fakat kullandiklari test seti cok klgik oldugu
icin bu oranin gercgekei olmadigi diisinilmektedir [83].

2019 yilinda Gelena ve Yadav, CCTV operatorlerini hem gorsel
hem de sesli bir sekilde uyarilmasi icin CNN tabanh model
onerisinde bulunmustur. Goruntl verilerini siyah-beyaza
cevirerek, filtreleme, kenar algilama, arka plan gikarimi ve
stirglili pencere islemlerini gergeklestirmislerdir. Elde edilen
ozellikleri CNN mimarisine géndererek bir nesnenin silah ya
da silah olmamasini tahmin etmislerdir. Onerilen yaklasimla
elde edilen siniflandirma dogrulugu %97,78, hassasiyet degeri
%93,84 ve Ozgillik degeri %99,73 oraninda oldugunu
gostermislerdir. Basari oranlari yiiksek olmasina ragmen bu
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calisma vyalnizca tek bir silah tiirini saptayabilmektedir.
Ayrica kenar ¢ikarma yontemi ile gercek veriler lizerinde anlik
cikarim yapilamayacagl distunilmektedir [84]. Ayni il
Romero ve Salamea YOLO mimarisini kullanarak iki bolimden
olusan atesli silah saptama modeli tasarlamislardir. ilk
bolimde YOLO ile nesne algilama ve yer belirleme islemini,
ikinci bélimde ise CNN ile atesli silah algilama modelini
gerceklestirmislerdir. CNN modeli olarak VGGNet ve ZFNet
algoritmalari kullanmis ve performanslarini
karsilastirmiglardir. Buna gore gri tonlamali gorintilerin
renkli gorlntilerden, VGGNet tabanli modelin, ZFNet tabanh
modelden daha basarili oldugunu gostermislerdir [85].
Fernandez-Carrobles ve ark. silah ve bigak saptamasi igin
Faster-RCNN  tabanli  model o©nermislerdir. Modelin
omurgasinda sirasiyla bir GoogleNet ve bir SqueezeNet
mimarisi alinarak iki yaklasimi karsilastirmiglardir.  Silah
saptamasi igin en iyi sonug %85,44 ortalama hassasiyet degeri
ile SqueezeNet mimarisi kullanilarak elde edilirken, bigak
saptamasi icin en iyi sonug %46,68 ortalama hassasiyet degeri
ile GoogleNet yaklasimi kullanarak elde etmislerdir. Bu
sonuglarin 6nceki calismalardan daha basarili sonug Urettigini
belirtmislerdir [86]. Igbal ve ark. silahlarin ve tufeklerin
algilanmasi igin iki agamali Yénelim Duyarli Nesne Dedektori
(OAOD) modelini o6nermislerdir. Asama-1'de, nesnenin
yoninid tahmin ederken, asama-2'de yeniden siniflandirilan
ve vyerellestirilen dondirilmis nesne onerilerinden
maksimum alan dikdértgenlerini kirpmaktadirlar. Onerilen
OAOD modelini, ayni veri seti Gizerinde YOLOv2, YOLOv3, SSD,
Evrisimsiz Tek Atim Dedektort (DSSD) ve Faster-RCNN dahil
olmak Uzere bes mevcut model ile degisen loU ve mAP
metriklerine gore karsilastirmislardir. Sonug olarak dnerilen
OAOD modelinin digerlerinden daha basarili sonuglar
Urettigini gostermislerdir. Fakat bu sistemin tifek vb. uzun ve
ince nesneler i¢in daha uygun oldugu distinilmektedir. Ayrica
egitim ve test amaciyla yiksek kalitede gorintiler
kullaniimistir, bu da onu gergek zamanl senaryolar igin daha
az uygun hale getirebilir [87]. Azevedo Kanehisa ve Almeida
Neto tarafindan YOLO mimarisinin atesli silah tespitindeki
basarisi gozlemlenmistir. Veri setini %90 egitim %10 test
seklinde ayirarak egittikleri modelin sonucunda %70,72 mAP,
%95,73 duyarlilik, %97,30 6zgillik ve %96,26 siniflandirma
dogrulugu elde etmiglerdir.
Bu ¢alismada dogrulama islemi yapilmamistir. Ayrica veri
setindeki gorlntilerin kalitesi yiksek oldugu icin gercek
zamanh veriler Gzerindeki basarisinin disik olabilecegi
dusinidlmektedir [88].

2020 yilinda Gonzalez ve ark. egitimin 6grenme basarisini
arttirmak icin gercek ve sentetik veri seti kullanarak Faster-
RCNN-FPN tabanli silah saptama modeli Onermislerdir.
Omurgasi ResNet50 olan Faster-RCNN mimarisini FPN
mimarisi ile birlestirip daha hizh ¢alismasini saglamislardir.
Sentetik veriler kullanilarak yapilan egitimin, modele gesitlilik
saglayarak dogrulugu artirdigini ve gergek verilerin CCTV
goruntilerinin algilanmasini kolaylastirdigini
belirtmislerdir. Fakat gercek zamanl goriintllerde uzaktaki
nesneleri algilamayi ¢ozemediklerini de ifade etmislerdir [89].
Perez-Hernandez ve ark. klgik nesneler (tabanca, akilli
telefon, bigak, fatura, clizdan ve kart) arasindaki algilamayi
gelistirmek amaciyla iki asamali ODeBiC metodolojisini

onermislerdir. Birinci asamada, hedef nesneleri iceren aday
bolgeleri elde etmek icin omurgasi ResNet101 olan Faster-
RCNN mimarisini eklemislerdir. ikinci asamada ise, her bir
bolgeyi binarizasyon teknigi ile siniflandirir ve bunu takiben
cikti cergevesini algilama sonuglariyla birlikte Gretmek icin bir
toplama yontemi izlemislerdir [90]. Raturi ve ark. gizli
silahlarin saptanmasi ve siniflandirilmasi icin derin 6grenme
tabanli yeni bir cerceve oOnermislerdir.  Veri setindeki
glriltiyu gidermek igin Canny kenar algoritmasi, istenilen
nesnelere sahip olup olmadigini belirlemek igin sirgila
pencere teknigi kullanmislardir. Ardindan Faster-RCNN
algoritmasi ile egitim gergeklestirmislerdir [91].

2021 yihinda Noor ve Isa, YOLOv4 Darknet mimarisi ile tabanca
ve bicak gibi tehlikeli nesneleri saptamaya c¢alismistir. Tek
sinifli ve ¢ok sinifli iki egitim seti olusturarak sistemin
etkinligini test etmislerdir. Tek sinifli nesne algilamada %66-
77 arasinda siniflandirma dogrulugu elde ederken, ¢oklu sinifli
nesne algilamada %100’e kadar siniflandirma dogrulugu elde
etmeyi basarmislardir [92]. Narejo ve ark. daha az hesaplama
kaynagi ile atesli silahlari kisa sirede saptanabilen bir cerceve
Onermistir. IP kameralar aracihg ile glvenlik gugclerine
ulasarak girisleri kilitleme sistemini programlamiglardir.
Nesne saptamasi i¢in YOLOv3 Darknet53 mimarisini
kullanmislar ve YOLOv2 ile karsilastirarak YOLOv3'iin daha
basarili sonug Urettigini gdstermislerdir [93]. Hashmi ve ark.
CCTV verilerini kullanarak gorintlideki silahin varligini
saptamak icin YOLOv3 ve YOLOv4 mimarilerinin
karsilastirmali analizini yapmistir.  YOLOv4 mimarisinde
hatirlama metrigi %78, F1 puani %82, hassasiyet %85 ve mAP
%84,85 degerinde iken YOLOv3 mimarisinde %71, F1 puani
%77, hassasiyet %84 ve mAP %77,30 degerinde oldugunu
hesaplamislardir. Buna istinaden YOLOv4 mimarisinin islem
siiresi ve hassasiyet acgisindan YOLOv3’ten bariz bir sekilde
Ustlin performans gosterdigini belirtmislerdir [94]. Kayalvizhi
ve ark. X-1isin1 gériintiileme sistemlerinde bicak, makas, ingiliz
anahtari, pense gibi nesnelerin saptanmasi igin derin
6grenme tabanl bir ¢6zim 6nermistir. YOLOv3 mimarisinin
omurgasinda DarkNet53 yerine Inceptionv3 ve ResNet50
mimarilerini kullanarak karsilastirma yapmislardir. ResNet50
omurgas! kullanilarak elde edilen sonuglar Inceptionv3’den
elde edilen sonuglara gére daha basarili olmasina ragmen
mAP metriginin herhangi bir nesne igin dahi %70’i agamadigi
gorlilmugstir. Bu durumda bu modelin gergcek zamanli
sistemlerde basaril bir sekilde calisabilecegi
distnulmemektedir [95]. Bhatti ve ark. gergcek zamanh CCTV
videolarinda silah saptamasini algilamayi basarabilen ve
disik c¢oziandrlik ve parlaklikta bile iyi calisan modeli
gelistirmek icin kendi olusturduklari veri setinden iki yontemi
ve cesitli siniflandiricilart karsilastirmislardir. Strguli pencere
yaklasiminda VGG16, InceptionV3 Inception ResnetV2
siniflandiricilarini ve bolge  Onerisi yaklasiminda
SSDMobileNetV1, Faster-RCNN Inception-ResnetV2 (FRIRv2),
YOLOv3 ve YOLOv4 mimarilerini karsilastirmiglardir. Sonugta,
YOLOv4 mimarisinin, diger mimarilerden daha basarih
oldugunu %91,73 mAP degeri ve %91'lik bir F1 puani ile
gostermislerdir [96]. Salido ve ark. silah saptamasi icin Ug
farkh  mimari kullanarak, bu mimarilerin karsilastirmal
analizini gergeklestirmislerdir. Calismada, omurgasi VGG16
olan Faster-RCNN, omurgasi ResNet50 olan RestinaNet,
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omurgasi DarkNet53 olan YOLOv3 olmak lzere 3 mimari
kullanmiglardir. ResNet50 omurgasiyla ince ayar yapilmis
RetinaNet tarafindan elde edilen en iyi ortalama hassasiyet
degeri  %96,36 ve hatirlama degeri %97,23 olarak
hesaplamiglardir. Ayrica en iyi kesinlik degerini %96,23 ve F1
puan degerini %93,3 ile YOLOv3 mimarisini kullanarak elde
etmislerdir [97]. Igbal ve ark. gelistirdigi sistem ile drone
gbzetimi sonucunda herhangi bir olagandisi faaliyetin
saptanmasindan sonra, sistemin glivenlik gorevlileri icin bir
uyarl olusturmasini saglamislardir. Gozetim goéruntilerinin
ilgili nesneleri belirleyebilmesi icin Faster-RCNN mimarisi igin
4 farkh omurga (SqueezeNet, GoogleNet, ResNet-18 ve
ResNet-50) kullanarak karsilastirmislardir. Sonucta ResNet50
omurgasina sahip Faster-RCNN mimarisinin en iyi sonucu
Urettigini gozlemlemislerdir [98]. Sivakumar su¢ olusumu
hakkinda glvenlik guglerini uyaran bir sistem Onermistir.
Sistemde YOLOv4 mimarisini kullanip Faster-RCNN mimarisi
ile performans karsilastirmasi yapmistir. YOLOv4 mimarisinin
test sonuglari, mAP %78,3, hassasiyet %98,56 ve hatirlama
%91,21 iken Faster-RCNN mimarisinin mAP %62,4, hassasiyet
%92,56 ve hatirlama %89,33 degerinde oldugunu gostererek

YOLOv4 mimarisinin daha basarili oldugunu belirtmislerdir
[99]. Kaya ve ark. derin 6grenme yontemi kullanarak 7 farkli
silah tUrGnln saptamasi icin yeni bir model 6nerilmistir. Bu
modelin VGGNet mimarisine dayali silah siniflandirmasina
yeni bir yaklasim sundugunu belirterek, VGG16, ResNet50 ve
ResNet101 mimarileri ile karsilagstirmiglardir. Karsilastirma
sonucunda Onerilen  modelin  %98,40 siniflandirma
dogruluguyla ve diger metriklere gore de en iyi sonuca sahip
oldugunu gostermislerdir [100].

2022 yilinda Bushra ve ark. tarafindan web kameralar
Gzerinden silah saptamasi yaparak suclularin yiiz tanima ile
birlikte tam konumunu ve meydana geldigi olay zamanini
YOLOvV5 mimarisi kullanilarak bulmayi hedeflenmislerdir.
Modelin distk ¢ozindrlikli ve kigik nesneleri dogru bir
sekilde yakalayabildigini belirtmislerdir. YOLOvV5 modelinin
mMAP degeri %95, hassasiyet degerini %98 ve hatirlama
degerini %87 olarak hesaplamiglar ve YOLOv4’e gore daha
basarili sonuglar elde ettiklerini belirtmislerdir [101].

Literatlr taramasi sonucunda elde edilen 6nemli galismalar
Cizelge-3’de gorildug gibi kisaca derlenmistir.

Cizelge-3 Caligmalarin kargilastirmali analizi

- . Veri Seti Performans Degerleri
Calisma Model Veri Seti Kaynagi - - PR
Boyutu mAP Dogruluk Hatirlama Hassasiyet Ozgiilliik
(73] Surgull.J p ) Kenc.i.| ge_klmle_rl 4500 i i i i %96,69
+Canny+Sinir agl ve Uretimleri
. Cesitli
[74] Harris+FREAK 89 - %84,26 - - -
kaynaklardan

Cesitli o
[75] SURF kaynaklardan 25 %88,67
[76] Stirgilt p. +Canny CCTV 12.899 - - - - %96,69
[77] HOG+YSA Google, INRIA 10.508 - %83,05 - - %85,7
[78] FAST+MRA KDSDatasets 1448 - %98,48 %98 %97 -
[79] OverFeat YouTube, IMFDB 2735 - %89 - - -
[80] Faster-RCNN IMFDB - - %93,1 - - -

Faster-RCNN+ Cesitli o o

[81] VGG16 kaynaklardan 3000 %100 %84,21

Dbp2, 19.398

Surgili p.+ Dbp 6, - o

[82] YOLOv2 FFOB, 9680 #97,4

FPOB 13.770
[83] MobileNetvl ImageNet 4794 - %86,67 - - -
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[84] Stirgilii p.+ CNN [73] 5869 - %97,78 - %93,84 %99,73
Google,
[85] YOLO+VGGNet Instagram ve 17.684 - %86,11 %86 %86 -
YouTube

[86] SqueezeNet COCO ve [79] 15.000 - - - %85,44* -

[87] OAOD ITUF 13.647 %89,9 - - ~%90* -

[88] YOLO IMFDB 20.000 %70,72 %96,26 - - %97,3
Faster-RCNN+ Kendi ¢cekimleri o o

[89] ResNet50+FPN ve tretimleri ) %100 788,12
Faster-RCNN+ | internet ve kendi . .

(501 ResNet101 cekimleri i i i %93,09 #93,87 i
Canny+ Faster- Cesitli o

[51] RCNN kaynaklardan 9084 %93,6

[92] YDOa|L'EI:II:: Open Images V6 3000 - %66-77 - - -

YOLOv3+ - 0
[93] DarkNet53 Google 500 %98,89
[94] YoLOv4 Googgﬁr’nclgv ve 7800 %84,85 - %78 %85 -
YOLOv3+ 0
[95] ResNet50 SIXray10 1.059,231 %63,7 - - - -
CCTV, GitHub, 1732
[96] YOLOv4 YouTube ve 5254 %91,73 %99 - %93 -
IMFDB 8237
i +

(97] R::'sm?g iZZgT'SbV: 1220 - ; %97,23 %96,36* ;
Faster-RCNN+ Cesitli o 0%

[98] ResNet50 kaynaklardan 6655 %73

(99] YOLOV4 kayfaelfl':r' dan ~200 %78,3 - %91,21 %98,56 -

[100] VGG'r\lne;;;ban" kayfaelfl';'r' dan 5214 %87,3 %98,4 - - %99,28

[101] YOLOvV5 Roboflow 1294 %95 - %87 %98 -

*ifadesi degerin ortalama oldugunu belirtmek igin kullaniimistir.
IMFDB: Internet Movie Firearms Database- internet Film Ategsli Silahlar Veri tabani

basarili sonuglar Urettigi arastirmacilar tarafindan defalarca
kanitlanmistir. Fakat bu alanda eksik kalan ve dzerinde
calisilmasi gerekildigi dusinilen bazi problemler hala

5. Bulgular ve Tartisma

Gegtigimiz son 10 yilda oOzellikle derin 6grenme tabanli
mimarilerin gelismesiyle birlikte yapilan nesne saptama
islemlerinin geleneksel yontemlere kiyasla daha hizh ve

Bilgisayar Bilimleri ve Mihendisligi Dergisi (2023 Cilt: 16 - Sayi:1) - 76



bulunmaktadir. Nesne saptamasi sirasinda yasanan bazi
problemler asagidaki gibi ifade edilebilir:

e  Kiiclk nesnelerin algilanmasi,

e Benzer nesnelerin karistiriimasi,

e lgili nesnenin farkli &lgeklerindeki
zorlagmasi,

saptamasinin

e  Gergek zamanl nesne saptamasi,

e Dusik ¢ozinlrlukteki gorintliden  nesnenin
algilanabilmesi,
e Dogrusal olmayan hareketler sirasinda hedef

nesnenin belirlenebilmesi,

e Arka plandaki ani degisimler sonucu hedef nesnenin
belirlenebilmesi seklinde ifade edilebilir.

Bu problemlere dayanarak gelecekteki arastirmalar igin bazi
oneriler sunlardir:

(1) Maliyeti diisiik ve hizli modeller olusturmak igin; yizlerce
katmana kadar cikabilen CNN mimarilerinin yerine daha
kompakt ve hafif aglar kullanilabilir. Baska bir deyisle tek veya
iki asamali nesne saptama modellerinin kullanilmasi tercih
edilebilir. Fakat bu yodntemlerde dahi agin hizi segilen
yonteme goére degisiklik gosterebilmektedir. Ozellikle iki
asamali nesne saptama modellerinin yiksek dogrulukta sonug
Gretmesine ragmen, ozelliklerin ¢ikarimi sirasinda agin yavas
cahistigl bilinmektedir. Bu durumda agin hizlanmasi igin 6zellik
cikarimi sirasinda kullanilacak olan teknikler oldukga 6nem arz
etmektedir. Yapilan arastirmalar neticesinde agin hizlanmasi
icin tek asamali nesne saptama mimarilerinin kullanilmasi
veya iki asamali mimarilerde RPN kullaniimasi tavsiye
edilmektedir. Ayrica modelden bagimsiz olarak Grafik islem
Biriminden (Graphics Processing Unit - GPU) faydalaniimasi
agin galisma hizini arttirmaktadir.

(2) Daha basarili sonuglar icin; RCNN, Mask-RCNN, Faster-
RCNN gibi bolge tabanli mimariler kullanilabilir. Bunun yani
sira son vyillarda sik¢a kullanilan YOLO mimarisinin son
versiyonlari hem hizli ve basit hem de bdlge tabanh mimariler
kadar basarili sonug Gretmektedir. Bununla beraber segilen
mimarilerde kullanilan omurga yapilari, hiperparametreler,
egitim sirasinda kullanilan verinin kalitesi, dengesi ve sayisi
modelin performansini etkilemektedir. Ozellikle modelde
kullanilacak olan veriler dengesiz ya da yetersiz oldugu
durumlarda  sentetik  veriler  Uretilerek  veri  seti
zenginlestirilebilir. Bu sayede modelin ezberlemesinin dniline
gecerek farkli veriler Gzerinde sistemin dogru calismasi
saglanabilir.

(3) Gercek zamanli sistemler olusturmak igin; kullanilan egitim
setlerinin 6nemli oldugu bilinmektedir. Maliyeti diistk, hizi ve
basarisi yliksek model ile yliksek kalitedeki donanimin yani
sira modelin egitimi icin kullanilan veri setinin genis ve cesitli
olmasi oldukga 6nemlidir. Daha fazla kategoriye sahip yeni ve
blylk olcekli veri setlerinin gelistiriimesi gereklidir. Ayrica
kullanilacak olan verilerin gercek diinyadaki problemleri
yansitan veriler olmasi (duslk ¢ozlinirlik, karisik arka plan,
1sik yetersizligi vb.), agin egitimini gelistirmektedir. Bu sayede
sistemin gercek zamanli veriler Gzerinde yliksek performans
gbstermesi saglanabilir.

(4) Hizli bir egitim siireci icin; Transfer Ogrenme ydntemi
kullanilarak 6nceden egitilmis aglardan faydalanilabilir.
ImageNet ve COCO gibi veri setleri ile 6nceden egitilmis aglar
kullantlip yapilmasi gereken ince ayarlar, farkli veri setleri
sayesinde  gerceklestirerek  modelin  egitim  sireci
hizlandirilabilir.

6. Sonug¢

Nesne saptama islemleri akademi diinyasinda son 20 yildir
tartisilan 6nemli konulardan biridir. Bilgisayarlarin donanim
yeteneklerinin artmasi ile bu alanda yapilan galismalar ve
gelismelerin hizla arttigl gorilmistir. Gelisen bu alanda
yapilan birgok ¢alisma bulunmaktadir. Ancak mevcut ¢alisma
icin alan daraltilarak belirli 6zellikteki ¢calismalar incelenmistir.
incelenen calismalarin 6zellikleri ve deginilen konular su
sekildedir:

e Sadece tehlikeli nesnelerin nesne saptama
yontemleri ile algilanmasini iceren c¢alismalar
incelenmistir.

e Nesne saptamasi sirasinda kullanilan algoritmalar
geleneksel ve modern olarak iki kisma ayrilip detayl
bir sekilde analiz edilmistir.

e Yapilan c¢ahsmalarda kullanilan
sonuglari karsilastiriimistir.

yontemler ve

e Eger varsa calismada eksik oldugu dusindlen
durumlardan bahsedilmistir.

e Nesne saptama alanindaki mevcut problemler ve
gelecekteki arastirmalar icin bazi ybnergeler
sunulmustur.

Calismada tehlikeli nesneler Gzerine odaklaniimasinin temel
sebebi bu alanda yapilmis galismalarin daha az olmasindan
kaynaklanmaktadir. Genellikle kaynaklarda, yaya saptamasi,
otonom siirlis ve yliz saptamasi Uzerine yapilan ¢alismalar
gorulmektedir. Fakat farkhh nesneler fakli problemleri
beraberinde getirir dolayisiyla bu alandaki c¢alismalarin
gelismeye daha acik oldugu ve olasi tehditlere karsi otomatik
sistemler gelistiriimesinin  topluma faydali olabilecegi
disinilerek bu kapsamda yapilan g¢alismalar incelenmistir.
Fakat onlarca yillik arastirmadan sonra dahi, bu alanda
incelemek igin ¢ok sayida arastirma firsati bulunmaktadir.

Calismada, kaynaklardaki gesitli problemlere dikkat ¢ekerek,
cesitli arastirma yonergeleri sunulmustur. Bu c¢alisma
sayesinde, yeni baslayanlar icin bakis acisi sunuldugu, ¢alisma
yapmak isteyenler icin arastirma alanlarinin ve kaynaklardaki
eksikliklerin belirlendigi distnilmektedir. Ayrica bu alanda
yapiimis en genis Turkce kaynak oldugu ve literatiire katki
saglandigl disinilmektedir.
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