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Öz: Küçük ve Orta Büyüklükteki İşletme (KOBİ)'ler, sermayesi, işgücü ve varlıkları, ulusal yönetmeliklere göre belirlenen 

eşik değerlerin altında olan özel sektör işletmeleridir. KOBİ'ler, özellikle gelişmekte olan ülkelerde olmak üzere dünyadaki 

çoğu ülkenin ekonomisinde önemli rol oynamaktadır. Dünya genelinde işletmelerin yaklaşık %90'ını oluşturan KOBİ'ler, 

istihdamın %50'sinden fazlasını sağlamaktadır. Ülke ölçeğinde KOBİ’lerin ekonomiye katkılarının tahin edilmesi planlama ve 

yatırım açısından oldukça önemlidir. Bu çalışmada, KOBİ’lerin ekonomiye sağladıkları katkının tahminine yönelik derin 

öğrenme tabanlı bir model geliştirilmiştir. Geliştirilen LSTM tabanlı derin öğrenme modelinin sonuçları, RF, SVM, CNN, 

MLP, RNN ve GRU ile karşılaştırılmıştır. Deneysel sonuçlar, geliştirilen derin öğrenme modelinin 2,169 MSE, 1,473 RMSE, 

1,175 MAE ve 0,959 R2 değeri ile karşılaştırılan diğer modellerden daha başarılı tahmin performansına sahip olduğunu 

göstermiştir. 

 

Anahtar kelimeler: KOBİ, ÇKKV, OCRA, ekonomi, derin öğrenme, makine öğrenmesi. 

 

Deep Learning Based Model for Predicting the Contribution of SMEs to the Economy 

 
Abstract: Small and Medium-sized Enterprises (SMEs) are private sector enterprises whose capital, workforce and assets are 

below the thresholds determined according to national regulations. SMEs play an important role in the economy of most 

countries in the world, especially in developing countries. SMEs, which make up approximately 90% of enterprises worldwide, 

provide more than 50% of employment. Estimating the contribution of SMEs to the economy at the country level is very 

important in terms of planning and investment. In this study, a deep learning-based model was developed to predict the 

contribution of SMEs to the economy. The developed LSTM-based deep learning model was compared with RF, SVM, CNN, 

GRU, MLP and RNN. Experimental results showed that the developed model had a better prediction performance than other 

models compared with 2.169 MSE, 1.473 RMSE, 1.175 MAE, and 0.959 R2 values.  
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1. Giriş 

 

Küçük ve Orta Büyüklükteki İşletme (KOBİ), gelirleri, varlıkları veya çalışan sayıları belirli bir eşiğin altında 

olan işletmelerdir [1]. Her ülkenin kendi küçük ve orta ölçekli işletme tanımı vardır. Ülkeler, küçük bir işletmenin 

ne olduğunu tanımlamak için sektörler arasında farklı yönergeler belirler. KOBİ'ler dünya çapında faaliyet 

gösteren işletmelerin çoğunluğunu oluşturmaktadır. Genellikle 50'den az çalışanı olan bağımsız firmalardır [2]. 

Ancak, maksimum çalışan sayısı ülkeden ülkeye farklılık göstermektedir. Çoğu şirket için üst limit 250 

civarındadır. Bazı ülkeler toplam çalışan sayısını 200 olarak kabul etmektedir [3]. 

Türkiye'de KOBİ'ler, çeşitli kriterlere göre tanımlanmış olan işletmelerdir. Türkiye'deki KOBİ tanımı 

genellikle işletmelerin çalışan sayısı, yıllık net satış hasılatı veya aktif büyüklüğü gibi ölçütlere dayanmaktadır. 

Türkiye'deki KOBİ tanımı, 2005 yılında yürürlüğe giren küçük ve orta büyüklükteki işletmelerin tanımı ve 

sınıflandırılması hakkında yönetmeliğe dayanmaktadır. Bu yönetmelik çerçevesinde, Türkiye'de KOBİ'ler mikro 

işletmeler, küçük işletmeler ve orta büyüklükte işletmeler olarak tanımlanır. Mikro işletmeler, 0-9 arası çalışanı 

olan ve yıllık net satış hasılatı veya mali bilanço toplamı 3.500.000 TL'yi aşmayan işletmeler. Küçük işletmeler, 

10-49 arası çalışanı olan ve yıllık net satış hasılatı veya mali bilanço toplamı 50.000.000 TL'yi aşmayan 

işletmelerdir. Orta büyüklükteki işletmeler ise 50-249 arası çalışanı olan ve yıllık net satış hasılatı veya mali 

bilanço toplamı 125.000.000 TL'yi aşmayan işletmelerdir. Bu tanımlar, işletmelerin büyüklüklerine göre 
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sınıflandırılmasında temel kriterleri belirler. Bu sınıflandırma, Türkiye'de KOBİ'lere yönelik destek politikalarının 

belirlenmesi ve uygulanmasında önemli bir rol oynamaktadır. 

Değişen ekonomik manzara ve işletmelerin başarılı olmak için ihtiyaç duyduğu artan hız, KOBİ'ler için 

verimli bir zemin sağlamaktadır. Küçük boyutun rekabet avantajı da vardır. Birimler ve yönetim arasında doğrudan 

iletişim söz konusu olduğu için KOBİ'ler acil durumlara daha etkin ve hızlı tepki vermektedir [4]. Değişken 

koşullara ayak uydurmak veya pazardaki mevcut fırsatlardan yararlanmak için iş modellerinin değişmesi 

gerektiğinde, KOBİ'ler yeni veya revize edilmiş bir iş modelini uygulamak için daha iyi konumlandırılma 

eğilimindedir [5]. 

KOBİ'ler, çok sayıda insanı istihdam ederek ve inovasyonu şekillendirmeye yardımcı olarak ekonomide 

önemli bir rol oynar [6]. KOBİ’ler, sayıca büyük firmalardan fazla oldukları için çok sayıda çalışanı istihdam 

ederler ve genellikle doğaları gereği girişimcidirler [7]. KOBİ'ler temelde farklı şekilde faaliyet gösterdikleri için 

büyük ve çok uluslu şirketlerden ayrılmıştır [8]. Büyük ve karmaşık firmalar muhasebe, tedarik zinciri yönetimi, 

finansal raporlama ve dünya çapındaki ofisler arasında bağlantı için gelişmiş kurumsal kaynak planlama 

sistemlerine veya daha derin organizasyonel süreçlere ihtiyaç duyabilir [9]. Ancak KOBİ'ler, faaliyet 

kapsamlarının dar olması nedeniyle daha az sisteme ihtiyaç duymaktadır. 

KOBİ'lerin ülke ekonomisi üzerindeki büyük ekonomik etkilerini gösteren çok sayıda veri bulunmaktadır. 

Amerika Birleşik Devletleri (ABD)'ne özgü olarak, KOBİ'ler çeşitli şekillerde katkıda bulunarak ülke 

ekonomisinin başarısında önemli bir rol oynamaktadır. KOBİ’ler, ABD'deki tüm firmaların %99'undan fazlasını 

oluşturmaktadır. KOBİ’ler tüm ABD gayri safi yurt içi hasılanın %43,5'ine katkıda bulunur [10]. Tüm ABD özel 

bordrosunun %39,7'sini KOBİ’ler ödemektedir. Ayrıca KOBİ’ler, büyük işletmelere kıyasla 1995'ten 2020'ye 

kadar ABD'de 4,8 milyon yeni iş imkânı yaratmıştır [11].  

KOBİ'lerin büyük şirketlere göre belirgin avantajları vardır. KOBİ'ler genellikle daha güçlü bir topluluk 

duygusu kazandırır [12]. Yerel üreticilerin desteklenmesi konusundaki yönlendirmeler, ülke genelinde şubesi 

olmayan KOBİ'leri desteklemeye yöneliktir. KOBİ'lerin kendi topluluklarını finansal olarak destekleme olasılığı 

daha yüksektir. Gelir toplamak ve ülke çapında yeni bir mağazaya yatırım yapmak yerine, KOBİ'lerin yerel 

kalması, yerel işi sürdürmesi, yerel olarak vergi ödemelerine katkıda bulunması ve yakındaki tedarikçilerden satın 

alması daha olasıdır [13]. Ayrıca, KOBİ'lerin aile geleneğini taşıması ve aile mesleğini nesilden nesile aktarması 

daha olasıdır. 

KOBİ'ler, büyük işletmelere göre doğrudan belirli bir odağa sahip olabilir. Sınırlı personele sahip olan 

KOBİ’ler, sundukları hizmetlerin de kapsamını sınırlamak zorundadır [14]. Geniş bir pazar hakimiyetine sahip 

olmaya çalışmak yerine, başarılı KOBİ'ler genellikle kendilerini daha küçük bir hedef pazara derinlemesine 

entegre ederler. 

Birçok teknolojik süreç ve yenilik, esnekliği ve yeniliği desteklemeleri nedeniyle KOBİ’lere atfedilir [15]. 

KOBİ'ler başarılı olmak için yeni ürün veya hizmetler oluşturmaya odaklanır. Bu nedenle, pazarın değişen 

gereksinimlerine daha hızlı uyum sağlama yeteneğine sahiptirler [16]. KOBİ'ler ülke ekonomisinin 

şekillenmesinde hayati bir rol oynamaktadır. KOBİ'ler, sosyal ve ekonomik açıdan faydalı etkileri nedeniyle 

ekonomi açısından oldukça önemli olarak kabul edilmektedir [17]. 

KOBİ’ler ürün tasarımı, fiyatlar ve verimlilik için rekabeti teşvik eder. KOBİ'ler olmasaydı, büyük işletmeler 

hemen hemen tüm faaliyet alanlarında tekel olurlardı [18]. KOBİ’ler büyük şirketlere, daha iyi tedarik edebildikleri 

bazı faaliyet alanlarında yardımcı olur. Büyük işletmelerin yarattığı hammadde temini ve mamulün dağıtımı gibi 

faaliyetler KOBİ'ler tarafından daha verimli bir şekilde geliştirilmektedir [19]. 

Yapay zekâ, en basit haliyle, bilgisayar bilimi ile veri kümelerini birleştirerek problem çözmeye olanak 

sağlayan bir araştırma alanıdır [20]. Yapay zekâ, sıklıkla birlikte anılan makine öğrenmesi ve derin öğrenmenin 

alt alanlarını da kapsar. Bu disiplinler, girdi verilerine dayalı olarak tahminler veya sınıflandırmalar yapan uzman 

sistemler yaratmaya çalışan yapay zekâ algoritmalarından oluşur [21]. Yapay zekâ, iş uygulamalarını ve 

koşullarını kökten değiştirerek yeni bir üretim devrimini tetiklemektedir. Yapay zekâ, hayatımızda ve 

ekonomimizde giderek daha önemli bir rol oynamaktadır. Yapay zekâ, üretkenlik ve ekonomik büyümenin önemli 

bir faktörü olarak değerlendirilmektedir [22]. İş verimliliğini arttırarak ve büyük miktarda veriyi analiz ederek 

karar verme sürecini büyük ölçüde iyileştirebilir. Aynı zamanda yeni ürün ve hizmetlerin, pazarların ve 

endüstrilerin yaratılmasını sağlayabilir. Böylece tüketici talebini artırabilir ve yeni gelir akışları yaratabilir.  

Bu çalışmada, KOBİ’lerin ekonomiye sağladıkları katkının tahminine yönelik derin öğrenme tabanlı 

karşılaştırmalı bir analiz sunuldu. Bu çalışmanın literatüre olan katkıları aşağıdaki gibi özetlenebilir: 
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• Synthetic Minority Over-sampling TEchnique for Time Series (SMOTE-TS) kullanılarak KOBİ verileri 

üzerinde veri arttırma işlemi gerçekleştirilmiştir. 

• Geliştirilen Long-Short Term Memory (LSTM) tabanlı model, Random Forest (RF), Support Vector Machine 

(SVM), Convolutional Neural Network (CNN), Multi-Layer Perceptron (MLP), Recurrent Neural Network 

(RNN) ve Gated Recurrent Unit (GRU) ile uygulamalı olarak karşılaştırılmıştır. 

• Deneysel sonuçlar, geliştirilen LSTM tabanlı modelin, karşılaştırılan modellere göre daha başarılı olduğunu 

ve 0,959 R Squared (R2) değeri ile KOBİ’lerin ekonomiye sağladıkları katkının tahminde etkili bir tahmin 

performansına sahip olduğunu göstermiştir. 

 

Çalışmanın geri kalanı şu şekilde organize edilmiştir: Bölüm 1.1’de KOBİ’lerin mali durumlarına yönelik 

yapılmış literatürdeki çalışmalar incelenmiştir. Bölüm 2'de veriseti, veri boyutunun arttırılması, kullanılan 

yöntemler, geliştirilen LSTM tabanlı tahmin modeli ve değerlendirme metrikleri sunulmuştur. Bölüm 3’te 

deneysel sonuçlar ve Bölüm 4’te çalışmanın sonuçları sunulmuştur.   

 

1.1. Literatürdeki çalışmalar 

 

Bu bölümde, KOBİ’lerin mali durumlarına yönelik yapılmış literatürdeki yapay zekâ tabanlı çalışmalar 

incelenmiştir. Zhu ve ark. [23], KOBİ'lerin kredi riskini tahmin etme doğruluğunu artırmak için Random Subspace 

(RS) ve MultiBoosting yöntemlerinin hibrit bir yaklaşımını sunmuştur. Geliştirilen model temel sınıflandırıcı 

olarak Decision Trees (DT) kullanmaktadır. 31 Mart 2014 ile 31 Aralık 2015 tarihleri arasında Çin menkul 

kıymetler piyasasından elde edilen 46 KOBİ’ye ait veriler kullanılmıştır. Geliştirilen hibrit model, DT, RS ve 

MultiBoosting ile karşılaştırılmıştır. Deneysel sonuçlar, geliştirilen modelin klasik yöntemlere göre daha başarılı 

olduğunu göstermiştir. Malakauskas ve Lakstutiene [24], KOBİ’lerin mali sıkıntı tahminlerine yönelik Lojistik 

Regresyon (LR), Yapay Sinir Ağları (YSA) ve RF algoritmalarının karşılaştırmalı bir analizini sunmuştur. 

Çalışmada, 12.000 KOBİ'ye ilişkin bir veriseti kullanılmıştır. Kısa dönemlik tahminler elde etmek için klasik mali 

oranlar kullanılarak zaman, kredi geçmişi ve yaş gibi faktörler kullanılarak geliştirilmiştir. Deneysel sonuçlar, 

RF’ın 0,68 AUC değeri ile karşılaştırılan diğer algoritmalardan daha başarılı olduğunu göstermiştir. Schalck ve 

Yankol- Schalck [25], 2012-2018 tarih aralığındaki hem finansal hem de finansal olmayan değişkenleri içeren bir 

Fransız KOBİ veriseti kullanarak, işletmelerin başarısızlık tahminine yönelik makine öğrenmesi tabanlı 

karşılaştırmalı bir analiz sunmuştur. Probit, LR ve XGBoost algoritmaları kullanılarak yapılan deneysel çalışmalar, 

XGBoost’un karşılaştırılan diğer modellerden daha başarılı olduğunu göstermiştir. Hamal ve Şenvar [26], 2013-

2017 yılları arasındaki 341 Türk KOBİ'sinin mali tablolarını değerlendiren mali muhasebe sahtekârlığını tespit 

etmeye yönelik makine öğrenmesi yöntemlerinin karşılaştırmalı bir analizini sunmuştur. Çalışmada, kredi veren 

bankalardan elde edilen 321 hileli ve 1384 hileli olmayan bir veriseti kullanılmıştır. Verisetindeki sınıf dengesizliği 

sorununu azaltmak için SMOTE-TS örnekleme tekniği kullanılmıştır.  SVM, Naive Bayes (NB), YSA, k-Nearest 

Neighbour (kNN), RF, LR ve Bagging algoritmaları kullanılarak yapılan deneysel çalışmalar, RF’ın 0,9374 

doğruluk değeri ile karşılaştırılan diğer algoritmalardan daha başarılı olduğunu göstermiştir. Dang ve ark. [27], 

tedarik zinciri finans piyasasının riskini değerlendirmek ve kontrol etmek için derin öğrenme ve blockchain 

teknolojisinin bir uygulamasını sunmuştur. Çalışmada tedarik zinciri finansmanının olası kredi riskini tartışmak 

için tedarik zinciri finansmanının finansman modeli analiz edilmiştir. Potansiyel kredi riskini tahmin etmek için 

derin öğrenme teknolojisine dayalı tedarik zinciri finansmanının kredi değerlendirme modeli oluşturulmuştur. 

Deneysel sonuçlar, tedarik zinciri finansmanının kredi değerlendirme modelinin, 0,989 R2 değerine sahip 

olduğunu göstermiştir. Zhang ve ark. [28], KOBİ'lerin tedarik zinciri finansında karşılaştığı kredi riskini tahmin 

etmek için demografik ve davranışsal verilerin birleştirilmesi yaklaşımını ele almıştır. Çalışmada, KOBİ'lerin 

finansal risklerini önceden tahmin etmek amacıyla demografik veriler (örneğin, işletmenin büyüklüğü, sektörü) ile 

davranışsal verilerin birleştirilmesi amaçlanmıştır. Deneysel sonuçlar, demografik ve davranışsal verilerin 

birleştirilmiş haliyle elde edilen tahminlerin, yalnızca bir tür veriyi kullanarak yapılan tahminlere göre daha doğru 

ve güvenilir olduğunu göstermektedir. Wang ve ark. [29] makine öğrenmesi tabanlı bir örnekleme stratejisi 

kullanarak KOBİ'lerin kredi riskini tahmin etmeyi amaçlamıştır. Araştırmada, gelişmiş tekniklerden yararlanarak 

kredi riski değerlendirmesinin doğruluğunu artırmak ve kredi verme uygulamalarında etkili karar almayı 

desteklemek hedeflenmiştir. Çalışmada, çeşitli makine öğrenmesi algoritmalarını ve yeni bir örnekleme stratejisini 

içeren kapsamlı bir deneysel yaklaşım sunulmuştur. Deneysel sonuçlar, önerilen stratejinin KOBİ'lerin kredi riski 

tahminini önemli ölçüde iyileştirdiğini ve makine öğrenmesini tedarik zinciri finansmanı senaryolarına entegre 

etmenin etkinliğini arttırdığını göstermiştir.  
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2. Materyal ve Metot 

 

Bu çalışmada, KOBİ’lerin 2009-2020 yılları arasındaki girdi ve çıktı verileri, OCRA yöntemiyle analiz 

edilerek ölçeklendirilmiş girdi ve çıktı tercih indeksleri elde edilmiştir. Kullanılan verisetinin boyutunun küçük 

olması sebebiyle veri arttırma yapılmıştır. Veri artırma, mevcut verilerden yapay olarak yeni veriler oluşturmak 

ve modelleri eğitmek için mevcut verilerin çeşitliliğini artırmak amacıyla kullanılan bir tekniktir. Bu, eğitim 

verilerinin alt kümesine alana özgü teknikler uygulanarak yapılır. Bir modelin performansı büyük ölçüde veri 

setinin kalitesine ve miktarına bağlı olduğundan, sentetik olarak üretilmiş verilerin kullanılması model 

performansını bir dereceye kadar iyileştirmeye yardımcı olabilir. Bu çalışmada, SMOTE-TS kullanılarak veri 

arttırma işlemi gerçekleştirilmiştir.  

 

2.1. Veriseti 
Bu çalışmada, TÜİK tarafından sunulan KOBİ’lere ait 2009-2020 yılları arası KOBİ sayısı, çalışan sayısı, 

personel maliyeti, Ar-Ge personel sayısı, ithalat, ücretli çalışanalar, üretim değeri, Ar-Ge harcaması girdi olarak, 

çalışan başına katma değer, ciro, patent tescil sayısı, ihracat yapan firma sayısı, katma değer ve ihracat verileri 

çıktı olarak alınmış, OCRA yöntemiyle analiz edilerek yıllar itibariyle KOBİ’lerin performansı çıkarılmıştır. Şekil 

1’de başlangıç verileri görülmektedir. 

    

 
   

Şekil 1. Başlangıç verileri 

 

Şekil 2’de OCRA yöntemiyle analiz edilerek ölçeklendirilmiş girdi ve çıktı tercih indeksleri görülmektedir. 

  

 
 

Şekil 2. Ölçeklendirilmiş girdi ve çıktı tercih indeksleri 

  

Kullanılan veriseti 12 yıl için ölçeklendirilmiş girdi ve çıktı tercih indeksleri, ölçeklendirilmemiş genel tercih 

indeksi, ölçeklendirilmiş genel tercih indeksi ve ekonomiye katkısının yıllar itibariyle sıralaması özniteliklerinden 

oluşmaktadır. Orijinal verisetindeki veri sayısının az olması sebebiyle SMOTE-TS kullanılarak tablo verileri 

üzerinde veri arttırma yapılmıştır. 
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2.2. Veri boyutunun arttırılması 

 

SMOTE, zaman serisi verilerindeki sınıf dengesizliğini ele almak için tasarlanmış bir örnekleme yöntemidir. 

SMOTE'un zaman serisi verilerine uyarlanmış bir versiyonudur ve özellikle zaman serisi sınıflandırma 

problemlerinde nadir sınıfları daha iyi temsil etmek için kullanılır. Zaman serisi verileri, her örnek zaman bileşeni 

içerdiği için geleneksel SMOTE'un işleyişini doğrudan uygulamak zor olabilir. SMOTE-TS, zaman serileri 

içindeki yapıyı ve ilişkileri dikkate alarak sentetik örnekler oluşturur. 

SMOTE-TS yaklaşımında öncelikle her zaman serisi örneği için, en yakın komşuları zaman serisinin benzer 

bölgelerinde aranır. Bu, zaman serisi verisinin yapısını koruyarak benzer örneklerin seçilmesini sağlar. Seçilen 

örnekler arasında bir çekirdeklenme yapılır ve sentetik örnekler oluşturulur. Bu çekirdeklenme işlemi, zaman serisi 

özelinde gerçekleştirilir ve verinin içsel yapısını korur. Oluşturulan sentetik örnekler veri kümesine eklenir.  

Orijinal veriseti, 2009-2020 yılları arasındaki verilerden oluşmaktadır. SMOTE-TS kullanılarak toplam veriseti 

boyutu 20000’e çıkarılmıştır. 

 

2.3. Kullanılan yöntemler 

 

RF, belirli bir verisetinin çeşitli alt kümelerinde birçok karar ağacı işleten ve tahmin doğruluğunu artırmak 

için karar ağaçlarından elde edilen sonuçları oylama yöntemiyle değerlendiren bir denetimli öğrenme 

algoritmasıdır [30]. RF, tek bir karar ağacına güvenmek yerine, her bir karar ağacından sonuçları toplar ve 

tahminlerini çoğunluk oylarına dayalı olarak belirler. Karmaşık bir sorunu çözmek ve modelin performansını 

iyileştirmek için birden çok sınıflandırıcıyı birleştirme süreci olan topluluk öğrenme kavramına dayanır [31].  

SVM, önceden tanımlanmış sınıflara, etiketlere veya çıktılara dayalı olarak veri noktaları arasındaki sınırları 

belirleyen optimum veri dönüşümleri gerçekleştirerek karmaşık sınıflandırma, regresyon ve aykırı değer algılama 

sorunlarını çözmek için kullanan bir makine öğrenmesi algoritmasıdır [32]. SVM algoritmasının amacı, veri 

noktalarını belirgin bir şekilde sınıflandıran N boyutlu bir uzayda bir hiper düzlem bulmaktır. Hiper-düzlemin 

boyutu, özelliklerin sayısına bağlıdır. En iyi hiper-düzlem, iki sınıf arasındaki en büyük ayrımı veya marjı ifade 

etmektedir [33].  

CNN, girdi verilerinden özellikleri çıkarmak için evrişimli katmanlar kullanan ve yaygın olarak bilgisayarla 

görme problemlerinde uygulanan bir derin öğrenme modelidir [34]. CNN, giriş verilerinden özellikleri otomatik 

olarak çıkarmak için evrişim katmanlarını kullanır. Girdi verileri, evrişim katmanları tarafından filtrelere tabi 

tutulur ve üretilen özellik haritaları daha sonraki işlem katmanlarına aktarılır [35]. Evrişimli katmanlar, girdi 

verileri üzerinde filtreleme ve özellik çıkarma işlemini gerçekleştiren CNN'in yapı taşlarıdır. Filtreleme, özellikleri 

çıkarmak için bir görüntüyü bir filtre ile evrişim işlemidir. Özellik çıkarma ise, görüntülerden örüntüleri veya 

özellikleri belirleme işlemidir. Hesaplama maliyetini düşürmek ve ağın yeni girdilere genelleştirme kapasitesini 

artırmak için havuzlama katmanları kullanılır.  

MLP, hem doğrusal olarak ayrılabilen hem de doğrusal olarak ayrılamayan verileri işleyebilen bir sinir ağıdır 

[36]. Bir katmandaki nöronları, bir sonraki katmana herhangi bir döngü olmadan ileri bir şekilde bağlayan, ileri 

beslemeli bir sinir ağı modelidir. MLP, verileri üç veya daha fazla katman aracılığıyla işleyen birbirine bağlı 

nöronlardan oluşur. MLP'nin temel yapısında, bir giriş katmanı, bir veya daha fazla gizli katman ve bir çıkış 

katmanı ile bir aktivasyon fonksiyonu bulunmaktadır [37].  

RNN, önceki adımın çıktısının mevcut adıma girdi olarak beslendiği bir sinir ağı türüdür. RNN'in en önemli 

özelliği, bir dizi hakkında bazı bilgileri hatırlayan gizli durumudur [38]. Durum aynı zamanda hafıza durumu 

olarak da adlandırılır. Çıktıyı üretmek için tüm girdilerde veya gizli katmanlarda aynı görevi yerine getirdiği için 

her girdi için aynı parametreleri kullanır. Bu durum, diğer sinir ağlarının aksine parametrelerin karmaşıklığını 

azaltır [39]. 

GRU, her zaman adımında ağın gizli durumunu seçici olarak güncellemek için geçiş mekanizmalarını 

kullanan bir tekrarlı sinir ağı modelidir [40]. Geçiş mekanizmaları, ağa giren ve çıkan bilgi akışını kontrol etmek 

için kullanılır. GRU, sıfırlama kapısı ve güncelleme kapısı olarak adlandırılan iki kapı mekanizmasına sahiptir 

[41]. Sıfırlama kapısı, önceki gizli durumun ne kadarının unutulması gerektiğini belirlerken, güncelleme kapısı, 

gizli durumu güncellemek için yeni girişin ne kadarının kullanılması gerektiğini belirler. GRU'nun çıktısı, 

güncellenen gizli duruma göre hesaplanır. 

LSTM, zaman serileri, ses ve metin gibi sıralı verileri işlemek için özel olarak tasarlanmış tekrarlı sinir ağı 

modelidir [42]. LSTM, sıralı verilerdeki uzun vadeli bağımlılıkları öğrenme yeteneğine sahiptir. Bu durum 
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LSTM’i dil çevirisi, konuşma tanıma ve zaman serisi tahmini gibi görevler için çok uygun hale getirir. Geleneksel 

bir RNN, ağın uzun vadeli bağımlılıkları öğrenmesini zorlaştırabilen, zaman içinde geçen tek bir gizli duruma 

sahiptir [43]. LSTM, bilgileri uzun süre tutabilen bir bellek hücresi sunarak bu sorunu çözer. Bellek hücresi giriş 

kapısı, unutma kapısı ve çıkış kapısı olmak üzere üç kapı tarafından kontrol edilir. Bu kapılar, bellek hücresine 

hangi bilgilerin ekleneceğine, çıkarılacağına ve buradan çıktı alınacağına karar verir. Giriş kapısı, bellek hücresine 

hangi bilgilerin eklendiğini kontrol eder. Unutma kapısı, bellek hücresinden hangi bilgilerin çıkarılacağını kontrol 

eder. Çıkış kapısı, bellek hücresinden hangi bilgilerin çıktığını kontrol eder. Bu durum, LSTM’in ağ üzerindeki 

bilgileri seçici olarak tutmasına veya atmasına izin vererek uzun vadeli bağımlılıkları öğrenmesine imkân sağlar 

[44]. 

 

2.4. Geliştirilen LSTM tabanlı tahmin modeli 

 

Geliştirilen LSTM tabanlı tahmin modeli, girdi katmanı, iki LSTM katmanı, dense katmanı ve çıktı 

katmanından oluşmaktadır. Geliştirilen LSTM tabanlı tahmin modelinin mimarisi, Şekil 3'te görülmektedir.  

 

 
 

Şekil 3. Geliştirilen LSTM modelinin mimarisi 

 

Girdi katmanında, girdi ve çıktı tercih indekslerinden oluşan arttırılmış veriseti modele girdi olarak 

sunulmaktadır. Geliştirilen model çift katmanlı bir LSTM yapısına sahiptir. Grid search kullanılarak elde edilen 

LSTM'in hiper parametreleri, gizli katman sayısı 2, her bir katmandaki nöron sayısı 32, aktivasyon fonksiyonu 

tanh, dropout oranı 1.7e-3, epoch sayısı 124, batch size 64, optimizasyon fonksiyonu Adam ve öğrenme oranı 8e-

3’tür.  

 

2.5. Değerlendirme metrikleri 

 

Uygulanan modellerin tahmin performanslarının değerlendirilmesi amacıyla Mean Squared Error (MSE), 

Root Mean Squared Error (RMSE), Mean Absolute Error (MAE) ve R2 metrikleri kullanılmıştır. MSE gerçek 

değerler ve tahmin edilen değerler arasındaki ortalama kare farkını değerlendirir. Modelin hata oranı azaldıkça 

MSE sıfıra yakınsar. MSE Eş. 1 kullanılarak hesaplanır. 

 

2

1

1
ˆ( )

n

i

MSE y y
n 

                       (1) 

 

Toplam örnek sayısı n, gerçek gözlem verileri y ve tahmin edilen değerler ise ŷ  ile ifade edilmektedir. 

RMSE, MSE değerinin karekökü alınarak Eş. 2’de görüldüğü gibi hesaplanır. 

 

2

1

1
ˆ( )

n

i

RMSE y y
n 

                      (2) 

 



Anıl UTKU, Ali SEVİNÇ, M. Ali AKCAYOL 

871 

 
 

MAE, gerçek gözlem değerleri ile tahmin edilen değerler arasındaki farkların mutlak değerlerinin 

ortalamasını ifade eder. MAE, Eş. 3 kullanılarak hesaplanır. 

 

1

1
ˆ

n

i

MAE y y
n 

                          (3) 

 

R2, verisetinin regresyon modeline ne kadar iyi uyduğunun göstergesidir. Korelasyon katsayısının kare 

değeridir. R2, Eş. 4 kullanılarak hesaplanır. 
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                       (4) 

 

Gerçek gözlem verileri y, tahmin edilen değerler ŷ  ve y değerlerinin ortalaması ise y  ile ifade edilmektedir. 

 

 

3. Deneysel Analizler 

 

Bu çalışmada, KOBİ’lerin ekonomiye katkılarının tahmin edilmesi amacıyla LSTM tabanlı bir derin öğrenme 

modeli geliştirilmiştir. Geliştirilen model, RF, SVM, CNN, MLP, RNN ve GRU gibi popüler makine öğrenmesi 

ve derin öğrenme modelleriyle uygulamalı olarak karşılaştırılmıştır. Uygulanan her bir modelin hiper-

parametrelerinin belirlenmesi amacıyla Grid Search kullanılmıştır. GridSearchCV, scikit-learn kütüphanesinin bir 

parçası olan bir hiper-parametre ayarlama tekniğidir. Makine öğrenimi algoritmalarının performansını artırmak 

için kullanılan hiper-parametreler, algoritmanın çalışma şeklini ve sonuçlarını etkiler. GridSearchCV bu hiper-

parametrelerin en iyi kombinasyonunu bulmak için kullanılır. Grid Search, belirli bir hiperparametre kümesi 

üzerinde tüm olası kombinasyonları dener ve bu kombinasyonlardan hangisinin en iyi sonuçları verdiğini 

değerlendirir. Cross-validation kullanarak bu değerlendirmeyi yapar. GridSearchCV aynı zamanda k-fold cross-

validation yaparak, veri kümesini k parçaya böler ve bu bölmeleri kullanarak modelin performansını değerlendirir.  

SMOTE-TS kullanılarak elde edilen arttırılmış verisetinin %80’i eğitim, %20’si ise test için kullanılmıştır. Eğitim 

verilerinin %10’unu ise model parametrelerini optimize edebilmek amacıyla doğrulama için kullanılmıştır. Tablo 

1 ve Şekil 4’te karşılaştırmalı deneysel sonuçlar görülmektedir. 

 

Tablo 1. Deneysel sonuçlar 

Model MSE RMSE MAE R2 

RF 2,635 1,623 1,338 0,843 

SVM 2,417 1,555 1,261 0,890 

CNN 2,255 1,502 1,210 0,931 

MLP 2,265 1,505 1,214 0,927 

RNN 2,257 1,502 1,207 0,932 

GRU 2,180 1,476 1,199 0,937 

LSTM 2,169 1,473 1,175 0,959 
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Şekil 4.  Karşılaştırmalı deneysel sonuçlar 

 

Deneysel sonuçlar, LSTM’in karşılaştırılan diğer modellerden tüm hata metriklerine göre daha başarılı 

olduğunu göstermiştir. SVM’in RF’dan daha başarılı deneysel sonuçlara sahip olması verisetindeki nümerik 

öznitelikler ile açıklanabilir. RF, kategorik ve nümerik özelliklerin bir arada olduğu durumlarda avantajlıdır. RF, 

girdi uzayını hiper dikdörtgenlere bölmenin sınıflandırma açısından mantıklı olduğu varsayımını yapar. SVM, 

verileri daha yüksek boyutlu bir alana yansıtır. Böylece bu alanda doğrusal olarak ayrılabilirler.  

CNN’in MLP’den daha başarılı olması, CNN’in girdi olarak tensörü alması ve MLP’nin ise girdi olarak 

vektörleri alması ile açıklanabilir. CNN, tensörleri girdi olarak aldığı için özellik çıkarımını daha başarılı bir 

şekilde yapacaktır. RNN’in CNN’den daha başarılı olması ise RNN’in sonuçları ağa geri besleyen tekrarlı 

mimarisiyle yorumlanabilir. CNN sabit bir girdi ve çıktı boyutuna sahiptir. RNN’de ise girdinin ve çıktının boyutu 

değişebilir.  

GRU’nun RNN’den daha başarılı olması, GRU’da RNN’den farklı olarak bulunan geçiş mekanizmaları ile 

yorumlanabilir. GRU, bu sayede uzun vadeli bağımlılıkların hatırlanmasını sağlamaktadır. LSTM’in karşılaştırılan 

diğer modellerden daha başarılı olması ise LSTM’in RNN ve GRU gibi diğer tekrarlı sinir ağı modellerinden farklı 

olarak özel birimlere sahip olması ile yorumlanabilir. LSTM, bilgileri uzun süre hafızada tutabilen özel bellek 

birimleri içermektedir. Giriş kapısı, unutma kapısı ve çıkış kapısı gibi bu özel birimler yardımıyla uzun vadeli 

bağımlılıkların hatırlanması kolaylaşmaktadır. 

 

4. Sonuç 

 

KOBİ'ler, belirli bir sayıdan daha az çalışanı istihdam eden, bağlı ortaklık olmayan, bağımsız firmalar olarak 

tanımlanmaktadır. KOBİ belirleme kriterleri ülkeler ve sektörler arasında farklılık gösterir. KOBİ'ler çoğu ülkede 

işletmelerin büyük çoğunluğunu oluşturmaktadır. Tüm ekonomilerde, KOBİ'ler istihdam yaratılmasına ve 

sürdürülebilir büyümeye önemli katkılarda bulunmaktadır ve ekonomik gelişimin teşvik edilmesinde kritik bir rol 

oynamaktadır. KOBİ'lere yönelik politika, başta yeni teknoloji sektörü olmak üzere yeni iş fırsatlarının yaratılması 

için artan bir önem kazanmaktadır. Yapay zekâ uygulamalarının çeşitliliği ve potansiyeli gün geçtikçe 

çeşitlenmektedir. Günümüzde giderek artan sayıda işletme, faaliyetlerini ve koşullarını iyileştirmek için yapay 

zekâ odaklı çözümlerden faydalanmaktadır.  
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Bu çalışmada, KOBİ’lerin ekonomiye sağladıkları katkının tahminine yönelik derin öğrenme tabanlı 

karşılaştırmalı bir analiz sunulmuştur.  TÜİK tarafından sunulan KOBİ’lere ait 2009-2020 yılları arası KOBİ 

sayısı, çalışan sayısı, personel maliyeti, Ar-Ge personel sayısı, ithalat, ücretli çalışanalar, üretim değeri, Ar-Ge 

harcaması girdi olarak, çalışan başına katma değer, ciro, patent tescil sayısı, ihracat yapan firma sayısı, katma 

değer ve ihracat verileri çıktı olarak alınmıştır. Bu veriler, OCRA yöntemiyle analiz edilerek yıllar itibariyle 

KOBİ’lerin performansı çıkarılmıştır. Geliştirilen LSTM tabanlı bir derin öğrenme modeli kullanılarak 

KOBİ’lerin ekonomiye olan katkı dereceleri tahmin edilmiştir. Geliştirilen model, RF, SVM, CNN, GRU, MLP 

ve RNN ile karşılaştırmalı olarak analiz ediliştir. MSE, RMSE, MAE ve R2 metrikleri kullanılarak yapılan 

deneysel çalışmalar, geliştirilen modelin 2,169 MSE, 1,473 RMSE, 1,175 MAE ve 0,959 R2 değeri ile 

karşılaştırılan diğer modellerden daha başarılı bir tahmin performansına sahip olduğunu göstermiştir. 
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