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OZET:

Diinya iizerinde niifusun artmasi ve sanayilesmenin hizlanmasiyla enerjiye olan ihtiyacta artmaktadir. Enerji
ihtiyacinin  karsilanmasi i¢cin temelde yenilenebilir ve yenilenemez enerji kaynaklart kullanilmaktadir.
Yenilenebilir enerji kaynaklar1 dogaya zarar vermeyen ve siirekli olma 6zelligi tagiyan kaynaklar oldugundan son
yillarda kullanimi artis gostermektedir. Yenilenebilir enerji kaynaklarindan biri olan giines, elektrik enerjisi
tretiminde kullanimi giin gegtik¢e yayginlagan kaynaklardandir. Giines enerjisinden elektrik enerjisinin tretimi
pek ¢ok farkli yontemle yapilabilmektedir ve bu yontemler gelistirilmektedir. Ancak giinesten elektrik enerjisi
dretiminin siirekli ve istikrarli olmast igin bolgenin giines 1giniminin belirlenmesi ve giines enerji santrallerinin
giines 1s1n1m1 g6z oniinde bulundurularak kurulmasi 6nem arz eder. Bu ¢alismada Amerikan Meteoroloji Dernegi
(AMS) ’nin diizenlemis oldugu giines enerjisi tahmin yarigmasi i¢in olusturulan ve kullanima sunulan verilerden
giines enerjisi tahmini yapilmistir. Veriler Oklahoma sehrinde “glines enerjisi ¢iftlikleri” olarak hizmet veren 98
farkli giines enerji istasyonundan alinmistir. Kullanilan veri seti ile literatiirde giines enerjisi tahmini i¢in bulunan
mevcut modellere alternatif yapay zeka modeli énermek ve sonuglarin iyilestirilmesi amaglanmistir. Caligmada
torbalama (bagging), k en yakin komsu (KNN) ve asir1 gradyan artirma (XGB)’ dan olusan yapay zeka regresyon
algoritmalar1 kullanilarak ve kullanilan algoritmalarin hiper parametre ayarlamalar1 yapilarak model
performanslarinin iyilestirilmesi saglanmistir. Sonuglar giines enerjisi tahmin yarigmasi i¢in belirlenen performans
degerlendirme metrigi olan ortalama mutlak hata (MAE) ile verilmistir. Sonugta en optimum performansin
torbalama algoritmasi kullanilarak 1340765.665225403 MAE degeri ile elde edildigi belirlenmistir.

Anahtar Kelimeler: Giines Enerjisi Tahmini, Regresyon, Torbalama Algoritmasi

Solar Energy Prediction by Regression Methods

ABSTRACT

As the world's population increases and industrialization accelerates, the need for energy increases. Basically,
renewable and non-renewable energy sources are used to meet energy needs. Since renewable energy sources do
not harm nature and are sustainable, their use has increased in recent years. Sun, one of the renewable energy
sources, is one of the sources whose use in electrical energy production is becoming more widespread day by day.
The production of electrical energy from solar energy can be done by many different methods, and these methods
are being developed. However, in order for the production of electrical energy from the sun to be continuous and
stable, it is important to determine the solar radiation of the region and to establish solar power plants taking solar
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radiation into consideration. In this study, solar energy prediction was made from the data created and made
available for the solar energy prediction competition organized by the American Meteorological Society (AMS).
The data was taken from 98 different solar power stations that serve as “solar farms” in Oklahoma City. With the
data set used, it is aimed to propose an alternative artificial intelligence model to the existing models for solar
energy forecasting in the literature and to improve the results. In the study, artificial intelligence regression
algorithms consisting of bagging, k nearest neighbor (KNN) and extreme gradient boosting (XGB) were used and
the model performances were improved by making hyperparameter adjustments of the algorithms used. The results
are given by mean absolute error (MAE), which is the performance evaluation metric determined for the solar
energy forecasting competition. As a result, it was determined that the most optimum performance was achieved
with an MAE value of 1340765.665225403 by using the bagging algorithm.

Keywords: Solar Energy Prediction, Regression, Bagging Algorithm

1. GIRIS

Yenilenebilir kaynaklardan enerji liretimi ¢evre zarar vermemesi ve kaynaklarin stirekli olmasi
gibi Ozellikleriyle son yillarda kullanimi gittikge yayginlasmaktadir. Yenilenebilir enerji
kaynaklarina riizgar, dalga, giines drnek olarak verilebilir. Yenilenebilir enerji kaynaklarindan
biri olan giines, farkli yontemler kullanilarak enerji elde edilen en sik kullanilan
kaynaklardandir. Giinesten giines kollektorleri, fotovoltaik paneller, giines bacalar1 gibi
yontemlerle farkli miktarlarda enerji elde edilir. Bu yontemlerden enerji eldesini etkileyen en
Oonemli parametrelerden biri 1sitnimdir. Isinim arttikca {iretilen enerji de artar. Giinesten elde
edilecek enerji hava kosullarina baglidir.

Hava kosullar1 her zaman aymi degildir degiskenlik gosterir, dolayisiyla elde edilen
enerjide de dalgalanma olur. Tiiketicinin enerji talebide zamana gore degiskenlik gdsterir.
Dolayistyla elde edilen enerjinin fazlasi daha sonra kullanilmak iizere depolanir. Biyolojik,
kimyasal, 1s1l vb. tiirlerde ¢ok degisik depolama yontemleri mevcuttur [1]. Yenilenebilir
enerjinin uygun bir sekilde depo edilmesi ve daha sonra tekrar kullanilmasi i¢in bir 6ngorii
sarttir. Bu ongoriiye yonelik yapilan bazi aragtirmalar, hava durumu verileri ile istatistik ve
makine oOgrenmesi yaklasimlarmi kullanarak gilines enerjisi tahminini {izerinde
yogunlagmaktadir. Giines enerjisi tahminleri kisa ya da uzun vadeli olarak yapilabilmektedir
[2].

Giines enerjisi tahminine yonelik olarak Amerikan Meteoroloji Dernegi (AMS)’de bir
yarisma diizenlemistir. Yarigmada en iyi kisa vadeli tahminleri saglayan istatistik ve makine
O0grenmesi yontemlerini belirlemek amaglanmistir. Yarisma 2014 yilinda kaggle’da
diizenlenmis olup, 98 Oklahoma Mesonet arazisine gelen toplam giinliik giines enerjisini
tahmin etmek amaclanmistir. Bu arazide Amerika Birlesik Devletlerinde bulunan 144 Yerel
Topluluk Tahmin Sisteminden (Global Ensemble Forecast Systems - GEFS)’ten alinan hava

durumu verileri kullanilarak giines enerjisinin tahmin edilmesinin gerekli oldugu giines enerjisi
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ciftlikleri bulunmaktadir [3]. AMS veri seti kullanilarak farkli ¢alismalar yapilmistir. Zameer
vd., veri seti Uzerinde Ridge Regresyon ve Rastgele Orman algoritmasini 6nermis olduklar
caligmalarinda Ortalama Mutlak Hata (MAE) degerlerini sirastyla 2283598,75 ve 2275017,03
olarak elde etmislerdir [4]. Diaz-Vico vd., Derin Evrisimsel Sinir Aglar1 (DNN) ile MAE
degerini 2561382.58 olarak elde etmislerdir [5]. Saad vd., 11 farkli regresyon modeli
ortalamasiyla MAE degerini 2010000 olarak elde etmislerdir [2]. Araf vd., Ridge Regresyon
ile MAE degerini 2215000 olarak elde etmislerdir [3].

Aggarwal ve Saini AMS veri seti Uzerinde LSR ve ileri beslemeli sinir agindan (FFNN)
olusan topluluk modellerinin en optimum performanst MAE degeri 2411989.61 olarak elde
ettigini ifade etmislerdir [6]. Torres-Barran vd., calismalarinda Rastgele Orman Regresyonunun
(RFR), Gradyan Arttirilmig Regresyonun (GBR), Asir1 Gradyan Arttirma (XGB) gibi yapay
zekd metotlarinin kiresel ve yerel riizgér enerjisi tahminine ve ayrica giines radyasyonu
problemine uygulanmasini incelemislerdir. Giines radyasyonunu tahmin etmek icin AMS veri
setini kullanmiglardir. GBR ile test, tahmin, egitim MAE sonuclarim1 sirasiyla 2191300,
1876700 ve 1705500 olarak bulurken; XGB ile sirasiyla 2190900, 1910400 ve 1360300 olarak
elde etmislerdir [7]. Nematirad ve Pahwa, radyasyon, sicaklik, basing, nem, riizgar hizi, riizgar
yonii, giin dogumu saati ve giin batimi saatinden olusan veri setini Bayesian optimizasyonlu
cok katmanl bir algilayict (MLP) ve ANN kullanarak giines radyasyonu tahmin etmeyi
amaclamislardir. Pearson Korelasyon Katsayilari (PCC) uygulandiginda ANN algoritmasi ile
MAE degerini 109.45 olarak elde ederken, PCC olmadan ANN algoritmasi ile MAE degerini
111.24 olarak elde etmislerdir [8].

Yarigma 2014 yilinda diizenlenmesine ragmen veri seti iizerinde giines enerji tahmininin
tyilestirmesine yonelik caligmalar halen devam etmektedir. Bu ¢alismada K-En Yakin Komsu
(KNN), Asirt Gradyan Artirma (XGB) ve torbalama algoritmalart AMS veri seti ile egitilmis
ve sonuglar verilmistir. Modellerin performanslarin1 artirabilmek i¢in bazi hiper parametre
degerleri degistirilmis ayrica degistirilen parametreler ve degerleri tablolar ile verilmistir.
Calismada en optimum sonucu torbalama algoritmasi vermistir. Torbalama algoritmasinin
icerisinde  bulunan  regresyon  modelleri  degistirilerek en  optimum  sonug
“Decisiontreeregressor()”  kullanilarak MAE degeri  1340765.665225403 olarak elde
edilmistir. Calismanin geri kalan1 su sekilde organize edilmistir; ikinci boliimde calismada
kullanilan veri seti ve makine 6grenme modelleri kisaca agiklanmistir. Calismanin iiglincii
boliminde modellerin egitiminden elde edilen bulgular verilmistir. Calismanin dordiincii ve

son boliimiinde ise aragtirma bulgular1 yorumlanmuistir.
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2. MATERYAL ve METOT

Bu boliimde ¢aligmada kullanilan materyallerin kisaca agiklamalar1 verilmistir ve ¢aligmanin
yontemi anlatilmistir.

2.1. Veri Seti

Caligmada kullanilan veri seti kaggle platformundan alinmis olup, Amerikan Meteoroloji
dernegi 2013-2014 Giines Enerjisi Tahmin Yarigmasi i¢in eklenen verilerden olugmaktadir.
Veri setinin igerisinde bulunan veriler “giines enerjisi ¢iftlikleri” olarak hizmet veren 98
Oklohoma Mesonet alanindan elde edilen verilerden olusmaktadir. Sayisal hava tahmini i¢in
giris verileri NOAA/ESRL Yerel Topluluk Tahmin Sisteminden (GEFS- Global Ensemble
Forecast System) elde edilmistir (reforecast version 2) ve 15 meteorolojik veriden
olusmaktadir. Calismada mesonet noktalarina yakin olan GEFS istasyon verileri dikkate
alimmustir. Cikis verisi ise 1sinimdir. Giris ve ¢ikis verileri tablo 1’de verilmistir. Veri seti ayrica
her istasyonun konum koordinatlarini ve yiikseltisini de icermektedir. Veriler 1994-2007 yillar1
arasindaki verilerden olusmaktadir [9]. Calismada uygulanan modeller igin veri seti %25 test
ve %75 egitim icin ayrilmistir.
Tablo 1. Veri Setinde Bulunan Giris ve Cikis Verileri [9]

Degisken Tanim

apcp_sfc Yiizeyde 3 saatlik birikmis yagis

diwrf_sfc Yiizeyde asag1 dogru uzun dalga 1sinim akisi ortalamasi
dswrf_sfc Yiizeyde asag1 dogru kisa dalga 1s1nim akisi ortalamasi
pres_msl Ortalama deniz seviyesinde hava basinci

pwat_eatm Atmosferin tiim derinligi boyunca Yagisa cevirilebilir su orani
spfh_2m Yerden 2 m yiikseklikte Ozgiil Nem

tcdc_eatm Atmosferin tiim derinligi boyunca toplam bulut ortiisii
tcolc_eatm Tum atmosferdeki siituna entegre toplam yogunlasma.
tmax_2m Yerden 2 m yiikseklikte son 3 saatteki Maksimum Sicaklik
tmin_2m Yerden 2 m yiikseklikte son 3 saatteki Minimum Sicaklik
tmp_2m Yerden 2 m yiikseklikte mevcut sicaklik

tmp_sfc Yiizey sicakligi

ulwrf_sfc Yiizeyde yukari dogru uzun dalga radyasyonu

ulwrf_tatm Atmosferin iist kisminda yukariya dogru uzun dalga radyasyonu
uswrf_sfc Yiizeyde yukariya dogru kisa dalga radyasyonu

97



Fatmanur ATES, Ramazan SENOL, “Regresyon Yontemleri ile Gilines Enerjisi Tahmini”, Yekarum e-Dergi, 8/2
(2023) 67-77

2.2. Torbalama (Bagging) Algoritmasi

Breiman tarafindan gelistirilmis olan topluluk grenme algoritmalarindandir [10]. Torbalama
algoritmasi kisaca su sekilde isler; orijinal egitim veri Seti olan Dggiim’in boyutu N olsun, Degitim
degistirilerek her biri N boyutundan olan n adet torba olusturulur. Olusturulan tiim torbalar
Degitim’1n alt kiimesidir ve n 6rnek torbalar1 yinelenen 6rneklere sahip olabilir. Burada n torba,
simiflandiric1 ile tahmin edilir ve etiketlenir. Nihai etiket ise ¢ogunluk oyu kullanilarak
birlestirilir [11]. Torbalama yonteminde temel amag birden fazla egitim alt kiimesi olusturulup
birkag¢ zayif 6grenme modeli elde edilerek gesitlilik olusturabilmektir [12]. Akis semast ise seKil

1 ile verilmistir.

Veri seti
Ormek Veri Omek Veri Ornek Veri
Set1 1 Set1 2 Setin
Smiflandirict  © Smmiflandirict Sflandirici
1 2 il
Tahminlerin Birlestirilmes:

Sekil 1. Torbalama Algoritmasi
2.3. KNN Algoritmast

Makine Ogrenmesinde regresyon ve siniflandirma problemlerinde kullanilan, goézlemlerin
birbirlerine olan benzerliklerinden tahminlerin yapildigi denetimli §grenme metotlarindan bir
tanesidir [13]. Sinifi bilinmeyen bir verinin ait olacagi sinif ise su sekilde belirlenir; egitim veri
setinde bulunan sinifi bilinen verilerle karsilastirilir, uzaklik 6l¢timleri yapilir, k kadar yakin
komsuya bakilir ve en optimal simif atanir. Algoritmada k degerinin se¢imi biylik 6neme
sahiptir [14]. Komsu yakimliklarin1 belirlemede Oklid, Manhattan, Minkowski, Chebyschev
gibi farkli mesafe Olgiitleri kullanilabilmektedir. Uzaklik 6lgiitlerinin formiilleri denklem 1-4

ile verilmistir [15].
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dokiia® @) = VX110 — q0)? 1)
dimanhattan 0, 4) = Xizalpi — 4il 2
Achebysher(® @) = max;(|p; — q;l) (3)
Aminkowski @, @) = NV EI=1lpi — q;|™ (4)

Biiytik egitim setleri ile ¢calismak gerektiginde etkili sonuglar elde edilebilir. Basit bir
yapiya sahiptir. Hesaplama maliyeti yliksektir. Maliyeti azaltmak i¢in temel bilesenler analizi
gibi yontemler uygulanabilir. Komsu sayisi, uzaklik olgiitii gibi hiper parametrelere duyarlidir
[16].

24.  XGB Algoritmasi

XGB algoritmasi, temeli gradyan artirma algoritmasindan olusan bir topluluk 6grenme
algoritmasidir. Asirt  dgrenmeyi kontrol edebilmek ic¢in daha diizenli bir model
bicimlendirmesine sahiptir. Son yillarda gelistirilmis olan en basaril1 algoritmalardan biridir ve
iyi bir performans saglar [17]. Model, birden fazla karar agacini yapisinda bulundurur. Her agag
bir 6nceki agacin artiklarina bakip olusturulacak yeni bir karar agaci bulmak i¢in bir gradyan
algoritmasi kullanir. Nihai karar, birden fazla karar agaci tarafindan ortaklasa verilir ve tum
agaglarin sonuglari, nihai tahmin sonucu olarak toplanir [18].

2.5. Performans Degerlendirme Metrikleri

Performans degerlendirme metrikleri yapay zekd modellerinin performanslarinin birbirleriyle
nicel kiyaslamalarinin yapilabilmesine yardimci olan degerlendirme kriterleridir. Korelasyon
Katsayisi (R), Ortalama Mutlak Hata (MAE), Ortalama Karesel Hata (RMSE), vb. gibi pek ¢ok
farkli degerlendirme metrikleri bulunmaktadir [19]. Yarisma igin belirlenen performans
degerlendirme metrigi MAE oldugundan, bu ¢alismada MAE kullanilmistir [9]. MAE, tahmin
edilen degerin gercek degere gore tutarsizligini ve yakinligir olger. Formiilii denklem 5 ile

verilmistir [20].

MAE = -3 |x; — x{| (5)

L
Denklem 5’te x; gergek degeri, x; tahmin edilen degeri, N 6rneklem biiyiikligiinii ifade eder
[20].
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3. ARASTIRMA SONUCLAR ve TARTISMA

Calismada kaggle acik erigimli internet sitesinden alinmis olan “AMS 2013-2014 Solar Energy
Prediction Contest” veri seti kullanilmistir. Veri setine, normalizasyon gibi veri 6n isleme
uygulamalart yapilmistir. Veri seti %75 egitim, %25 test islemi i¢in ayrilmigtir. KNN, XGB ve
torbalama algoritmalarinin bazi1 hiper parametreleri degistirilerek egitim ve test islemleri
yapilmistir. KNN i¢in 1-10 araliginda k degerleri degistirilerek modelin performans degisimi
gozlenmistir. KNN i¢in k degerinin 3 sec¢ildigi durumda modelin en optimum performansi
gosterdigi  belirlenmistir. Secgilen k degeri artttkca model performansinin diistiigi
gozlenmektedir. Ayrica programin ¢alisma stireside artis gostermektedir. Farkli k degerlerinde
elde edilen MAE degerleri ve program ¢aligsma siireleri tablo 2°de verilmistir.

Tablo 2. KNN i¢in 1-10 arasi farkli k degerlerinde model performansinin degisimi

K Degeri MAE Sure

1 1611833.6273619172 3.24 sn
2 1489634.819324813 3.8 sn
3 1480927.963742027 4.42 sn
4 1509196.4909355068 5.16 sn
5 1554303.4352154161 6.16 sn
6 1613056.1493372929 6.98 sn
7 1676736.1196944178 7.8 sn
8 1738196.5805825863 8.71sn
9 1795060.6439032094 9.16 sn
10 1844720.7190158777 9.67 sn

Uygulanan XBG modeli i¢in farkli 6grenme orani degerlerinde modelin performans degisimi
gozlenmistir. Literatiirdeki ¢aligmalarda uygulandigi gozlemlenen 6grenme oranlart, model igin
secilmis, en optimum sonuglar tablo 3’ten goriildigi gibi 6grenme oraninin 0.5 oldugu
durumda elde edilmistir.

Tablo 3. XGB i¢in farkli 6grenme orani degerlerinde model performansinin degisimi

Ogrenme Orani MAE Siire

0.001 14956449.390187692 49,8 sn
0.005 10081151.657945102 51 sn

0.01 6460161.9157223655 50.9 sn
0.05 2186570.4850411913 51.9 sn
0.1 2100255.174711521 51.5sn
0.5 1960014.6653900181 49.3 sn

Veri setine KNN ve XGB’den sonra torbalama algoritmasi da uygulanmistir. Torbalama

algoritmasinda ana veri setinden alt veri setleri olusturulduktan sonra her alt veri setinin karari
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bir tahminleyici ile belirlenir. Burada tahminleyici secimi de algoritma icin bir hiper
parametredir. Eger secim yapilmazsa varsayilan tahminleyici karar agacidir. Calismada farkli
tahminleyiciler segilerek torbalama algoritmast egitimleri tekrarlanmis, sonuglar ve siireler
tablo 4’te  verilmistir.  Torbalama  algoritmasinin  en  optimum  sonuglari
“Decisiontreeregressor()” kullanilarak elde edildigi ifade edilebilir.

Tablo 4. Torbalama algoritmasi i¢in farkli regresyon yapilarinin model performansi
uzerindeki etkisi

Regresyon Modeli MAE Sure
Decisiontreeregressor () 1340765.665225403 1 dk 1sn
Kneighborsregressor() 1564267.6458632224 1 dk 3sn
Lgbmregressor() 2133547.7094118665 37.1sn
Randomforestregressor() 1352458.4308603683 1sal4dk1lsn
Linearregression() 2451886.258907715 3.73 sn

4. SONUC ve ONERILER

Bu ¢alismada AMS 2013-2014 Giines Enerjisi Tahmin Yarigmasi i¢in agik erisimli paylasilan
veri seti tizerinde literatiirdeki galigmalara alternatif olabilecek yontemler uygulanmustir.

Calismadan su sonugclar ¢ikarilabilir;

e Makine 6grenme modellerinin farkli hiper parametre ayarlamalar1 yapilarak elde
edilecek MAE degerleri optimum sonuca yaklastirilabilir. Modellerden KNN en
optimum degeri k komsu sayis1 3 olarak secildiginde MAE degeri 1480927.963742027
olarak vermistir. XGB algoritmas1 ise 0.5 6grenme orani ile en optimum sonucu
vermistir.  Ogrenme oram1 0.5 secildiginde elde edilen MAE degeri
1960014.6653900181 olmaktadir. Torbalama algoritmasinda alt veri seti tahminleyicisi
karar agaci sec¢ildiginde en optimum sonucu MAE degeri 1340765.665225403 olarak
vermistir.

e Makine 6grenme modellerinden en optimum sonuglar MAE degeri 1340765.665225403
olarak belirlenen torbalama algoritmasi ile elde edilmistir.

e Sire olarak en optimum zamani KNN algoritmasi k degeri 1 olarak se¢ildiginde 3.24 sn

olarak vermistir, ancak MAE degeri optimum elde edilen degere uzak kalmistir.

Sonugta ¢alisma igin torbalama algoritmasinin ¢alismada uygulanan diger modellere gore iyi
performans verdigi gézlenmistir ve Onerilmistir. Veri seti agik erisimli yayinlandigindan, bu

calisma bilimsel arastirmalar i¢in referans olarak kullanilabilir.
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Tesekkiir

Calismada kullanilan “AMS 2013-2014 Solar Energy Prediction Contest” veri setinin agik

kaynak verilerini internet sitelerinde (Kaggle) kullanima agan herkese tesekkiir ederiz.

Cikar Catismasi Beyani

Yazarlar arasinda ¢ikar ¢catismasi yoktur.

Arastirma ve Yayin Etigi Beyani

Calisma, arastirma ve yayin etigine uygundur.
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