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Oz: Bu cahismada cilt kanserini tespit etmek icin derin dgrenme tekniklerini kullanan EfficienNetB3 gibi mimarilerin
performanslarin1 gérmek igin cilt lezyonlarimi igeren HAM10000 veri seti ile ¢aligma yapilmistir. Bu ¢alismada derin
o0grenmede, 6grenme oraninin goriintii siniflandirmada kullanilan evrigimli sinir aglarini kullanan mimariler {izerindeki etkisini
gormek i¢in uygulamalar yapilmistir. Bu uygulamalar 6grenme oranmin, veri setinin biiyiikliigli ve cesitliligi ve egitimde
kullanilan goriintii sayilar ile birlikte artirilmis goriintii sayilarinin hem siniflandirmadaki basarrya hem de egitim igin gegen
stireye etkisini gérmek amaciyla yapilmistir. Mimari olarak EfficientNetB3 ve veri seti olarak ta Kaggle platformunda agik
erisimi olan HAM10000 veri seti kullanilmistir. Calismanin sonunda, miimkiin oldugu kadar artirilmis goriintii kullanmadan
ve her bir hastalik sinifina ait 600 goriintii olacak sekilde, 0,002 6grenme orani ve 10 yerine epoch 15 alinarak besinci
uygulamada en yiiksek 0.8234 dogruluk performansi elde edilmistir.

Anahtar kelimeler Evrisimli sinir ag1, grenme orani, derin 6grenme, HAM10000, cilt kanseri

Investigation of the Effect of Hyperparameter Selection on Classification Performance in
EfficientNet-B3 Architecture Trained Using Skin Cancer Images

Abstract: In this study, a study was conducted with the HAM10000 dataset containing skin lesions to see the performance of
architectures such as EfficienNetB3, which uses deep learning techniques to detect skin cancer. In this study, applications were
made in deep learning to see the effect of the learning rate or learning rate on architectures using convolutional neural networks
used in image classification. These applications were made to see the effect of the learning rate, the size and diversity of the
data set, and the number of images used in training, as well as the increased number of images, on both the success in
classification and the time taken for training. EfficientNetB3 was used as the architecture and HAM 1000 dataset, which is open
access on the Kaggle platform, was used as the dataset. At the end of the study, without using as many augmented images as
possible and with 600 images of each disease class, a learning rate of 0.002 and epoch 15 instead of 10, the highest accuracy
performance of 0.8234 was achieved in the fifth application.
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1. Giris

Genellikle melanom ve nonmelanom olarak iki kategoriye ayrilan ve viicudun diger bolgelerine yayilim egilimi
gosteren cilt kanseri tehlikeli kanser tiirlerinden biridir. Cilt kanserinin teshisi i¢in siipheli bir cilt lezyonundan
alinmasi suretiyle genellikle biyopsi yonetimi kullanilir. Bu yontem yavas ve zaman alicidir [1]. Melanom tiirii cilt
kanseri, erken teshis edildiginde tedavi edilebilir bir kanser tiiriidiir. Bundan dolay: cilt kanserini erken tespit etmek
icin yeni teknikler gelistirilmektedir [2]. Melanom nadir goriilen bir kanser tiirii olsa da 6liim orani yiiksek bir
kanser tiiridiir [3]. Melanom tiirli kanserlerde erken teshis kritik bir faktordiir. Erken teshis edilmediginde,
viicudun diger bolgelerine yayilarak hastanin 6liimiine yol agar [4]. Erken teshisin dnemli oldugu Melanom tiirii
cilt kanserinin tespitinde cilt lezyonlarini siniflandirmak i¢in derin 6grenme teknikleri kullanilarak ¢ok hizli teshis
konulabilir. Derin 6grenme teknikleri kullanilarak cilt lezyonlarini siniflandirmak igin, genel olarak goriintiiniin
boliimlere ayrilmasi, Ozelliklerin ¢ikarilmast ve siniflandirilmasi asamalari  gerceklestirilir.  GOriintii
siniflandirmada kullanilan derin 6grenme tekniklerinden biri Evrisimli Sinir Aglaridir.

Derin 6grenme (¢ok katmanli yapay sinir agi), katmanli mimarisiyle biiyiik veri setlerinden 6grenme
gerceklestiren makine 6greniminin bir alt dalidir. Derin 6grenmede hatayr minimuma diisiirmek i¢in kullanilan
gradyan inis tabanli optimizasyon algoritmalari (Stochastic gradient descent, momentum, adam, adagrad, rmsprop
ve adadelta) bu bagarinin bir parcgasi olmaktadir [5]. Derin 6grenme, son yillarda hem denetimli hem de denetimsiz
ogrenme zorluklarinda yaygin olarak kullanilmaktadir [6]. Evrisimli Sinir Aglari, goriintii smiflamada iyi
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performans gosteren modellerden biridir. Evrigimli Sinir Aglari, tibbi goriintiilerin analizi, goriintli tanima ve diger
alanlarda yaygin olarak kullanilmaktadir [7].

Derin ag modelleri tasarlanirken, katman sayisi, noron sayisi, 6grenme orani gibi ne olmasi gerektigi modeli
tasarlayan kisiye birakilmis, probleme, veri setine gore degisiklik gdsteren parametreler hiper parametre
(hyperparameters) olarak adlandirilmaktadir [8]. Sinir aglarin1 ayarlamak i¢in 6grenme orani, kayip gradyan
diislistine gore agimmizin agirliklarindaki ayarlamayi tanimlayan, agimizdaki agirliklari gilincelleyen, optimum
agirliklara dogru ne kadar hizli veya yavas ilerleyecegimizi belirleyen bdyle dnemli bir hiperparametredir [9]. Bagka
bir deyisle bir hiper parametre, en dogru tahminleri elde etmek amactyla uygulayici tarafindan uygulanan modelin
disinda bir yapilandirma degiskenidir [10]. Hiper parametreler, model parametrelerini tahmin etme siirecinin
onemli bir pargasidir ve genellikle uygulayici tarafindan tanimlanir.

Derin 6grenme sinir aglari, stokastik gradyan inis optimizasyon algoritmasi kullanilarak egitilir [11].
Evrisimli sinir aglar ileri beslemeli ve geri yayilimli olarak ¢alisan sinir aglaridir. Stokastik gradyan inis, modelin
mevcut durumu igin hata gradyanini tahmin eden ve ardindan geri yayilim olarak adlandirilan hatalarin geri
yayilimi algoritmasini kullanarak modelin agirliklarii giincelleyen bir optimizasyon algoritmasidir [12]. Bilinen
en popliler optimizasyon algoritmasi uyarlamali 6grenme orani yontemini kullanan Adam algoritmasidir. Egitim
strasinda, hatanin geri yayilimi, agdaki bir diiglimiin agirliklarinin sorumlu oldugu hata miktarini tahmin eder ve
agirhigr 6grenme oranina gore Olgeklendirerek giincelleme yapar. Bu durumda 6grenme orani parametresinin,
egitimde kullanilacak veri seti boyutu da dikkate alarak nasil belirlenecegi onerilen ¢aligma ile ele alinmstir.
Egitimdeki istikrasizlig1 veya egitimdeki performans dalgalanmalarini 6nlemek i¢in baslangigtaki 6grenme oranini
biiylik mii yoksa kii¢iik mii se¢gmek gerektigi lizerine arastirma yiiriitiilmiistiir. Biiylik secildiginde egitim siiresi
onemli ol¢lide kisalir ama kullanilan modelin performansinin dalgalanmasina sebep olur. Cok kiigiik segilirse
egitim siiresi 6nemli dlciide uzayabilir hatta yetersiz bir ¢oziimde takilip kalabilir. Dolayisiyla 6grenme orani
parametresi modelin performansini belirleyen, sinir aglarin1 ayarlamak i¢in kullanilan en 6nemli parametrelerden
biri oldugundan dolay1 hem egitim siiresini kisaltacak hem de yliksek dogrulukla siniflama yapacak sekilde orantilt
bir 6grenme orani belirlemek gerekiyor. Sekil 1’de 6grenme orani se¢iminin egitimdeki kayip iizerine etkisi
gosterilmektedir.

dusuk 6grenme orani

)’LAKSE“\ ogrenme orani

iyi 6grenme orani

epoch

Sekil 1. Ogrenme orani segiminin egitimdeki kayip iizerindeki etkisi [13]

Cilt kanserindeki lezyonlart siniflandirmak i¢in Evrisimsel Sinir Aglar1 kullanilabilmektedir. Amit Sanjay
Shete ve arkadaslari [6] cilt kanserlerini tespit etmek i¢in Evrisimsel sinir aglarini ve dermastokopik goriintiilerden
olusan HAM10000 veri setini kullanmigslardir. Veri setindeki goriintii kirliliginin giderildigi ve transfer 6grenme
yaklasgiminin ve ImageNet agirliklariin kullanildigr ¢aligmada 0.77 Fl-skoru elde edilmistir. Karar Ali ve
arkadaslari [14], Onceden egitilmis ImageNet agirhiklari iizerinde transfer dgrenimi gerceklestirerek ve Evrisimsel
Sinir Aglarinda ince ayar yaparak, EfficientNets B0-B7 mimarilerini HAM10000 veri seti iizerinde egittiler. Bu
mimariler i¢inde %87,91 ile en yiiksek dogruluk oranini EfficientNet B4 mimarisi vermistir. Oktay Y1ldiz tarafindan
yapilan ¢alismada cilt kanseri melanomu tespit etmek igin Evrigimsel Sinir Aglarini kullanan C4Net mimarisi
onerilmistir. Sunulan ¢alismada Onerilen mimari, derin 6grenme algoritmalarini kullanan AlexNet, GoogleNet,
ResNet, VGGNet gibi mimariler ile birlikte yapay sinir aglari, k-En yakin komsu algoritmas1 ve Destek vektor
makinesi gibi geleneksel makine 6grenme algoritmalartyla da kargilagtirilmistir. Veri seti olarak ISIC tarafindan
derlenen 3920 dermoskopi goriintiiniin kullanildig1 ¢alismada 6nerilen C4Net mimarisi ile %96,94 ile diger
yontemlere gore daha fazla siniflandirma dogrulugu elde edilmistir [15]. Erhan Ergiin ve arkadaslar tarafindan
melanom tespiti icin HAMI10000 veri seti kullanilarak yapilan caligmada derin Ogrenme mimarileri
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karsilagtirilmustir. Cilt lezyonlarint siniflandirmak igin popiiler olan AlexNet, DenseNet-121, ResNet-18, ResNet-
34, SqueezeNet ve VGGNet-16 mimarilerinin kullanildigi calismada ResNet-34 mimarisi, %84,5 F-skoru ile diger
mimarileri geride birakmustir [16]. Tri Cong Pham ve arkadaslar1 melanom tespiti icin HAM10000 veri setini
kullanmislardir. Calismada melanomun renk, doku ve sekil ozellikleri hakkinda karsilastirmalar yapilmustir.
Calismada HSV (Ton-Doygunluk-Deger), LBP (Yerel Ikili Model) gibi 7 6zellik ¢ikarma yontemi ile birlikte veri
on igleme adimi olarak Gauss Bulanikligi, Normallestirme ve Gauss Bulanikligi ile Normallestirmenin birlesimi
yontemleri kullanilarak karsilastirmalar yapilmistir. Siniflandirict olarak SVM  (Destek Vektér Makinesi),
LR (Lojistik Regresyon), RF (Rastgele Orman), BRF (Dengeli Rastgele Orman) gibi algoritmalarin kullanildigi
calismada ozellik ¢ikarma yontemi olarak HSV ve siniflandirici olarak Dengeli Rastgele Ormandan olusan
yontemde %74,75 dogruluk degeri elde edilmistir [17].

2. Materyal ve Metot
2.1. Veri Seti ve Uygulama Detaylar1

Bu ¢alismada Pigmente lezyonlar (renkli yara) i¢in tiim 6nemli teshis kategori vakalarii temsil eden (vase,
bkl, akiec, bee, df, mel, nv) 10015 dermatoskopik goriintiilerden olusan HAM10000 veri seti kullanilmistir.
EfficientNetB3 mimarisi kullanilarak olusturulan modelde derin 6grenme ag1 egitilmis, egitim ve test verilerine
iligkin sonuglar farkli 6grenme oranlari kullanilarak elde edilmistir. Caligmanin amaci derin mimaride kullanilan
hiper parametrelerden 6grenme oraninin mimari lizerindeki siiflandirma basarist ve egitim igin gegen siireye
etkisini gérmektir. Bununla birlikte egitimde kullanilacak olan veri setinin ¢esitliligi ve goriintli sayilarmnin ve
artirillmig goriintiilerin de modelin {izerindeki etkisini gérmek amaciyla ¢aligmada farkli sayilarda egitim veri seti
olusturularak ¢aligma yapilmistir. Caligmada kullanilan 10015 goriintiiden olusan veri setindeki her bir hastalik
smifina ait goriintiiler ayni1 sayida degildir. Derin Ogrenme mimarisinin egitim siirecinde kullanilacak olan her bir
hastalik sinifina ait goriintii sayilarinda miimkiin oldugu kadar homojen dagilimini saglamak amaciyla, goriintiiler,
artirillmig goriintii ile goriintii sayilari esitlenerek kullanilmistir. Bundan dolay1 baslangicta egitim asamasinda her
siiftan 300 goriintii olacak sekilde homojen bir dagilim saglanmaya c¢alisilmistir. Sekil 2’de HAM10000 veri
setine ait drnek goriintiiler verilmistir.

qu,l

Sekil 2. HAM10000 Veri Seti Ornek Gériintiileri
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2.2. Metot

Bu calismada EfficientNetB3 mimarisi ve HAM1000 veri seti kullanilarak uygulamalar yapilmistir. Veri
setinde cilt kanserleri teshis vakalarini temsil eden 7 sinifa ait 10015 JPEG formatinda goriintii mevcuttur. Veri
setindeki goriintiiler ortalama 450X600 piksel boyutunda ve 7 hastalik sinifin1 temsil eden goriintiilerden
olusmaktadir. Hastalik siniflariin dagilimi agagidaki Tablo 1°de gosterilmistir.

Tablo 1. HAM10000 veri seti hastalik siniflarinin dagilimi

mif Veri Seti
SNo Adu fr:kaizl

1 akiec 327

2 bee 514

3 bkl 1099

4 df 115

5 mel 1113

6 nv 6705

7 vasc 142

Tablo 1°de goriildiigli gibi veri setindeki hastalik siiflarina ait goriintii sayilari esit degildir. Calisma, Kaggle
platformunda GPU T4 X 2 grafik kart1 destegi alinarak gergeklestirilmistir. Veri seti 0,8 oraninda egitime, 0,1
oraninda dogrulama ve 0.1 oraninda test i¢in ayrilmistir.

Caligmada kullanilan HAM 10000 veri setindeki her hastalik sinifina ait goriintiiler Tablo 1’de goriildiigii gibi
birbirine yakin sayida degildir. Ornegin nv hastalik sinifina ait goriintii sayis1 6705 iken vasc hastalik smifina ait
goriintli say1s1 142 adettir. Dengeli olmayan bu veri setindeki goriintiiler, egitim amagli rastgele segilirken goriintii
say1st ¢ok olan bir hastalik sinifina ait goriintiilerin belirleyici olmamasi i¢in homojen bir dagilim saglanmasi
gerekiyordu. Bu durum goz 6niinde bulundurularak ilk ¢aligmada egitim i¢in rastgele se¢ilen goriintii sayilarinda
homojen bir dagilim saglanmas1 amaciyla her bir siniftan en fazla 200 en az 92 goriintii olacak sekilde veri seti
boliinmiistiir. Ik ¢aligmada toplamda her bir siniftan 300 gériintii olacak sekilde artirilmis goriintiilerle denge
saglanmigtir. Egitim i¢in her siniftan 300, toplamda 2100 goriintii kullanilmigtir. Momentumu (kontrollii inme)
degistirmeden ilk deger olarak ImageNet agirliklar1 kullanilarak égrenme orani 0,001, epoch 10 ve egitim igin
batch size 30 olarak alinmistir. Tablo 2’de ilk uygulamada egitim igin secilen goriintiilerin sayis1 verilmistir.

Tablo 2 . Birinci uygulama, egitim i¢in segilen goriintiilerin sayisi

n=300 # number of samples in each class for train dataframe

Initial length of train dataframe is 1206

Found 200 validated image filenames. creating 100 augmented images
for class nv

Found 200 validated image filenames. creating 100 augmented images
for class bkl

Found 200 validated image filenames. creating 100 augmented images
for class mel

Found 200 validated image filenames. creating 100 augmented images
for class bcc

Found 200 validated image filenames. creating 100 augmented images
for class akiec

Found 92 validated image filenames. creating 208 augmented images
for class df

Found 114 validated image filenames. for creating 186 augmented images
class vasc

Total Augmented images created= 894
Length of augmented dataframe is now 2100

Found 2100 validated image filenames belonging to 7 classes. for train generator
Found 1001 validated image filenames belonging to 7 classes. for valid generator
Found 1002 validated image filenames belonging to 7 classes. for test generator
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Bu parametreler ile model egitilmistir. Egitim siiresi 0 saat 11 dakika 58,36 saniye siirmiis ve model 0,7585
dogruluk performansi gostermistir. Uygulamada elde edilen egitimdeki kayiplar ve dogrulama dogruluguna iliskin
Olciim grafikleri ve yapilan tahminlere iliskin test sonuglarini gésteren karmasiklik matrisi Sekil 3 ve Sekil 4°te
gosterilmigtir. Egitim ve test sonuglara iligskin degerlendirmeler tartigma kisminda yapilmistir.

Training and Valida

Epochs : Epochs Epochs

Sekil 3. Birinci uygulama kapsamindaki egitim kayb1 ve dogrulama dogrulugu grafikleri

Confusion Matrix

akiec 26 3 0 2 1 0 0
bee 8 37 0 1 1 4 1
bkl 19 10 64 1 8 8 0
©
g o 1 0 0 10 0 [ 0
<
mel 1 2 13 2 61 22 1
nv 12 13 31 4 55 548 8
vasc 0 0 0 0 0 0 14
o 9 < 5 % > 9
44 e
Predicted

Sekil 4. Birinci uygulama kapsamindaki karmasiklik matrisi

Ikinci uygulamada model iizerindeki etkilerini gérmek igin 6grenme oranimi ve egitimde kullanilan gériintii
sayilari artirtlarak uygulama yapilmistir. Bu asamada egitim i¢in her hastalik sinifindan 700 gériintii olacak sekilde
kullanilan goriintii sayist toplam 4.900 olarak belirlendi. Momentumu degistirmeden ilk deger olarak ImageNet
agirliklart kullanilarak égrenme orant 0,002, epoch 10 ve egitim igin batch degeri 30 se¢ilmistir. Egitim siiresi 0
saat 23 dakika 51,68 saniye stirmiis ve model 0,8104 dogruluk performansi gostermistir. Uygulamada elde edilen
egitimdeki kayiplar ve dogrulama dogruluguna iliskin 6lglim grafikleri ve yapilan tahminlere iliskin test
sonuglarini gosteren karmasiklik matrisi Sekil 5 ve Sekil 6’da gosterilmistir.

d Validation Accuracy nd Validation F1 score

Training and Validation Lo

Epachs : Epachs Epohs

Sekil 5. ikinci uygulama kapsamindaki egitim kayb1 ve dogrulama dogrulugu grafikleri
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Confusion Matrix

akiec 21 2 1 2 4 1 1
bee 2 3 1 2 1 3 0
bkl 3 6 69 0 13 19 0
©
g o 0 1 1 9 [ [ 0
<
mel 1 1 5 2 7 32 0
nv 2 5 1 4 57 586 6
vasc 0 1 0 0 0 0 13
9 g z 5 < > 9
g : ; :
%
Predicted

Sekil 6. Ikinci uygulama kapsamindaki karmagiklik matrisi

Ugiincii asamada da egitim igin her hastalik sinifindan 700 gériintii olacak sekilde kullamlan gériintii say1s
toplam 4.900 olarak belirlendi. Momentumu degistirmeden ilk deger olarak ImageNet agirliklar1 kullanilarak
ogrenme orant 0,0022, epoch 10 ve egitim igin batch degeri 30 seg¢ilmistir. Egitim siiresi 0 saat 23 dakika 54,32
saniye siirmiis ve model 0,8074 dogruluk performansi gostermistir. Uygulamada elde edilen egitimdeki kayiplar
ve dogrulama dogruluguna iliskin 6l¢glim grafikleri ve yapilan tahminlere iligkin test sonuglarini gosteren
karmagiklik matrisi Sekil 7 ve Sekil 8’de gosterilmistir.

Training and Validation Loss Training and Validation Accuracy Training and Validation F1 score
w0

. e a 2 s [ 8 It 2 . .
Epochs Epochs Epochs

Sekil 7. Ugiincii uygulama kapsamindaki egitim kaybi ve dogrulama dogrulugu grafikleri

Confusion Matrix

akiec 25 2 2 1 1 1 [
bee 6 40 2 1 1 1 1
bkl 5 6 83 0 9 7 0
©
g df 0 0 0 1 0 0 0
<
mel 4 2 14 1 64 26 1
nv 3 1 39 1 42 572 3
vasc 0 0 0 0 0 0 14
9 g z 5 % > o
I e
Predicted

Sekil 8. Uciincii uygulama kapsamindaki karmasiklik matrisi

Dérdiincii adimda egitim igin her hastalik siifindan 700 goriintii olacak sekilde kullanilan goriintii sayisi
toplam 4.900 olarak belirlendi. Momentumu degistirmeden ilk deger olarak ImageNet agirliklar1 kullanilarak
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ogrenme orant 0,0025, epoch 10 ve egitim igin batch degeri 30 se¢ilmistir. Egitim siiresi 0 saat 23 dakika 44,92
saniye siirmiis ve model 0,8004 dogruluk performansi gostermistir. Uygulamada elde edilen egitimdeki kayiplar
ve dogrulama dogruluguna iliskin 6l¢lim grafikleri ve yapilan tahminlere iliskin test sonuglarini gosteren
karmagiklik matrisi Sekil 9 ve Sekil 10°da gosterilmistir.

Training and Validation Loss Training and Validation Accuracy Training and Validation F1 score
10 10

[ 0 0 2 s s 8 o 2 4 6
Epochs Epochs Epochs

Sekil 9. Dordiincii uygulama kapsamindaki egitim kaybi ve dogrulama dogrulugu grafikleri

Confusion Matrix

akiec 27 3 1 1 0 0 [

bce 5] 44 0 [ 2 ) [
bkl 6 6 81 [ 1 6 0
©
g df 0 1 2 8 0 0 [
<
mel 3 0 11 [ 83 15 [
nv 2 13 26 [ 78 545 7
vasc 0 0 0 [ 0 0 14

5 =

akiec
bce
bkl
nv
vasc

Predicted

Sekil 10. Dérdiincii uygulama kapsamindaki karmagiklik matrisi

Besinci ve son asamada egitimde kullanilan goriintii sayilarinda azalmaya gidildi. Amag egitimde kullanilan
goriintli sayilarinin da 6grenme oraninin etkisi ile birlikte modelin asir1 6grenme egilimine girmeden optimal
saymin etkileri gosterilmek istenmistir. Bununla birlikte bu uygulamada ayn1 zamanda miimkiin oldugu kadar
artirllmis goriintii kullanilmadan her bir hastalik sinifindan 600 goriintii olacak sekilde egitimde kullanilan toplam
goriintli sayist 4.200 olarak belirlenmistir. Momentumu degistirmeden ilk deger olarak ImageNet agirliklar
kullanilarak ggrenme orani 0,002, epoch 10 yerine epoch 15 ve egitim igin batch degeri 30 segilmistir. Egitim
stiresi 0 saat 31 dakika 32,29 saniye siirmiis ve model 0,8234 dogruluk performansi gostermistir. Uygulamada elde
edilen egitimdeki kayiplar ve dogrulama dogruluguna iliskin 6l¢tim grafikleri ve yapilan tahminlere iligkin test
sonuglarini gosteren karmasiklik matrisi Sekil 11 ve Sekil 12°de gosterilmistir.
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Training and Validation Loss Training and Validation Accuracy Training and Validation F1 score

5 8 m 58 x 2 6 1 1w n
Epochs Epochs Epochs

Sekil 11. Besinci uygulama kapsamindaki egitim kaybi ve dogrulama dogrulugu grafikleri

Confusion Matrix

akiec 25 2 3 2 0 0 0
bec 1, 46 1 0 2 2 0
bkl 3 7 84 0 1 5 0
©
g df 0 1 1 9 0 0 0
<
mel 2 3 6 0 70 31 0
nv 2 24 23 0 43 577 2
vasc 0 0 0 0 0 0 14
] o z 5 el 2 2
Predicted

Sekil 12. Besinci uygulama kapsamindaki karmasiklik matrisi
4. Sonu¢ ve Tartisma

Bu c¢alismada, evrisimsel sinir aglarinin egitiminde kullanilan ve kullanici tarafindan belirlenen hiper
parametrelerden, 6grenme oraninin ve egitimde kullanilacak veri setinin biiylikliigli ve ¢esitliliginin, artirilmig
gOriintli sayilarinin egitim tizerindeki etkisi gdsterilmeye c¢alisilmistir. Calismada elde edilen sonuglar asagida
maddeler halinde verilmistir.

e  Veri setinin biiyiikliigiine bagl olarak egitim baglangicinda segilecek olan 6grenme oranin ne ¢ok kiiciik
ne de ¢ok biiyiik se¢ilmemesi, veri setine bagli olarak optimal 6grenme orani segilmesi halinde dogruluk
oraninin artt1g1 gorillmiistiir.

e Her ne kadar egitimde kullanilacak olan veri setinin bilyiikliigii ve ¢esitliligi onemli olsa da, veri setinin
¢ok biiyiik olmasindan dolay1 dogruluk oraninin siirekli artan bir grafikle artmadig1, basarinin ayni oranda
yiikselmedigi bir noktadan sonra bagariya etkisinin azaldig1 goriilmiistiir.

e  Veri setindeki goriintii sayilart esitlenirken kullanilan artirilmig goriintii sayilarinin da basartya etkisi
oldugu goriilmiistiir. Bunun sebebi, egitim i¢in rastgele se¢ilen goriintiilerdeki giiriiltiiler, olumsuzluklar
egitimdeki basariya etki etmektedir. Veri setindeki ¢esitlilik dnemli oldugu kadar, her bir siniftaki goriintii
sayilarinin da birbirine yakin olmasi dnemlidir Bir siniftaki goriintiilerden kaydirma, yatay g¢evirme,
yakinlastirma vb. gibi yontemler kullanilarak artirilmis goriintiiler elde edildigi zaman, goriintiideki
giiriiltiiler ve olumsuzluklarin sayis1 da artacagindan egitimdeki basariya olumsuz etkileri olacaktir.

Gelecek calismalarda evrisimsel sinir aglart egitilirken, egitimde kullanilacak veri setindeki goriintiiler,

filtrelemeden gegirilerek miimkiin oldugu kadar giiriiltiiler ve olumsuzluklar azaltilirsa ayni oranda basarinin da
artacagi kanaatini tagimaktayiz.
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