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Ö  N  E  Ç  I  K  A  N  L  A  R  

 Günlük eylemlere ait derinlik ve iskelet veri setlerinin kinect ile oluşturulması  
 İskelet eklem özellik çıkarımı 
 3B iskelet verilerine dayalı yaşlı düşme tespiti 
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 Düşme yaşlılar için ölüm ve yaralanmalarda en önemli nedenlerden biridir. Gerçek zamanlı düşme tespiti
yaşlıların güvenliği için büyük önem taşımaktadır. Bu çalışmada, düşme tespiti için iskelet eklem verilerine
dayalı yeni bir yöntem önerilmiştir. 21 deneğin katılımı ile oluşturulan FUKinect-Fall veri setindeki üç 
boyutlu (3b) iskelet verileri önce iki adet (xy ve zy) iki boyut (2b) eklem verilerine indirgenmiştir. Daha
sonra seçilen referans ekleme göre iç içe geçmiş daireler üzerine kodlanmış bölgeler oluşturularak her bir
eksende kalan 19 eklemin bir eylem süresince bulunduğu bölge ortalamalarını içeren özellik matrisi
çıkartılmıştır. Bu özellik matrisi k-En Yakın Komşu (k-EYK) ve Destek Vektör Makinası (DVM) ile
sınıflandırılmıştır. Yapılan deneysel çalışmalarda %97,08 doğrulukta düşme tespiti yapılmıştır. 
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Skeleton based efficient fall detection 

 
H  I  G  H  L  I  G  H  T  S  

 Construction of depth and skeletal datasets for daily actions with kinect 
 Skeletal joint feature extraction 
 Elderly fall detection based on 3d skeletal data 
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 Fall is one of the most important causes of death and injury for the elderly. Real time fall detection has great
importance for the safety of the elderly. In this work, we presented a new method for fall detection that is
based on Kinect skeleton data. Three-dimensional (3d) skeleton data of “FUKinect-Fall” dataset, which was 
constructed from 21 volunteers, is firstly reduced to two different (xy and zy) two-dimensional (2d) datasets. 
Then, coded regions on nested circles are constructed that are located on the determined reference joint. Thus 
for each action, the average of the coded 19 skeleton points during the action, are used as features. The
obtained feature set is classified by using k-Nearest Neighborhood (k-NN) and Support Vector machine 
(SVM) classifiers. Experimental results show that fall detection is achieved with 97.08% accuracy. 
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1. GİRİŞ (INTRODUCTION) 
 
Son yıllarda, tüm dünyada yaşlı nüfus gittikçe artmaktadır. 
Birleşmiş Milletler tarafından 2013 yılında yayımlanan 
rapora göre dünyanın, 2050 yılında 65 yaş ve üzeri nüfusun 
997 milyon kişi (dünya nüfusun yaklaşık %11,6) olması 
beklenmektedir [1]. Benzer şekilde Türkiye’nin 2000 
yıllında yaşlı nüfusu yaklaşık 3,5 milyon kişi olmasına 
rağmen, 2050 yılında bu değerin 19,5 milyon olacağı 
öngörülmektedir [2]. Yaşlı nüfus artışı beraberinde önemli 
sağlık problemlerine yol açmaktadır. Yapılan bazı 
çalışmalarda, 65 ve üzeri yalnız yaşayan yaşlıların %33’nün 
bakıma muhtaç ve ayrıca %63’nünde her yıl düştüğü 
belirtilmektedir [3, 4]. Bu düşmeler iç doku hasarları, kemik 
kırılmaları ve kafa travması gibi ciddi yaralanmalara sebep 
olmaktadır. Bu yaralanmalar yaşlıların en önemli ölüm 
nedenleri olarak belirtilmektedir [5, 6]. İstatistikler 79 ve 
üzeri yaşlıların ölüm sebepleri sıralamasında, düşmeden 
kaynaklı yaralanmalardan dolayı ölümler birinci sırada, tüm 
yaş gruplarında ise düşmeden kaynaklı yaralanmalardan 
dolayı ölümler de ikinci sırada geldiği belirtilmektedir [7]. 
Ayrıca düşmeden kaynaklı yaralanma sonuçları hem zihinsel 
hem de fiziksel olarak yaşlılarda büyük hasarlara sebep 
olmaktadır. Görüldüğü gibi düşme özellikle yaşlılar için 
önemli risklere sebep olmaktadır. Buna bağlı olarak ta 
yaşlıların yaşam kalitelerini de olumsuz etkilemektedir. Bu 
riskleri azaltmak için düşme tespitine duyarlı akıllı izleme 
sistemleri geliştirilmiştir [8]. Son yıllarda düşme tespitine 
yönelik çok fazla çalışma gerçekleştirilmiştir. Mevcut düşme 
tespit yöntemleri; giyilebilir sensör tabanlı, ortam sensör 
tabanlı ve görüntü tabanlı olmak üzere üç kategoriye 
ayrılabilir. Giyilebilir sensör tabanlı yaklaşımlar vücut 
konumu ve hareketini tespit etmek için sensörlerin giysiler 
içerisine yerleştirilmesine dayanmaktadır. Yu vd. [9] üç 
eksenli ivmeölçer kullanılan bir yöntem önermişlerdir. 
Giyilebilir sensör tabanlı yaklaşımlar da kişinin şarj etme 
işlemi vb. gibi durumlarda veya giyme ve çıkarma sırasında 
sabit bağlantılara daha fazla müdahalesi nedeni ile sensör 
bağlantısının kolayca kesilmesine ya da sensörün 
bozulmasına sebep olabilmektedir. Ayrıca giyilebilir sensör 
tabanlı yaklaşımlar taşıma esnasındaki rahatsızlıklardan 
dolayı yaşlılarda tarafından pek tercih edilmemektedir. 
Ortam tabanlı sensörler, titreşim verilerini hisseden, görsel 
ve ses veri değişikliklerine bağlı olarak çalışırlar. Alwan vd. 
[10] zemine yerleştirilen basınç sensör temelli bir yaklaşım 
önermişlerdir. Ortam tabanlı sensör yaklaşımların çoğu 
nesnenin yüksek basınç hassasiyeti için basınç sensörleri 
kullanırlar. Bu nedenle nesnenin tespiti ve izlenmesinde 
nesnenin ağırlığını dikkate alırlar. Bu yaklaşımlar yüksek 
maliyetli ve gözetim sistemlerinin uygulanmasında daha az 
müdahale sebebi ile belki tespitte daha düşük bir doğruluğa 
sahiptir. Çünkü sensör etrafındaki her şeyin basıncını 
algılamak bazen hatalı sonuçların alınmasına yol 
açabilmektedir. Görüntü tabanlı yaklaşımlarda, kameralara 
daha az müdahale ile aynı anda birden fazla olayın tespiti için 
kullanılabilirler. Bu nedenle kameralar huzur ve bakım 
evlerinde giderek tercih edilmişlerdir. Rougier vd. [11] 
düşme tespit uygulamalarında geçmiş hareket görüntüsü ve 

insan duruş varyasyonlarını birleştirmişlerdir. İlk görüntü 
tabanlı yaklaşımlarda RGB kameralar kullanılmasına 
rağmen, son zamanlarda popüler olan Kinect kameralar daha 
çok kullanılmaya başlanmıştır [12]. Feng vd. [13] 
çalışmalarında, bakım evlerinde yaşlıların izlenmesi ile 
farklı duruşları sınıflandırmak için insan siluet hareketlerini 
izleyerek duruş bozukluklarını tespit etmişlerdir. Bian vd. 
[14] ise iskelet eklemlerinin zemine olan uzaklığı ve eklem 
hızlarını kullanarak düşme tespiti yapmışlardır. Akagündüz 
vd. [15] derinlik videolarını kullanarak siluet resim 
yönelimlerine dayalı şekil dizi tanımlayıcı yöntem 
önermişlerdir. Sabit uzunluktaki siluet çerçevelerinden bir 
eylem videosunda ait özellik vektörü oluşturulduktan sonra 
kelime çantası ile kod çizelgeleri oluşturulmuş ve daha sonra 
Naïve Bayes sınıflandırıcı ile eylemler sınıflandırılmıştır. 
Ma vd. [16] Eğrilik Ölçek Uzayı (EÖU) özellikleri ve 
geliştirilmiş Aşırı Öğrenme Makinaları (AÖM) sınıflandırıcı 
kullanılarak şekil tabanlı düşme tespit yöntemi 
önermişlerdir. Aslan vd. [17] tarafından EÖU özelliklerini 
Fisher Vektör (FV) ile kodlayarak DVM ile sınıflandırılarak 
geliştirilmiştir. Diğer bir çalışmada, derinlik kamerası sahte 
düşme pozların tespit için tavana monte edilmiştir [18]. 
Tespit edilen insan vücut alanı ve önemli şekil uzunlukları 
gibi özellikler k-NN sınıflandırıcı ile düşme tespiti ve günlük 
eylemlerin sınıflandırmışlardır. Dobis vd. [19] 
çalışmalarında düşme tespiti için başka RGB-D sensör 
tabanlı basit fakat sağlam bir yaklaşım önermektedirler. 
Yöntem temel olarak deneğin kütle merkezini izlemektedir. 
Bu çalışmada Saklı Markov Model (SMM) izlenen vücut 
şekli, kütle merkezinin hızı ve kütle merkezi pozisyonun 
gözlemleri ile düşme tespiti yapmışlardır. İskelet eklem 
özellikleri kullanılan başka iskelet tabanlı düşme tespit 
sistemi Zhang ve Tian [20] tarafından önerilmiştir. 
Araştırmacılar özellikler olarak yapı-hareket-tabanlı iskelet 
istatistikleri serisini incelemişlerdir. Görüntü ve derinlik 
tabanlı özelliklerin daha da geliştirilmesi için bir araya 
getirmişlerdir. Bu çalışmada; Kinect kullanarak 21 deneğe 
ait insan vücudunun 3B iskelet verileri çıkartılmıştır. Düşme 
tespiti için bu iskelet verilerinin kullanıldığı bir yöntem 
önerilmiştir. Yöntemde, 3B iskelet verisinin xy ve zy 
koordinat eksenleri üzerine oturtulmuş ve kalça eklemini 
referans alarak, tüm iskeleti kapsayacak şekilde iç içe geçmiş 
daireler üzerinde kodlanmış bölgeler ile bir eylem boyunca 
bir eklemin bütün çerçevelerdeki ortalamalarından oluşan 
öznitelik matrisi elde edilir [21]. Öznitelik matrisi DVM ve 
k-EYK sınıflandırma yöntemleri kullanılarak düşme tespiti 
ile birlikte günlük eylemler de tespit edilmiştir.  

 
2. YÖNTEM (METHOD) 
	
2.1. İskelet Eklemlerinden Öznitelik Çıkarılması 
(Feature Extraction from Skeletal Joints) 
	
Microsoft Yazılım Geliştirme Kiti (MYGK) derinlik 
görüntülerini işleyerek eklem pozisyonlarını 
tanımlamaktadır. MYGK ilk önce derinlik görüntülerindeki 
bir piksel için belirlenen eklem pozisyonunu tahmin etmekte 
ve her piksel için doğruluk düzeyini hesaplamaktadır. 
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Bundan sonra doğruluk düzeyleri ile verilen iskelet 
etiketlerinden iskeleti seçmektedir [22]. Kinect’ in insan 
iskeleti için oluşturduğu iskelet modeli Şekil 1’de 
gösterilmiştir.  
 
Vücudun K tane eklemle temsil edildiği T adet çerçeveden 
oluşan bir eylemde herhangi bir çerçevedeki (ti) ve herhangi 
bir eklemin (k) x, y ve z koordinatları ݔ௞

ሺ௧ሻ, ௞ݕ
ሺ௧ሻ, ௞ݖ

ሺ௧ሻ 
şeklindedir [21]. Böylece; 20 eklemin üç eksene ait eklem 
vektörü;  
 
ܧ ൌ ሾݔଵ

ሺ௧ሻ, ଵݕ
ሺ௧ሻ, ଵݖ

ሺ௧ሻ, ଶݔ
ሺ௧ሻ, ଶݕ

ሺ௧ሻ, ଶݖ
ሺ௧ሻ, … , ௄ݔ

ሺ௧ሻ, ௄ݕ
ሺ௧ሻ, ௄ݖ

ሺ௧ሻሿ  
 
şeklindedir. 
 

 
 

Şekil 1. Kinect iskelet eklem yapısı 
(Kinect skeletal joint structure) [22] 

	
Eylem tanıma için 3B eklem koordinatları, iki adet ( ݕݔ ve 
 2B eklem koordinatlarına indirgenmesine dayalı bir (ݕݖ
model oluşturulmuştur [23, 24] Seçilen ݕݔ ve ݕݖ eksenleri 
için 30°’lik açı ile oluşturulan model ve modeldeki bölgeler 
Şekil 2’de gösterilmiştir. Shotton yöntemine göre, eklem 
noktalarından kalça merkezi eklemi referans alınmıştır [25, 
26]. Bu şekilde ölçekten bağımsız bir poz elde edilmiştir. 
Eklem vektörü referans ekleme göre düzenlenirse Eş. 1 
şeklinde yazılabilir. 

ܧ ൌ ሾ0, 0, 0, ଶݔ െ ,ଵݔ ଶݕ െ ,ଵݕ ଶݖ	 െ ,ଵݖ … , ௄ݔ െ ,ଵݔ ௄ݕ െ
,ଵݕ ௄ݖ	 െ  ଵሿ (1)ݖ
 
Her bir eklemin referans ekleme göre açısı (αi) ve uzaklığı 
(ui) sırasıyla Eş. 2 ve Eş. 3’te verilmiştir [26].  
 
௜ߙ ൌ ݊ܽݐܿݎܽ

1ݕെ݅ݕ
1ݔെ݅ݔ

		 (2) 

 
௜ݑ ൌ ඥሺݔ௜ െ ଵሻଶݔ ൅ ሺݕ௜ െ   (3)	ଵሻଶݕ
 

Ayrıca ܴ௫௬ ൌ ௫௬ݎ ௠௔௫ veݑ ൌ 	
ோ

ଶ
ൌ ௨೘ೌೣ

ଶ
 bağıntıları yardımla 

hesaplanabilir [21]. Seçilen ݕݔ eksenine göre bir çerçevedeki 
eklem açılar için ܣ௫௬ ൌ ሾ0, ,ଶߙ ,ଷߙ ,ସߙ … ,  ve bütün	௄ሿߙ
eklemlerin referans ekleme olan uzaklığı ܷ௫௬ ൌ
ሾ0, ,ଶݑ ,ଷݑ ସݑ 	… ,  vektörleri olarak yazılabilir. Aynı	௄ሿݑ
işlemler ݖݕ ekseni için de yapılarak ܣ௭௬ ve ௭ܷ௬ vektörleri 
yazılabilir [21].  
 
Eksenler belirli ߠ açısı ile bölgelere ayırıldığında oluşacak 
bölge sayısı ݊௕ ൌ 2 ൈ ሺ360/ߠሻ ile hesaplanabilir [23, 26]. Bir 
çerçevede eklemlerin referans ekleme olan uzaklığı ve 
açısına bağlı olarak hangi bölgede bulunduğu tespit edilir. 
Buna göre eklemlerin bulunduğu bölge vektörü ܤ௫௬ ൌ
ሾ0, ܾଶ, ܾଷ, ܾସ, … , ܾ௄ሿ	şeklinde yazılabilir. Aynı işlemler ݕݖ 
ekseni içinde yapılarak ܤ௭௬ vektörü elde edilir. Böylece tüm 
çerçevelerdeki her bir eklem için ܤ௫௬ ve ܤ௭௬ matrisleri elde 
edilir [21]. Bu şekilde referans eklem dışındaki 19 eklemin, 
her bir çerçevedeki konum bilgisi, hangi bölgede olduğu 
belirlenmiş olunur. Bir hareket ya da eylem boyunca bir 
eklemin bütün çerçevelerdeki ortalamasının alınması ile 
öznitelik matrisi elde edilir.  
 
Öznitelik matrisi oluşturmak için bir eylemde bir eklemin 
tüm çerçevelerdeki ortalaması alınmaktadır. Aynı zamanda 
bu ortalama tanımlayıcı olarak ifade edilebilmektedir. Her 
iki eksen için de bu yöntem ile öznitelik matrisi 
oluşturulduğunda eylemlere ait zamansal bilginin 
kaybolduğu görülmüştür. Bu durum birbirinin tersi olan 
eylemlerin karıştırılmasına sebep olmaktadır. Bu sorunun 
çözümü için zamansal hiyerarşik yapı kullanılmıştır [27]. Bir 
eylemdeki T adet çerçeve için zamansal hiyerarşik yapı Şekil 
3’te görülmektedir. Önce çerçevelerin hepsi t=1’den T’ye 

 
 

Şekil 2. 2B eksen modeli ve bölgeleri (2D axis model and regions) 
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(O1) sonra sıralı olarak t=1’den ܶ /2’ye (O2), ܶ /4 ’ten 3ܶ/4’e 
(O3) ve son olarak ܶ/2 ’den T’ye (O4) kadar olan 
çerçevelerin her eklem için ortalaması alınarak öznitelikler 
oluşturulmuştur. Böylece öznitelik sayısını 4 katına 
çıkartılmıştır.  
	

	
	

Şekil 3. Ortalama tanımlayıcının zamansal hiyerarşik yapısı 
[27] (Temporal hierarchical structure of mean descriptor)	

 
2.2. Sınıflandırma (Classification) 
 
Bu bölümde, son dönemlerde Aşırı Öğrenme Makinaları 
(ELM) , DVM, k-EYK ve Bayes gibi veri 
sınıflandırılmasında yaygın olarak kullanılan [28, 29] DVM 
ve k-EYK sınıflandırıcılar kullanılacaktır. 
 
2.2.1. k-En yakın komşu algoritması  
(k-Nearest neighbor algorithm) 
 
En klasik örüntü tanıma yöntemlerinden biridir. Sınıfların 
olasılık dağılımlarına ihtiyaç duyulmadan sınıflandırma 
yapılmasını sağlayan örüntü sınıflandırıcıdır. 
Sınıflandırmayı k değerine bağlı olarak yapmaktadır. Test 
edilecek veri, eğitim kümesindeki verilerin her birine olan 
uzaklığını hesapladıktan sonra sınıfı bilinen en yakın 
komşuların k tanesi olarak seçilir. Daha sonra eğitim 
verilerinden kendisine en yakın olana atanır [29]. Uzaklık 

hesaplamasında çoğunlukla Oklid ට∑ ሺݔ௜ െ ௜ሻଶݕ
௞
௜ୀଵ  yöntemi 

kullanılmakla birlikte Minkowski ൫∑ ሺ|ݔ௜ െ ௜|ሻ௤ݕ
௞
௜ୀଵ ൯

ଵ ௤ൗ  ve 
Manhattan ∑ ௜ݔ| െ |௜ݕ

௞
௜ୀଵ  yöntemleri de kullanılabilmektedir 

[29].  
 
2.2.2. Destek vektör makinesi (Support vector machine) 
 
DVM örüntü tanımada popüler olan bir yöntemdir. DVM 
algoritmaları başlangıçta iki sınıflı doğrusal verilerin 
sınıflandırılması için tasarlanmış olmakla birlikte daha sonra 
hem daha çok sınıflı hem de doğrusal olmayan veri 
sınıflandırmaları içinde kullanılmaya başlanmıştır. Temel 
çalışma prensibi iki sınıflı veriye ait bir kümeyi ayıran ve en 
iyi hiper düzlemin bulunmasına dayanmaktadır [30]. Temel 
çalışma prensibi, {-1, +1} şeklinde sınıf etiketleri ile 
gösterilen iki sınıftaki örneklerin eğitim verilerinden elde 
edilen karar fonksiyonunu kullanarak eğitim verilerini ayıran 
en iyi hiper düzlemin bulunmasına dayanmaktadır [31]. 
Fakat iki sınıflı verileri ayırabilecek birçok hiper düzlem 

olmakla birlikte DVM Şekil 4’de görüldüğü gibi kendisine 
yakın noktalar arasındaki uzaklığı maksimum yapacak hiper 
düzlemi bulabilmesidir. 

 

 
 

Şekil 4. En iyi hiper düzlem ve marjları  
(Best hyperplane and margins) 
 
DVM’nin ݈ sayıda örnekten oluşan ሺݔ௜, ,௜ሻݕ ݅ ൌ 1, … , ݈ 
biçiminde eğitim verisinin olduğunu kabul edelim. Burada 
௜ݔ ∈ ܴே N boyutlu uzayı ve ݕ௜ ∈ ሼെ1,൅1ሽ sınıf etiketlerini 
göstermektedir. Buna göre sınıflandırmanın amacı olan karar 
fonksiyonu Eş. 4’teki gibi yazılabilir [31]. 
 
ݕ ൌ ݂ሺݔሻ ൌ ,ݓ〉ሺ݊݃ݏ 〈ݔ ൅ ܾሻ	 (4) 
 
Burada ݔ herhangi bir girişin sınıf etiketini, ݓ ağırlık 
vektörünü ve ܾ ise eğilim değerini tanımlamaktadır.  
 
3. DENEYSEL ÇALIŞMALAR (EXPERIMENTAL WORKS) 
 
Bu bölümde, önerilen yöntemin test edilmesi için FUKinect-
Fall ve UTKinect-Action veri setleri kullanılmıştır. Deneysel 
sonuçlar bölümünde sonuçların değerlendirilmesi 
yapılmıştır.  
 
3.1. FUKinect-Fall Veri Setinin Oluşturulması  
(Construction of FUKinect-Fall Dataset) 
 
FUKinect-Fall veri seti Kinect V1 kullanılarak 
oluşturulmuştur. Veri setini oluşturabilmek için Kinect 
kamera yerden 95 cm yükseklikte tripot üzerine yerleştirildi. 
Kinect’in görme sınırları olan 0,5 m ile 4,5 m referans 
alınarak 4×4 m’lik bir alan ve derinlik sensörünün dikey, 
yatay görüş açıları dikkate alınarak Şekil 5’teki veri seti alanı 
oluşturuldu.  
 
Ayrıca veri setinin oluşturulmasındaki deneklerin boy, kilo 
gibi fiziksel özellikleri ve yapılan eylem türüne bağlı olarak 
eylemler 2 m ile 3,5 m arasındaki alanında gerçekleştirildi. 
Şekil 6’da ise bu eylemlerin gerçekleştirildiği çalışma alanı 
görülmektedir. Veri seti, 19-72 yaş arasındaki 21 denek 
tarafından gerçekleştirilen yürüme, eğilme, oturma, 
çömelme, uzanma ve düşme eylemlerini içermektedir. Her 
bir eylem Şekil 7’deki eylem sırasına göre 8’er kez tekrar 
edildi. Şekil 7’de görüldüğü gibi 1-4, 2-3, 5-6 numaralı 
eylemler karşılık olarak ve 7-8 numaralı eylemlerin 
başlangıç noktası aynı olmasına rağmen orta alandan sonra 
zıt yönlere doğru devam ettirilmektedir. 
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Şekil 5. Deneysel veri seti toplama alanı (Experimental Dataset collection environment) 

 

 
 

Şekil 6. Veri seti toplama çalışma alanı (Dataset collection work environment) 

 

 
 

Şekil 7. Veri seti eylem yönleri (Dataset action directions) 
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Toplamda (6 eylem × 8 tekrar × 21 denek) 1008 derinlik 
videosu ve 20 eklemin 3B koordinatları (ݔ, ,ݕ  .kaydedildi (ݖ
Her bir video süresi eylem özelliğine bağlı olarak yaklaşık 4-
5 saniye, 320×240 çözünürlükte ve saniyede 30 çerçeve 
olarak kaydedildi. Bu çalışmada elde edilen yürüme, eğilme, 
oturma, çömelme, uzanma ve düşme eylemelerine ait bazı 
iskelet ve siluet görüntüleri Şekil 8’de görülmektedir. 
 
3.2. Deneysel Sonuçlar (Experimental Results) 
 
Deneysel çalışmalarda, FUKinect-Fall ve UTKinect-Action 
[31] veri setleri kullanıldı. FUKinect-Fall ile yapılan 
deneysel çalışmalarda Şekil 2’de önerilen iskelet modeline 
göre 5°, 10°, 30° ve 45°’lik açılar ile sırasıyla 
2×(360°/5°)=144, 72, 24 ve 16 bölgelere ayrıldı. Her bölge 
açısı için ayrı ayrı öznitelik matrisi oluşturuldu. Eylemlerin 
sınıflandırılması için 19 eklem × 4 zamansal yapı × 2 eksen 
olmak üzere toplam 152 öznitelik k-EYK ve DVM 
sınıflandırıcıların girdi katmanına uygulandı.  
 
İlk olarak önerilen yöntem ile 6 eylemin sınıflandırılması 
gerçekleştirildi. Ayrıca 6 eylemin sınıflandırmasında üç ayrı 
uygulama gerçekleştirildi. Birinci uygulamada özniteliklerin 
%50’si eğitim, diğer %50’si de test için kullanıldı. İkinci 
uygulamada verilerin %75’i eğitim ve %25’i test için ve 
üçüncü uygulamada ise verilerin %90 eğitim ve %10’u test 
için kullanılmıştır. Yapılan deneysel çalışmalarda k-EYK ve 
DVM algoritmaları ile 6 eylemin sınıflandırılma sonuçları 
Tablo 1 ve Tablo 2’de görülmektedir.  

Tablo 1. k-EYK ile 6 eylemin sınıflandırılma sonuçları  
(Classification results of 6 actions with k-NN) 

 

Bölge açısı k 
1. 
Uygulama 

2. 
Uygulama 

3. 
Uygulama 

5° 

1 88,13 88,75 90,63 
3 88,96 90,00 90,63 
5 87,29 91,25 91,67 
7 88,54 91,25 89,58 
9 87,08 90,83 91,67 
11 88,33 90,83 90,63 

10° 

1 88,13 88,33 88,54 
3 90,00 90,83 88,54 
5 90,63 91,67 91,67 
7 89,38 92,50 91,67 
9 88,33 92,08 91,67 
11 87,71 91,67 92,71 

30° 

1 82,29 84,17 86,46 
3 83,75 85,00 88,54 
5 85,83 87,08 85,42 
7 85,42 85,42 90,63 
9 83,96 85,42 87,50 
11 83,33 86,67 87,50 

45° 

1 85,21 86,67 91,67 
3 87,29 89,58 83,33 
5 87,08 88,75 84,38 
7 87,71 88,75 86,46 
9 87,08 89,17 86,46 
11 86,04 87,92 88,38 

 
 

Şekil 8. Veri setine ait bazı eylemlerin derinlik ve iskelet görüntüleri a) Eğilme b) Yürüme  
(Depth and skeleton illustrations of some actions of the dataset a) Bending b) Walking) 
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Tablo 1’de görüldüğü gibi üç uygulamada da k-EYK için en 
iyi sınıflandırma başarımı10°’lik bölge açısı ile elde 
edilmiştir. Birinci uygulamada k=5 için %90,63 doğrulukta, 
ikinci uygulamada k=7 için bu değer %92,50 ve üçüncü 
uygulamada ise k=11 için %92,71 doğrulukta eylem 
sınıflandırması yapılmıştır.  
 
DVM ile yapılan deneysel çalışmalarda, yüksek başarım elde 
etmek için en uygun DVM parametrelerinin seçilmesi 
gerekmektedir. Bu bağlamda literatürde en çok kullanılan 
10-katlı çapraz geçerlilik testi uygulanmıştır. 10-katlı çapraz 
geçerlilik testi sonuçlarına göre deneysel çalışmalarda, 
düzenleme parametresi C=200, kernel fonksiyonu için 
radyal tabanlı fonksiyon ve fonksiyonun sigma değeri ise 15 
olarak belirlenmiştir. 
 
Tablo 2. DVM ile 6 eylemin sınıflandırılma sonuçları 
(Classification results of 6 actions with SVM) 

 

Bölge açısı 1. Uygulama 2. Uygulama 3. Uygulama 

5° 84,79 88,75 93,75 

10° 84,38 89,17 92,71 

30° 82,79 87,92 90,63 

45° 84,38 88,75 89,58 
 
Benzer şekilde DVM ile yapılan sınıflandırma sonuçları 
incelendiğinde bölge açısının azalması ile hassasiyetin arttığı 
görülmektedir. Böylece, birinci uygulama için %84,79, 
ikinci uygulama için %88,75 ve üçüncü uygulama için de 
%93,75 doğru sınıflandırma başarımları elde edilmiştir. 
 
Ayrıca önerilen yöntemin başarımı 10-katlı çapraz geçerlilik 
analizi ile test edilmiştir. Bu bağlamda, birinci uygulamada 

k-EYK yöntemi için bölge açısı 5° ve k=7 seçilmiştir ayrıca 
ikinci uygulamada ise DVM yöntemi için yine bölge açısı 5°, 
radyal tabanlı fonksiyon ve sigma değeri 15 seçilerek ilgili 
deneyler yapılarak sonuçlar sırası ile Tablo 3 ve 4’de 
gösterilmiştir. Tablo 3’teki sonuçlardan görüldüğü üzere 
uzanma eylemi %20,62 oranında hatalı şekilde düşme 
eylemi olarak sınıflandırmıştır. En kötü sınıflandırma oranı 
%75,62 ile uzanma eyleminde görülürken ve en başarılı 
sınıflandırma oranı %98,12 ile yürüme eyleminde 
kaydedilmiştir.  
 
DVM sonuçlarını gösteren Tablo 4’de, en çok oturma ve 
çömelme eylemlerinin düşme eylemi ile karıştırıldığı 
görülmektedir. Diğer bir ifade ile oturma eyleminin ortalama 
%4,37 si ve çömelme eyleminin ortalama %3,75’i düşme 
eylemi olarak tanınmıştır. Ayrıca en yüksek doğru 
sınıflandırılan (%96,25) eylem yürüme eylemi olurken, en 
düşük doğru sınıflandırma başarımı (%78,75) uzanma 
eylemi için elde edilmiştir. Uzanma eylemi en çok düşme 
eylemi ile karıştırılmıştır.  

 
Aslında bu çalışmada daha önemli olan düşme ve düşmenin 
olmadığı durumların ayırt edilmesidir. Yine burada da 6 
eylemin sınıflandırılmasında olduğu gibi üç ayrı uygulama 
gerçekleştirildi. k-EYK ve DVM ile yapılan deneysel 
çalışma sonuçları sırası ile Tablo 5 ve Tablo 6’da verilmiştir. 

 

 
Tablo 5’teki sonuçlar incelendiğinde yapılan tüm deneysel 
çalışmalarda birinci uygulama için 5°’lik bölge açısında %95 
doğrulukta sınıflandırma, ikinci uygulamada en iyi 45°’lik 
bölge açısında %96,25 doğrulukta sınıflandırma ve üçüncü 
uygulamada ise 10°’lik bölge açısında %96,88 doğrulukta 
sınıflandırma elde edilmiştir.  

Tablo 3. k-EYK metodu ve 10-katlı çapraz geçerlilik testi ile elde edilen karışıklık matrisi  
(Confusion matrix obtained by the k-NN method and the 10-fold cross-validation test) 

 

Gerçek Tahmin 
 Düşme Eğilme Uzanma Oturma Çömelme Yürüme 
Düşme 77,50 5,62 12,50 0,63 2,50 1,25 
Eğilme 0,00 91,25 0,00 1,25 1,87 5,63 
Uzanma 20,62 1,88 75,62 1,88 0,00 0,00 
Oturma 0,00 1,88 0,00 91,87 3,12 3,13 
Çömelme 0,63 9,37 0,00 7,50 78,12 4,38 
Yürüme 0,00 1,25 0,00 0,00 0,63 98,12 

 
Tablo 4. DVM metodu ve 10-katlı çapraz geçerlilik testi ile elde edilen karışıklık matrisi  

(Confusion matrix obtained by SVM method and 10-fold cross-validation test) 
 

Gerçek Tahmin 
 Düşme Eğilme Uzanma Oturma Çömelme Yürüme 
Düşme 83,13 1,25 9,37 0,00 1,88 4,37 
Eğilme 0,00 92,5 0,00 0,00 0,63 0,62 
Uzanma 1,88 15,00 78,75 0,63 1,88 4,37 
Oturma 4,37 0,00 0,63 88,13 2,50 4,37 
Çömelme 3,75 0,00 0,00 5,00 84,37 6,88 
Yürüme 3,12 0,00 0,00 0,00 0,63 96,25 
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Tablo 6. DVM ile düşme ve düşme olmayan eylemlerin 
sınıflandırılma sonuçları 
(Classification results of non-falling and falling actions with SVM) 
 

Bölge açısı 1. Uygulama 2.Uygulama 3.Uygulama 

5° 95,00 97,08 97,92 

10° 94,37 97,08 97,92 

30° 93,96 95,83 96,88 

45° 93,96 97,08 95,83 
 
DVM ile düşme ve düşmenin olmadığı (yürüme, eğilme, 
oturma, çömelme ve uzanma) eylemlerin 
sınıflandırılmasında birinci uygulamada 5°’lik bölge 
açısında %95 oranında, ikinci uygulamada ise 30°’lik bölge 
açısı dışındaki diğer bölge açılarında %97,08 doğruluk 
oranında eylem tespiti yapılmıştır. Ayrıca üçüncü 
uygulamada ise 5°, 10° bölge açılarında %97,92 doğrulukta 
düşme eylemi tespiti yapıldığı görülmektedir. 
 
Önerilen yöntemin performans değerlendirmesinin, daha iyi 
karşılaştırılabilmesi için deneysel çalışmalarda bizler 
tarafından hazırlanan veri seti ile birlikte birçok araştırmacı 
tarafından yaygın olarak kullanılan UTKinect-Action veri 
seti ile de deneysel çalışmalar yapılmıştır. Bu veri setini 

kullanan diğer yöntemler ile önerilen yöntemin, veri 
setindeki 10 eylemin tanınmasındaki ortalama performans 
karşılaştırması Tablo 7’de görülmektedir.  

 
Tablo 7. UTKinect-Action veri seti ile yapılan çalışmaların 
performans sonuçları  
(Performance results of studies with UTKinect-Action dataset) 

 

 
Zhu  
vd. [32] 

Yang  
vd. [33] 

Önerilen 
Yöntem 

Doğruluk %87,90 %88,90 %90,03 
 
Tablo 7’de görüldüğü gibi sırasıyla Zhu vd. çalışmasından 
yaklaşık %2 ve Yang vd. çalışmalarından yaklaşık %1 daha 
iyi başarıma sahip olduğu görülmektedir. Bu önerilen 
yöntemin iskelet verileri kullanılarak eylem tanıma için de 
etkin bir şekilde kullanılabileceğini göstermektedir. 
 
4. SONUÇLAR (CONCLUSIONS) 
	
Bu çalışmada, iskelet verileri kullanılarak özellikle düşme 
olmak üzere günlük insan eylemlerinin sınıflandırılması 
yönelik yeni bir yöntem önerilmiştir. Bunun için öncelikle 
düşme, günlük eylemleri içeren ve FUKinect-Fall olarak 
adlandırılan yeni bir veri seti oluşturuldu. Önerilen yeni 

Tablo 5. k-EYK ile düşme ve düşme olmayan eylemlerin sınıflandırılma sonuçları  
(Classification results of non-falling and falling actions with k-NN) 

 

Bölge açısı k 1. Uygulama 2.Uygulama 3.Uygulama 

5° 

1 94,38 94,17 94,79 

3 93,33 93,75 95,83 

5 92,50 91,67 93,75 

7 95,00 95,00 94,79 

9 93,13 93,75 92,71 

11 90,83 92,08 91,67 

10° 

1 93,54 93,33 96,88 

3 92,50 95,00 95,83 

5 91,88 95,00 94,79 

7 92,92 93,33 94,79 

9 92,50 95,83 93,75 

11 91,67 93,33 92,71 

30° 

1 93,13 92,08 94,79 

3 93,54 90,42 93,75 

5 91,67 90,00 91,67 

7 92,71 92,08 93,75 

9 91,67 92,08 90,63 

11 90,83 90,00 88,54 

45° 

1 92,71 96,25 95,83 

3 91,25 95,42 91,67 

5 90,83 95,00 89,58 

7 92,50 96,25 93,75 

9 90,00 94,58 92,71 

11 88,33 93,33 92,71 
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yöntemin FUKinect-Fall ile yapılan deneysel çalışmalarında 
%97,92 doğrulukta düşme tespiti yapılmıştır. Sadece 
derinlik görüntüsü ile yapılan çalışmalardan yaklaşık %4 
daha iyi sonuç elde edilmiştir.  
 
Asıl amacımız düşme tespitine yönelik olmasına rağmen 
mevcut düşme veri setleri içerisinde iskelet verilerinin 
bulunmaması nedeni ile yöntemin performans 
değerlendirmesi yapılamamıştır. Önerilen yöntem eylem 
tanımada iskelet verilerinin yaygın olarak kullanıldığı 
UTKinect-Action veri seti ile yöntemin performans 
değerlendirmesi yapılmıştır. Aynı veri ile yapılan 
çalışmalarda eylem tanımada yaklaşık %1 daha iyi başarım 
elde edilmesi yöntemin başarısını kanıtlamaktadır. Ayrıca 
düşme tespiti üzerine çalışan araştırmacılar için oldukça 
faydalı olabilecek hem iskelet hem de derinlik verilerini 
içeren “FUKinect-Fall” veri seti oluşturularak 
araştırmacıların kullanımına sunulmuştur.  
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